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开始：安装和运行 MMSeg


预备知识

本教程中，我们将会演示如何使用 PyTorch 准备环境。

MMSegmentation 可以在 Linux, Windows 和 macOS 系统上运行，并且需要安装 Python 3.7+, CUDA 10.2+ 和 PyTorch 1.8+

注意:
如果您已经安装了 PyTorch, 可以跳过该部分，直接到下一小节。否则，您可以按照以下步骤操作。

步骤 0. 从官方网站 [https://docs.conda.io/en/latest/miniconda.html]下载并安装 Miniconda

步骤 1. 创建一个 conda 环境，并激活

conda create --name openmmlab python=3.8 -y
conda activate openmmlab





Step 2. 参考 official instructions [https://pytorch.org/get-started/locally/] 安装 PyTorch

在 GPU 平台上：

conda install pytorch torchvision -c pytorch





在 CPU 平台上

conda install pytorch torchvision cpuonly -c pytorch








安装

我们建议用户遵循我们的最佳实践来安装 MMSegmentation 。但是整个过程是高度自定义的。更多信息请参见自定义安装部分。


最佳实践

步骤 0. 使用 MIM [https://github.com/open-mmlab/mim] 安装 MMCV [https://github.com/open-mmlab/mmcv]

pip install -U openmim
mim install mmengine
mim install "mmcv>=2.0.0"





步骤 1. 安装 MMSegmentation

情况 a: 如果您想立刻开发和运行 mmsegmentation，您可通过源码安装：

git clone -b main https://github.com/open-mmlab/mmsegmentation.git
cd mmsegmentation
pip install -v -e .
# '-v' 表示详细模式，更多的输出
# '-e' 表示以可编辑模式安装工程，
# 因此对代码所做的任何修改都生效，无需重新安装





情况 b: 如果您把 mmsegmentation 作为依赖库或者第三方库，可以通过 pip 安装：

pip install "mmsegmentation>=1.0.0"








验证是否安装成功

为了验证 MMSegmentation 是否正确安装，我们提供了一些示例代码来运行一个推理 demo 。

步骤 1. 下载配置文件和模型文件

mim download mmsegmentation --config pspnet_r50-d8_4xb2-40k_cityscapes-512x1024 --dest .





该下载过程可能需要花费几分钟，这取决于您的网络环境。当下载结束，您将看到以下两个文件在您当前工作目录：pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py 和 pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth

步骤 2. 验证推理 demo

选项 (a). 如果您通过源码安装了 mmsegmentation，运行以下命令即可：

python demo/image_demo.py demo/demo.png configs/pspnet/pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth --device cuda:0 --out-file result.jpg





您将在当前文件夹中看到一个新图像 result.jpg，其中所有目标都覆盖了分割 mask

选项 (b). 如果您通过 pip 安装 mmsegmentation, 打开您的 python 解释器，复制粘贴以下代码：

from mmseg.apis import inference_model, init_model, show_result_pyplot
import mmcv

config_file = 'pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py'
checkpoint_file = 'pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth'

# 根据配置文件和模型文件建立模型
model = init_model(config_file, checkpoint_file, device='cuda:0')

# 在单张图像上测试并可视化
img = 'demo/demo.png'  # or img = mmcv.imread(img), 这样仅需下载一次
result = inference_model(model, img)
# 在新的窗口可视化结果
show_result_pyplot(model, img, result, show=True)
# 或者将可视化结果保存到图像文件夹中
# 您可以修改分割 map 的透明度 (0, 1].
show_result_pyplot(model, img, result, show=True, out_file='result.jpg', opacity=0.5)
# 在一段视频上测试并可视化分割结果
video = mmcv.VideoReader('video.mp4')
for frame in video:
   result = inference_model(model, frame)
   show_result_pyplot(model, frame, result, wait_time=1)





您可以修改上面的代码来测试单个图像或视频，这两个选项都可以验证安装是否成功。




自定义安装


CUDA 版本

当安装 PyTorch 的时候，您需要指定 CUDA 的版本， 如果您不确定选择哪个版本，请遵循我们的建议：


	对于基于 Ampere 的 NVIDIA GPUs, 例如 GeForce 30 系列和 NVIDIA A100, 必须要求是 CUDA 11.


	对于更老的 NVIDIA GPUs, CUDA 11 is backward compatible, but CUDA 10.2 提供了更好的兼容性，以及更加的轻量化




请确保 GPU 驱动满足最小的版本需求。详情请参考这个表格 [https://docs.nvidia.com/cuda/cuda-toolkit-release-notes/index.html#cuda-major-component-versions__table-cuda-toolkit-driver-versions]

注意:
如果您按照我们的最佳实践，安装 CUDA 运行库就足够了，因为不需要 CUDA 代码在本地编译。 但是如果您希望从源码编译 MMCV 或者需要开发其他的 CUDA 算子，您需要从 NVIDIA 的官网 [https://developer.nvidia.com/cuda-downloads]安装完整的 CUDA 工具，同时它的版本需要与 PyTorch 的 CUDA 版本匹配。即 conda install 命令中指定的 cudatoolkit 版本。




不使用 MIM 安装 MMCV

MMCV 包含 C++ 和 CUDA 扩展，因此与 PyTorch 的依赖方式比较复杂。MIM 自动解决了这种依赖关系，使安装更容易。然而，MIM 也并不是必须的。

为了使用 pip 而不是 MIM 安装 MMCV, 请参考 MMCV 安装指南 [https://mmcv.readthedocs.io/en/latest/get_started/installation.html]. 这需要手动指定一个基于 PyTorch 版本及其 CUDA 版本的 find-url.

例如，以下命令可为 PyTorch 1.10.x and CUDA 11.3 安装 mmcv==2.0.0

pip install mmcv==2.0.0 -f https://download.openmmlab.com/mmcv/dist/cu113/torch1.10/index.html








在仅有 CPU 的平台安装

MMSegmentation 可以在仅有 CPU 的版本上运行。在 CPU 模式，您可以训练（需要 MMCV 版本 >= 2.0.0），测试和推理模型。




在 Google Colab 上安装

Google Colab [https://research.google.com/] 通常已经安装了 PyTorch，因此我们仅需要通过以下命令安装 MMCV 和 MMSegmentation。

步骤 1. 使用 MIM [https://github.com/open-mmlab/mim] 安装 MMCV [https://github.com/open-mmlab/mmcv]

!pip3 install openmim
!mim install mmengine
!mim install "mmcv>=2.0.0"





Step 2. 通过源码安装 MMSegmentation

!git clone https://github.com/open-mmlab/mmsegmentation.git
%cd mmsegmentation
!git checkout main
!pip install -e .





Step 3. 验证

import mmseg
print(mmseg.__version__)
# 示例输出: 1.0.0





注意:
在 Jupyter 中, 感叹号 ! 用于调用外部可执行命令，%cd 是一个 magic command [https://ipython.readthedocs.io/en/stable/interactive/magics.html#magic-cd] 可以改变当前 python 的工作目录。






通过 Docker 使用 MMSegmentation

我们提供了一个 Dockerfile [https://github.com/open-mmlab/mmsegmentation/blob/master/docker/Dockerfile] 来建立映像。确保您的 docker 版本 [https://docs.docker.com/engine/install/] >=19.03.

# 通过 PyTorch 1.11, CUDA 11.3 建立映像
# 如果您使用其他版本，修改 Dockerfile 即可
docker build -t mmsegmentation docker/





运行：

docker run --gpus all --shm-size=8g -it -v {DATA_DIR}:/mmsegmentation/data mmsegmentation








可选依赖


安装 GDAL

GDAL [https://gdal.org/] 是一个用于栅格和矢量地理空间数据格式的转换库。安装 GDAL 可以读取复杂格式和极大的遥感图像。

conda install GDAL












问题解答

如果您在安装过程中遇到了其他问题，请第一时间查阅 FAQ 文件。如果没有找到答案，您也可以在 GitHub 上提出 issue [https://github.com/open-mmlab/mmsegmentation/issues/new/choose]







            

          

      

      

    

  

    
      
          
            
  
训练 & 测试



	教程1：了解配置文件

	教程2：准备数据集

	教程3：使用预训练模型推理

	教程4：使用现有模型进行训练和测试








实用工具



	可视化
	训练状态监控

	数据和结果的可视化





	常用工具（待更新）
	计算参数量（params）和计算量（ FLOPs） (试验性)

	发布模型

	导出 ONNX (试验性)

	评估 ONNX 模型

	导出 TorchScript (试验性)

	导出 TensorRT (试验性)





	其他内容
	打印完整的配置文件

	对训练日志 (training logs) 画图

	转换其他仓库的权重





	模型服务
	1. 将 model 从　MMSegmentation 转换到 TorchServe

	2. 构建 mmseg-serve 容器镜像 (docker image)

	3. 运行 mmseg-serve

	4. 测试部署





	wandb记录特征图可视化
	Wandb的配置

	测试数据和结果及特征图的可视化













            

          

      

      

    

  

    
      
          
            
  
教程1：了解配置文件

我们将模块化和继承性设计融入到我们的配置文件系统中，方便进行各种实验。如果您想查看配置文件，你可以运行 python tools/misc/print_config.py /PATH/TO/CONFIG 来查看完整的配置文件。你也可以通过传递参数 --cfg-options xxx.yyy=zzz 来查看更新的配置信息。


配置文件的结构

在  config/_base_  文件夹下面有4种基本组件类型： 数据集(dataset)，模型(model)，训练策略(schedule)和运行时的默认设置(default runtime)。许多模型都可以很容易地通过组合这些组件进行实现，比如 DeepLabV3，PSPNet。使用 _base_ 下的组件构建的配置信息叫做原始配置 (primitive)。

对于同一个文件夹下的所有配置文件，建议只有一个对应的原始配置文件。所有其他的配置文件都应该继承自这个原始配置文件，从而保证每个配置文件的最大继承深度为 3。

为了便于理解，我们建议社区贡献者从现有的方法继承。例如，如果您在 DeepLabV3 基础上进行了一些修改，用户可以先通过指定 _base_ = ../deeplabv3/deeplabv3_r50-d8_4xb2-40k_cityscapes-512x1024.py 继承基本的 DeepLabV3 结构，然后在配置文件中修改必要的字段。

如果你正在构建一个全新的方法，它不与现有的任何方法共享基本组件，您可以在config下创建一个新的文件夹xxxnet ，详细文档请参考mmengine [https://mmengine.readthedocs.io/en/latest/tutorials/config.html]。




配置文件命名风格

我们遵循以下格式来命名配置文件，建议社区贡献者遵循相同的风格。

{algorithm name}_{model component names [component1]_[component2]_[...]}_{training settings}_{training dataset information}_{testing dataset information}





配置文件的文件名分为五个部分，组成文件名每一个部分和组件之间都用_连接，每个部分或组件中的每个单词都要用-连接。


	{algorithm name}: 算法的名称，如 deeplabv3,  pspnet 等。


	{model component names}: 算法中使用的组件名称，如主干(backbone)、解码头(head)等。例如，r50-d8 表示使用ResNet50主干网络，并使用主干网络的8倍下采样输出作为下一级的输入。


	{training settings}: 训练时的参数设置，如 batch size、数据增强(augmentation)、损失函数(loss)、学习率调度器(learning rate scheduler)和训练轮数(epochs/iterations)。例如: 4xb4-ce-linearlr-40K 意味着使用4个gpu，每个gpu4个图像，使用交叉熵损失函数(CrossEntropy)，线性学习率调度程序，训练40K iterations。
一些缩写:


	{gpu x batch_per_gpu}: GPU数量和每个GPU的样本数。bN  表示每个GPU的batch size为N，如 8xb2 为8个gpu x 每个gpu2张图像的缩写。如果未提及，则默认使用 4xb4 。


	{schedule}: 训练计划，选项有20k，40k等。20k  和 40k 分别表示20000次迭代(iterations)和40000次迭代(iterations)。






	{training dataset information}: 训练数据集名称，如 cityscapes ， ade20k  等，以及输入分辨率。例如: cityscapes-768x768  表示使用 cityscapes 数据集进行训练，输入分辨率为768x768 。


	{testing dataset information} (可选): 测试数据集名称。当您的模型在一个数据集上训练但在另一个数据集上测试时，请将测试数据集名称添加到此处。如果没有这一部分，则意味着模型是在同一个数据集上进行训练和测试的。







PSPNet 的一个例子

为了帮助用户熟悉对这个现代语义分割系统的完整配置文件和模块，我们对使用ResNet50V1c作为主干网络的PSPNet的配置文件作如下的简要注释和说明。要了解更详细的用法和每个模块对应的替换方法，请参阅API文档。

_base_ = [
    '../_base_/models/pspnet_r50-d8.py', '../_base_/datasets/cityscapes.py',
    '../_base_/default_runtime.py', '../_base_/schedules/schedule_40k.py'
] # 我们可以在基本配置文件的基础上 构建新的配置文件
crop_size = (512, 1024)
data_preprocessor = dict(size=crop_size)
model = dict(data_preprocessor=data_preprocessor)





_base_/models/pspnet_r50-d8.py是使用ResNet50V1c作为主干网络的PSPNet的基本模型配置文件。

# 模型设置
norm_cfg = dict(type='SyncBN', requires_grad=True)  # 分割框架通常使用 SyncBN
data_preprocessor = dict(  # 数据预处理的配置项，通常包括图像的归一化和增强
    type='SegDataPreProcessor',  # 数据预处理的类型
    mean=[123.675, 116.28, 103.53],  # 用于归一化输入图像的平均值
    std=[58.395, 57.12, 57.375],  # 用于归一化输入图像的标准差
    bgr_to_rgb=True,  # 是否将图像从 BGR 转为 RGB
    pad_val=0,  # 图像的填充值
    seg_pad_val=255)  # 'gt_seg_map'的填充值
model = dict(
    type='EncoderDecoder',  # 分割器(segmentor)的名字
    data_preprocessor=data_preprocessor,
    pretrained='open-mmlab://resnet50_v1c',  # 加载使用 ImageNet 预训练的主干网络
    backbone=dict(
        type='ResNetV1c',  # 主干网络的类别，更多细节请参考 mmseg/models/backbones/resnet.py
        depth=50,  # 主干网络的深度，通常为 50 和 101
        num_stages=4,  # 主干网络状态(stages)的数目
        out_indices=(0, 1, 2, 3),  # 每个状态(stage)产生的特征图输出的索引
        dilations=(1, 1, 2, 4),  # 每一层(layer)的空心率(dilation rate)
        strides=(1, 2, 1, 1),  # 每一层(layer)的步长(stride)
        norm_cfg=norm_cfg,  # 归一化层(norm layer)的配置项
        norm_eval=False,  # 是否冻结 BN 里的统计项
        style='pytorch',  # 主干网络的风格，'pytorch' 意思是步长为2的层为 3x3 卷积， 'caffe' 意思是步长为2的层为 1x1 卷积
        contract_dilation=True),  # 当空洞率 > 1, 是否压缩第一个空洞层
    decode_head=dict(
        type='PSPHead',  # 解码头(decode head)的类别。可用选项请参 mmseg/models/decode_heads
        in_channels=2048,  # 解码头的输入通道数
        in_index=3,  # 被选择特征图(feature map)的索引
        channels=512,  # 解码头中间态(intermediate)的通道数
        pool_scales=(1, 2, 3, 6),  # PSPHead 平均池化(avg pooling)的规模(scales)。 细节请参考文章内容
        dropout_ratio=0.1,  # 进入最后分类层(classification layer)之前的 dropout 比例
        num_classes=19,  # 分割前景的种类数目。 通常情况下，cityscapes 为19，VOC为21，ADE20k 为150
        norm_cfg=norm_cfg,  # 归一化层的配置项
        align_corners=False,  # 解码过程中调整大小(resize)的 align_corners 参数
        loss_decode=dict(  # 解码头(decode_head)里的损失函数的配置项
            type='CrossEntropyLoss',  # 分割时使用的损失函数的类别
            use_sigmoid=False,  # 分割时是否使用 sigmoid 激活
            loss_weight=1.0)),  # 解码头的损失权重
    auxiliary_head=dict(
        type='FCNHead',  # 辅助头(auxiliary head)的种类。可用选项请参考 mmseg/models/decode_heads
        in_channels=1024,  # 辅助头的输入通道数
        in_index=2,  # 被选择的特征图(feature map)的索引
        channels=256,  # 辅助头中间态(intermediate)的通道数
        num_convs=1,  # FCNHead 里卷积(convs)的数目，辅助头中通常为1
        concat_input=False,  # 在分类层(classification layer)之前是否连接(concat)输入和卷积的输出
        dropout_ratio=0.1,  # 进入最后分类层(classification layer)之前的 dropout 比例
        num_classes=19,  # 分割前景的种类数目。 通常情况下，cityscapes 为19，VOC为21，ADE20k 为150
        norm_cfg=norm_cfg,  # 归一化层的配置项
        align_corners=False,  # 解码过程中调整大小(resize)的 align_corners 参数
        loss_decode=dict(  # 辅助头(auxiliary head)里的损失函数的配置项
            type='CrossEntropyLoss',  # 分割时使用的损失函数的类别
            use_sigmoid=False,  # 分割时是否使用 sigmoid 激活
            loss_weight=0.4)),  # 辅助头损失的权重，默认设置为0.4
    # 模型训练和测试设置项
    train_cfg=dict(),  # train_cfg 当前仅是一个占位符
    test_cfg=dict(mode='whole'))  # 测试模式，可选参数为 'whole' 和 'slide'. 'whole': 在整张图像上全卷积(fully-convolutional)测试。 'slide': 在输入图像上做滑窗预测





_base_/datasets/cityscapes.py是数据集的基本配置文件。

# 数据集设置
dataset_type = 'CityscapesDataset'  # 数据集类型，这将被用来定义数据集
data_root = 'data/cityscapes/'  # 数据的根路径
crop_size = (512, 1024)  # 训练时的裁剪大小
train_pipeline = [  # 训练流程
    dict(type='LoadImageFromFile'),  # 第1个流程，从文件路径里加载图像
    dict(type='LoadAnnotations'),  # 第2个流程，对于当前图像，加载它的标注图像
    dict(type='RandomResize',  # 调整输入图像大小(resize)和其标注图像的数据增广流程
        scale=(2048, 1024),  # 图像裁剪的大小
        ratio_range=(0.5, 2.0),  # 数据增广的比例范围
        keep_ratio=True),  # 调整图像大小时是否保持纵横比
    dict(type='RandomCrop',  # 随机裁剪当前图像和其标注图像的数据增广流程
        crop_size=crop_size,  # 随机裁剪的大小
        cat_max_ratio=0.75),  # 单个类别可以填充的最大区域的比
    dict(type='RandomFlip',  # 翻转图像和其标注图像的数据增广流程
        prob=0.5),  # 翻转图像的概率
    dict(type='PhotoMetricDistortion'),  # 光学上使用一些方法扭曲当前图像和其标注图像的数据增广流程
    dict(type='PackSegInputs')  # 打包用于语义分割的输入数据
]
test_pipeline = [
    dict(type='LoadImageFromFile'),  # 第1个流程，从文件路径里加载图像
    dict(type='Resize',  # 使用调整图像大小(resize)增强
        scale=(2048, 1024),  # 图像缩放的大小
        keep_ratio=True),  # 在调整图像大小时是否保留长宽比
    # 在' Resize '之后添加标注图像
    # 不需要做调整图像大小(resize)的数据变换
    dict(type='LoadAnnotations'),  # 加载数据集提供的语义分割标注
    dict(type='PackSegInputs')  # 打包用于语义分割的输入数据
]
train_dataloader = dict(  # 训练数据加载器(dataloader)的配置
    batch_size=2,  # 每一个GPU的batch size大小
    num_workers=2,  # 为每一个GPU预读取数据的进程个数
    persistent_workers=True,  # 在一个epoch结束后关闭worker进程，可以加快训练速度
    sampler=dict(type='InfiniteSampler', shuffle=True),  # 训练时进行随机洗牌(shuffle)
    dataset=dict(  # 训练数据集配置
        type=dataset_type,  # 数据集类型，详见mmseg/datassets/
        data_root=data_root,  # 数据集的根目录
        data_prefix=dict(
            img_path='leftImg8bit/train', seg_map_path='gtFine/train'),  # 训练数据的前缀
        pipeline=train_pipeline)) # 数据处理流程，它通过之前创建的train_pipeline传递。
val_dataloader = dict(
    batch_size=1,  # 每一个GPU的batch size大小
    num_workers=4,  # 为每一个GPU预读取数据的进程个数
    persistent_workers=True,  # 在一个epoch结束后关闭worker进程，可以加快训练速度
    sampler=dict(type='DefaultSampler', shuffle=False),  # 训练时不进行随机洗牌(shuffle)
    dataset=dict(  # 测试数据集配置
        type=dataset_type,  # 数据集类型，详见mmseg/datassets/
        data_root=data_root,  # 数据集的根目录
        data_prefix=dict(
            img_path='leftImg8bit/val', seg_map_path='gtFine/val'),  # 测试数据的前缀
        pipeline=test_pipeline))  # 数据处理流程，它通过之前创建的test_pipeline传递。
test_dataloader = val_dataloader
# 精度评估方法，我们在这里使用 IoUMetric 进行评估
val_evaluator = dict(type='IoUMetric', iou_metrics=['mIoU'])
test_evaluator = val_evaluator





_base_/schedules/schedule_40k.py

# optimizer
optimizer = dict(type='SGD', # 优化器种类，更多细节可参考 https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/optimizer/default_constructor.py
                lr=0.01,  # 优化器的学习率，参数的使用细节请参照对应的 PyTorch 文档
                momentum=0.9,  # 动量大小 (Momentum)
                weight_decay=0.0005)  # SGD 的权重衰减 (weight decay)
optim_wrapper = dict(type='OptimWrapper',  # 优化器包装器(Optimizer wrapper)为更新参数提供了一个公共接口
                    optimizer=optimizer,  # 用于更新模型参数的优化器(Optimizer)
                    clip_grad=None)  # 如果 'clip_grad' 不是None，它将是 ' torch.nn.utils.clip_grad' 的参数。
# 学习策略
param_scheduler = [
    dict(
        type='PolyLR',  # 调度流程的策略，同样支持 Step, CosineAnnealing, Cyclic 等. 请从 https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/scheduler/lr_scheduler.py 参考 LrUpdater 的细节
        eta_min=1e-4,  # 训练结束时的最小学习率
        power=0.9,  # 多项式衰减 (polynomial decay) 的幂
        begin=0,  # 开始更新参数的时间步(step)
        end=40000,  # 停止更新参数的时间步(step)
        by_epoch=False)  # 是否按照 epoch 计算训练时间
]
# 40k iteration 的训练计划
train_cfg = dict(type='IterBasedTrainLoop', max_iters=40000, val_interval=4000)
val_cfg = dict(type='ValLoop')
test_cfg = dict(type='TestLoop')
# 默认钩子(hook)配置
default_hooks = dict(
    timer=dict(type='IterTimerHook'),  # 记录迭代过程中花费的时间
    logger=dict(type='LoggerHook', interval=50, log_metric_by_epoch=False),  # 从'Runner'的不同组件收集和写入日志
    param_scheduler=dict(type='ParamSchedulerHook'),  # 更新优化器中的一些超参数，例如学习率
    checkpoint=dict(type='CheckpointHook', by_epoch=False, interval=4000),  # 定期保存检查点(checkpoint)
    sampler_seed=dict(type='DistSamplerSeedHook'))  # 用于分布式训练的数据加载采样器





in _base_/default_runtime.py

# 将注册表的默认范围设置为mmseg
default_scope = 'mmseg'
# environment
env_cfg = dict(
    cudnn_benchmark=True,
    mp_cfg=dict(mp_start_method='fork', opencv_num_threads=0),
    dist_cfg=dict(backend='nccl'),
)
log_level = 'INFO'
log_processor = dict(by_epoch=False)
load_from = None  # 从文件中加载检查点(checkpoint)
resume = False  # 是否从已有的模型恢复





这些都是用于训练和测试PSPNet的配置文件，要加载和解析它们，我们可以使用MMEngine [https://github.com/open-mmlab/mmengine]实现的Config [https://mmengine.readthedocs.io/en/latest/tutorials/config.html]。

from mmengine.config import Config

cfg = Config.fromfile('configs/pspnet/pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py')
print(cfg.train_dataloader)





{'batch_size': 2,
 'num_workers': 2,
 'persistent_workers': True,
 'sampler': {'type': 'InfiniteSampler', 'shuffle': True},
 'dataset': {'type': 'CityscapesDataset',
  'data_root': 'data/cityscapes/',
  'data_prefix': {'img_path': 'leftImg8bit/train',
   'seg_map_path': 'gtFine/train'},
  'pipeline': [{'type': 'LoadImageFromFile'},
   {'type': 'LoadAnnotations'},
   {'type': 'RandomResize',
    'scale': (2048, 1024),
    'ratio_range': (0.5, 2.0),
    'keep_ratio': True},
   {'type': 'RandomCrop', 'crop_size': (512, 1024), 'cat_max_ratio': 0.75},
   {'type': 'RandomFlip', 'prob': 0.5},
   {'type': 'PhotoMetricDistortion'},
   {'type': 'PackSegInputs'}]}}





cfg 是mmengine.config.Config 的一个实例。它的接口与dict对象相同，也允许将配置值作为属性访问。更多信息请参见MMEngine [https://github.com/open-mmlab/mmengine]中的config tutorial [https://mmengine.readthedocs.io/en/latest/tutorials/config.html]。




FAQ


忽略基础配置文件里的一些字段

有时，您可以设置_delete_=True 来忽略基本配置文件中的某些字段。您可以参考MMEngine [https://github.com/open-mmlab/mmengine]中的config tutorial [https://mmengine.readthedocs.io/en/latest/tutorials/config.html]来获得一些简单的指导。

例如，在MMSegmentation中，如果您想在下面的配置文件pspnet.py 中修改PSPNet的主干网络:

norm_cfg = dict(type='SyncBN', requires_grad=True)
model = dict(
    type='EncoderDecoder',
    pretrained='torchvision://resnet50',
    backbone=dict(
        type='ResNetV1c',
        depth=50,
        num_stages=4,
        out_indices=(0, 1, 2, 3),
        dilations=(1, 1, 2, 4),
        strides=(1, 2, 1, 1),
        norm_cfg=norm_cfg,
        norm_eval=False,
        style='pytorch',
        contract_dilation=True),
    decode_head=dict(
        type='PSPHead',
        in_channels=2048,
        in_index=3,
        channels=512,
        pool_scales=(1, 2, 3, 6),
        dropout_ratio=0.1,
        num_classes=19,
        norm_cfg=norm_cfg,
        align_corners=False,
        loss_decode=dict(
            type='CrossEntropyLoss', use_sigmoid=False, loss_weight=1.0)))





用以下代码加载并解析配置文件pspnet.py:

from mmengine.config import Config

cfg = Config.fromfile('pspnet.py')
print(cfg.model)





{'type': 'EncoderDecoder',
 'pretrained': 'torchvision://resnet50',
 'backbone': {'type': 'ResNetV1c',
  'depth': 50,
  'num_stages': 4,
  'out_indices': (0, 1, 2, 3),
  'dilations': (1, 1, 2, 4),
  'strides': (1, 2, 1, 1),
  'norm_cfg': {'type': 'SyncBN', 'requires_grad': True},
  'norm_eval': False,
  'style': 'pytorch',
  'contract_dilation': True},
 'decode_head': {'type': 'PSPHead',
  'in_channels': 2048,
  'in_index': 3,
  'channels': 512,
  'pool_scales': (1, 2, 3, 6),
  'dropout_ratio': 0.1,
  'num_classes': 19,
  'norm_cfg': {'type': 'SyncBN', 'requires_grad': True},
  'align_corners': False,
  'loss_decode': {'type': 'CrossEntropyLoss',
   'use_sigmoid': False,
   'loss_weight': 1.0}}}





ResNet和HRNet使用不同的关键字构建，编写一个新的配置文件hrnet.py，如下所示:

_base_ = 'pspnet.py'
norm_cfg = dict(type='SyncBN', requires_grad=True)
model = dict(
    pretrained='open-mmlab://msra/hrnetv2_w32',
    backbone=dict(
        _delete_=True,
        type='HRNet',
        norm_cfg=norm_cfg,
        extra=dict(
            stage1=dict(
                num_modules=1,
                num_branches=1,
                block='BOTTLENECK',
                num_blocks=(4, ),
                num_channels=(64, )),
            stage2=dict(
                num_modules=1,
                num_branches=2,
                block='BASIC',
                num_blocks=(4, 4),
                num_channels=(32, 64)),
            stage3=dict(
                num_modules=4,
                num_branches=3,
                block='BASIC',
                num_blocks=(4, 4, 4),
                num_channels=(32, 64, 128)),
            stage4=dict(
                num_modules=3,
                num_branches=4,
                block='BASIC',
                num_blocks=(4, 4, 4, 4),
                num_channels=(32, 64, 128, 256)))))





用以下代码加载并解析配置文件hrnet.py:

from mmengine.config import Config
cfg = Config.fromfile('hrnet.py')
print(cfg.model)





{'type': 'EncoderDecoder',
 'pretrained': 'open-mmlab://msra/hrnetv2_w32',
 'backbone': {'type': 'HRNet',
  'norm_cfg': {'type': 'SyncBN', 'requires_grad': True},
  'extra': {'stage1': {'num_modules': 1,
    'num_branches': 1,
    'block': 'BOTTLENECK',
    'num_blocks': (4,),
    'num_channels': (64,)},
   'stage2': {'num_modules': 1,
    'num_branches': 2,
    'block': 'BASIC',
    'num_blocks': (4, 4),
    'num_channels': (32, 64)},
   'stage3': {'num_modules': 4,
    'num_branches': 3,
    'block': 'BASIC',
    'num_blocks': (4, 4, 4),
    'num_channels': (32, 64, 128)},
   'stage4': {'num_modules': 3,
    'num_branches': 4,
    'block': 'BASIC',
    'num_blocks': (4, 4, 4, 4),
    'num_channels': (32, 64, 128, 256)}}},
 'decode_head': {'type': 'PSPHead',
  'in_channels': 2048,
  'in_index': 3,
  'channels': 512,
  'pool_scales': (1, 2, 3, 6),
  'dropout_ratio': 0.1,
  'num_classes': 19,
  'norm_cfg': {'type': 'SyncBN', 'requires_grad': True},
  'align_corners': False,
  'loss_decode': {'type': 'CrossEntropyLoss',
   'use_sigmoid': False,
   'loss_weight': 1.0}}}





_delete_=True 将用新的键去替换 backbone 字段内所有旧的键。




使用配置文件里的中间变量

配置文件中会使用一些中间变量，例如数据集(datasets)字段里的 train_pipeline/test_pipeline。 需要注意的是，在子配置文件里修改中间变量时，您需要再次传递这些变量给对应的字段。例如，我们想改变在训练或测试PSPNet时采用的多尺度策略 (multi scale strategy)，train_pipeline/test_pipeline 是我们需要修改的中间变量。

_base_ = '../pspnet/pspnet_r50-d8_4xb4-40k_cityscpaes-512x1024.py'
crop_size = (512, 1024)
img_norm_cfg = dict(
    mean=[123.675, 116.28, 103.53], std=[58.395, 57.12, 57.375], to_rgb=True)
train_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(type='LoadAnnotations'),
    dict(type='RandomResize',
         img_scale=(2048, 1024),
         ratio_range=(1., 2.),
         keep_ration=True),
    dict(type='RandomCrop', crop_size=crop_size, cat_max_ratio=0.75),
    dict(type='RandomFlip', flip_ratio=0.5),
    dict(type='PhotoMetricDistortion'),
    dict(type='PackSegInputs'),
]
test_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(type='Resize',
        scale=(2048, 1024),
        keep_ratio=True),
    dict(type='LoadAnnotations'),
    dict(type='PackSegInputs')
]
train_dataset=dict(
        type=dataset_type,
        data_root=data_root,
        data_prefix=dict(
            img_path='leftImg8bit/train', seg_map_path='gtFine/train'),
        pipeline=train_pipeline)
test_dataset=dict(
        type=dataset_type,
        data_root=data_root,
        data_prefix=dict(
            img_path='leftImg8bit/val', seg_map_path='gtFine/val'),
        pipeline=test_pipeline)
train_dataloader = dict(dataset=train_dataset)
val_dataloader = dict(dataset=test_dataset)
test_dataloader = val_dataloader





我们首先需要定义新的 train_pipeline/test_pipeline 然后传递到 dataset 里。

类似的，如果我们想从 SyncBN 切换到 BN 或者 MMSyncBN，我们需要替换配置文件里的每一个 norm_cfg。

_base_ = '../pspnet/pspnet_r50-d8_4xb4-40k_cityscpaes-512x1024.py'
norm_cfg = dict(type='BN', requires_grad=True)
model = dict(
    backbone=dict(norm_cfg=norm_cfg),
    decode_head=dict(norm_cfg=norm_cfg),
    auxiliary_head=dict(norm_cfg=norm_cfg))










通过脚本参数修改配置文件

在training script [https://github.com/open-mmlab/mmsegmentation/blob/1.x/tools/train.py]和testing script [https://github.com/open-mmlab/mmsegmentation/blob/1.x/tools/test.py]中，我们支持脚本参数 --cfg-options，它可以帮助用户覆盖所使用的配置中的一些设置，xxx=yyy 格式的键值对将合并到配置文件中。

例如，这是一个简化的脚本 demo_script.py :

import argparse

from mmengine.config import Config, DictAction

def parse_args():
    parser = argparse.ArgumentParser(description='Script Example')
    parser.add_argument('config', help='train config file path')
    parser.add_argument(
        '--cfg-options',
        nargs='+',
        action=DictAction,
        help='override some settings in the used config, the key-value pair '
        'in xxx=yyy format will be merged into config file. If the value to '
        'be overwritten is a list, it should be like key="[a,b]" or key=a,b '
        'It also allows nested list/tuple values, e.g. key="[(a,b),(c,d)]" '
        'Note that the quotation marks are necessary and that no white space '
        'is allowed.')
    args = parser.parse_args()
    return args

def main():
    args = parse_args()

    cfg = Config.fromfile(args.config)
    if args.cfg_options is not None:
        cfg.merge_from_dict(args.cfg_options)

    print(cfg)

if __name__ == '__main__':
    main()





一个配置文件示例 demo_config.py 如下所示:

backbone = dict(
    type='ResNetV1c',
    depth=50,
    num_stages=4,
    out_indices=(0, 1, 2, 3),
    dilations=(1, 1, 2, 4),
    strides=(1, 2, 1, 1),
    norm_eval=False,
    style='pytorch',
    contract_dilation=True)





运行 demo_script.py:

python demo_script.py demo_config.py





Config (path: demo_config.py): {'backbone': {'type': 'ResNetV1c', 'depth': 50, 'num_stages': 4, 'out_indices': (0, 1, 2, 3), 'dilations': (1, 1, 2, 4), 'strides': (1, 2, 1, 1), 'norm_eval': False, 'style': 'pytorch', 'contract_dilation': True}}





通过脚本参数修改配置:

python demo_script.py demo_config.py --cfg-options backbone.depth=101





Config (path: demo_config.py): {'backbone': {'type': 'ResNetV1c', 'depth': 101, 'num_stages': 4, 'out_indices': (0, 1, 2, 3), 'dilations': (1, 1, 2, 4), 'strides': (1, 2, 1, 1), 'norm_eval': False, 'style': 'pytorch', 'contract_dilation': True}}






	更新列表/元组的值。

如果要更新的值是一个 list 或 tuple。例如，需要在配置文件 demo_config.py  的 backbone  中设置 stride =(1,2,1,1) 。
如果您想更改这个键，你可以用两种方式进行指定:


	--cfg-options backbone.strides="(1, 1, 1, 1)". 注意引号 ” 是支持 list/tuple 数据类型所必需的。

python demo_script.py demo_config.py --cfg-options backbone.strides="(1, 1, 1, 1)"





Config (path: demo_config.py): {'backbone': {'type': 'ResNetV1c', 'depth': 50, 'num_stages': 4, 'out_indices': (0, 1, 2, 3), 'dilations': (1, 1, 2, 4), 'strides': (1, 1, 1, 1), 'norm_eval': False, 'style': 'pytorch', 'contract_dilation': True}}







	--cfg-options backbone.strides=1,1,1,1. 注意，在指定的值中不允许有空格。

另外，如果原来的类型是tuple，通过这种方式修改后会自动转换为list。

python demo_script.py demo_config.py --cfg-options backbone.strides=1,1,1,1





Config (path: demo_config.py): {'backbone': {'type': 'ResNetV1c', 'depth': 50, 'num_stages': 4, 'out_indices': (0, 1, 2, 3), 'dilations': (1, 1, 2, 4), 'strides': [1, 1, 1, 1], 'norm_eval': False, 'style': 'pytorch', 'contract_dilation': True}}














注解

这种修改方法仅支持修改string、int、float、boolean、None、list和tuple类型的配置项。
具体来说，对于list和tuple类型的配置项，它们内部的元素也必须是上述七种类型之一。









            

          

      

      

    

  

    
      
          
            
  
教程2：准备数据集

我们建议将数据集根目录符号链接到 $MMSEGMENTATION/data。
如果您的目录结构不同，您可能需要更改配置文件中相应的路径。
对于中国境内的用户，我们也推荐通过开源数据平台 OpenDataLab [https://opendatalab.com/] 来下载dsdl标准数据，以获得更好的下载和使用体验，这里有一个下载dsdl数据集并进行训练的案例DSDLReadme，欢迎尝试。

mmsegmentation
├── mmseg
├── tools
├── configs
├── data
│   ├── cityscapes
│   │   ├── leftImg8bit
│   │   │   ├── train
│   │   │   ├── val
│   │   ├── gtFine
│   │   │   ├── train
│   │   │   ├── val
│   ├── VOCdevkit
│   │   ├── VOC2012
│   │   │   ├── JPEGImages
│   │   │   ├── SegmentationClass
│   │   │   ├── ImageSets
│   │   │   │   ├── Segmentation
│   │   ├── VOC2010
│   │   │   ├── JPEGImages
│   │   │   ├── SegmentationClassContext
│   │   │   ├── ImageSets
│   │   │   │   ├── SegmentationContext
│   │   │   │   │   ├── train.txt
│   │   │   │   │   ├── val.txt
│   │   │   ├── trainval_merged.json
│   │   ├── VOCaug
│   │   │   ├── dataset
│   │   │   │   ├── cls
│   ├── ade
│   │   ├── ADEChallengeData2016
│   │   │   ├── annotations
│   │   │   │   ├── training
│   │   │   │   ├── validation
│   │   │   ├── images
│   │   │   │   ├── training
│   │   │   │   ├── validation
│   ├── coco_stuff10k
│   │   ├── images
│   │   │   ├── train2014
│   │   │   ├── test2014
│   │   ├── annotations
│   │   │   ├── train2014
│   │   │   ├── test2014
│   │   ├── imagesLists
│   │   │   ├── train.txt
│   │   │   ├── test.txt
│   │   │   ├── all.txt
│   ├── coco_stuff164k
│   │   ├── images
│   │   │   ├── train2017
│   │   │   ├── val2017
│   │   ├── annotations
│   │   │   ├── train2017
│   │   │   ├── val2017
│   ├── CHASE_DB1
│   │   ├── images
│   │   │   ├── training
│   │   │   ├── validation
│   │   ├── annotations
│   │   │   ├── training
│   │   │   ├── validation
│   ├── DRIVE
│   │   ├── images
│   │   │   ├── training
│   │   │   ├── validation
│   │   ├── annotations
│   │   │   ├── training
│   │   │   ├── validation
│   ├── HRF
│   │   ├── images
│   │   │   ├── training
│   │   │   ├── validation
│   │   ├── annotations
│   │   │   ├── training
│   │   │   ├── validation
│   ├── STARE
│   │   ├── images
│   │   │   ├── training
│   │   │   ├── validation
│   │   ├── annotations
│   │   │   ├── training
│   │   │   ├── validation
|   ├── dark_zurich
|   │   ├── gps
|   │   │   ├── val
|   │   │   └── val_ref
|   │   ├── gt
|   │   │   └── val
|   │   ├── LICENSE.txt
|   │   ├── lists_file_names
|   │   │   ├── val_filenames.txt
|   │   │   └── val_ref_filenames.txt
|   │   ├── README.md
|   │   └── rgb_anon
|   │   |   ├── val
|   │   |   └── val_ref
|   ├── NighttimeDrivingTest
|   |   ├── gtCoarse_daytime_trainvaltest
|   |   │   └── test
|   |   │       └── night
|   |   └── leftImg8bit
|   |   |   └── test
|   |   |       └── night
│   ├── loveDA
│   │   ├── img_dir
│   │   │   ├── train
│   │   │   ├── val
│   │   │   ├── test
│   │   ├── ann_dir
│   │   │   ├── train
│   │   │   ├── val
│   ├── potsdam
│   │   ├── img_dir
│   │   │   ├── train
│   │   │   ├── val
│   │   ├── ann_dir
│   │   │   ├── train
│   │   │   ├── val
│   ├── vaihingen
│   │   ├── img_dir
│   │   │   ├── train
│   │   │   ├── val
│   │   ├── ann_dir
│   │   │   ├── train
│   │   │   ├── val
│   ├── iSAID
│   │   ├── img_dir
│   │   │   ├── train
│   │   │   ├── val
│   │   │   ├── test
│   │   ├── ann_dir
│   │   │   ├── train
│   │   │   ├── val
│   ├── synapse
│   │   ├── img_dir
│   │   │   ├── train
│   │   │   ├── val
│   │   ├── ann_dir
│   │   │   ├── train
│   │   │   ├── val
│   ├── REFUGE
│   │   ├── images
│   │   │   ├── training
│   │   │   ├── validation
│   │   │   ├── test
│   │   ├── annotations
│   │   │   ├── training
│   │   │   ├── validation
│   │   │   ├── test
│   ├── mapillary
│   │   ├── training
│   │   │   ├── images
│   │   │   ├── v1.2
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   └── panoptic
│   │   │   ├── v2.0
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   ├── panoptic
|   │   │   │   └── polygons
│   │   ├── validation
│   │   │   ├── images
|   │   │   ├── v1.2
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   └── panoptic
│   │   │   ├── v2.0
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   ├── panoptic
|   │   │   │   └── polygons
│   ├── bdd100k
│   │   ├── images
│   │   │   └── 10k
|   │   │   │   ├── test
|   │   │   │   ├── train
|   │   │   │   └── val
│   │   └── labels
│   │   │   └── sem_seg
|   │   │   │   ├── colormaps
|   │   │   │   │   ├──train
|   │   │   │   │   └──val
|   │   │   │   ├── masks
|   │   │   │   │   ├──train
|   │   │   │   │   └──val
|   │   │   │   ├── polygons
|   │   │   │   │   ├──sem_seg_train.json
|   │   │   │   │   └──sem_seg_val.json
|   │   │   │   └── rles
|   │   │   │   │   ├──sem_seg_train.json
|   │   │   │   │   └──sem_seg_val.json
│   ├── nyu
│   │   ├── images
│   │   │   ├── train
│   │   │   ├── test
│   │   ├── annotations
│   │   │   ├── train
│   │   │   ├── test
│   ├── HSIDrive20
│   │   ├── images
│   │   │   ├── train
│   │   │   ├── validation
│   │   │   ├── test
│   │   ├── annotations
│   │   │   ├── train
│   │   │   ├── validation
│   │   │   ├── test






用 MIM 下载数据集

通过使用 OpenXLab [https://openxlab.org.cn/datasets]，您可以直接下载开源数据集。通过平台的搜索功能，您可以快速轻松地找到他们正在寻找的数据集。使用平台上的格式化数据集，您可以高效地跨数据集执行任务。

如果您使用 MIM 下载，请确保版本大于 v0.3.8。您可以使用以下命令进行更新、安装、登录和数据集下载：

# upgrade your MIM
pip install -U openmim

# install OpenXLab CLI tools
pip install -U openxlab
# log in OpenXLab
openxlab login

# download ADE20K by MIM
mim download mmsegmentation --dataset ade20k








Cityscapes

Cityscapes 官方网站 [https://www.cityscapes-dataset.com/]可以下载 Cityscapes 数据集，按照官网要求注册并登陆后，数据可以在这里 [https://www.cityscapes-dataset.com/downloads/]找到。

按照惯例，**labelTrainIds.png 用于 cityscapes 训练。
我们提供了一个基于 cityscapesscripts [https://github.com/mcordts/cityscapesScripts] 的脚本 [https://github.com/open-mmlab/mmsegmentation/blob/1.x/tools/dataset_converters/cityscapes.py]用于生成 **labelTrainIds.png。

# --nproc 表示 8 个转换进程，也可以省略。
python tools/dataset_converters/cityscapes.py data/cityscapes --nproc 8








Pascal VOC

Pascal VOC 2012 可从此处 [http://host.robots.ox.ac.uk/pascal/VOC/voc2012/VOCtrainval_11-May-2012.tar]下载。
此外，Pascal VOC 数据集的最新工作通常利用额外的增强数据，可以在这里 [http://www.eecs.berkeley.edu/Research/Projects/CS/vision/grouping/semantic_contours/benchmark.tgz]找到。

如果您想使用增强的 VOC 数据集，请运行以下命令将增强数据的标注转换为正确的格式。

# --nproc 表示 8 个转换进程，也可以省略。
python tools/dataset_converters/voc_aug.py data/VOCdevkit data/VOCdevkit/VOCaug --nproc 8





请参考拼接数据集文档及 voc_aug 配置示例以详细了解如何将它们拼接并合并训练。




ADE20K

ADE20K 的训练和验证集可以从这个链接 [http://data.csail.mit.edu/places/ADEchallenge/ADEChallengeData2016.zip]下载。
如果需要下载测试数据集，可以在官网 [http://host.robots.ox.ac.uk/]注册后，下载测试集 [http://host.robots.ox.ac.uk:8080/eval/downloads/VOC2010test.tar]。




Pascal Context

Pascal Context 的训练和验证集可以从此处 [http://host.robots.ox.ac.uk/pascal/VOC/voc2010/VOCtrainval_03-May-2010.tar]下载。注册后，您也可以从此处 [http://host.robots.ox.ac.uk:8080/eval/downloads/VOC2010test.tar]下载测试集。

从原始数据集中抽出部分数据作为验证集，您可以从此处 [https://codalabuser.blob.core.windows.net/public/trainval_merged.json]下载 trainval_merged.json 文件。

请先安装 Detail [https://github.com/zhanghang1989/detail-api] 工具然后运行以下命令将标注转换为正确的格式。

python tools/dataset_converters/pascal_context.py data/VOCdevkit data/VOCdevkit/VOC2010/trainval_merged.json








COCO Stuff 10k

数据可以通过 wget 在这里 [http://calvin.inf.ed.ac.uk/wp-content/uploads/data/cocostuffdataset/cocostuff-10k-v1.1.zip]下载。

对于 COCO Stuff 10k 数据集，请运行以下命令下载并转换数据集。

# 下载
mkdir coco_stuff10k && cd coco_stuff10k
wget http://calvin.inf.ed.ac.uk/wp-content/uploads/data/cocostuffdataset/cocostuff-10k-v1.1.zip

# 解压
unzip cocostuff-10k-v1.1.zip

# --nproc 表示 8 个转换进程，也可以省略。
python tools/dataset_converters/coco_stuff10k.py /path/to/coco_stuff10k --nproc 8





按照惯例，/path/to/coco_stuff164k/annotations/*2014/*_labelTrainIds.png 中的 mask 标注用于 COCO Stuff 10k 的训练和测试。




COCO Stuff 164k

对于 COCO Stuff 164k 数据集，请运行以下命令下载并转换增强的数据集。

# 下载
mkdir coco_stuff164k && cd coco_stuff164k
wget http://images.cocodataset.org/zips/train2017.zip
wget http://images.cocodataset.org/zips/val2017.zip
wget http://calvin.inf.ed.ac.uk/wp-content/uploads/data/cocostuffdataset/stuffthingmaps_trainval2017.zip

# 解压
unzip train2017.zip -d images/
unzip val2017.zip -d images/
unzip stuffthingmaps_trainval2017.zip -d annotations/

# --nproc 表示 8 个转换进程，也可以省略。
python tools/dataset_converters/coco_stuff164k.py /path/to/coco_stuff164k --nproc 8





按照惯例，/path/to/coco_stuff164k/annotations/*2017/*_labelTrainIds.png 中的 mask 标注用于 COCO Stuff 164k 的训练和测试。

此数据集的详细信息可在此处 [https://github.com/nightrome/cocostuff#downloads]找到。




CHASE DB1

CHASE DB1 的训练和验证集可以从此处 [https://staffnet.kingston.ac.uk/~ku15565/CHASE_DB1/assets/CHASEDB1.zip]下载。

请运行以下命令，准备 CHASE DB1 数据集：

python tools/dataset_converters/chase_db1.py /path/to/CHASEDB1.zip





该脚本将自动调整数据集目录结构，使其满足 MMSegmentation 数据集加载要求。




DRIVE

按照官网 [https://drive.grand-challenge.org/]要求，注册并登陆后，便可以下载 DRIVE 的训练和验证数据集。

要将 DRIVE 数据集转换为 MMSegmentation 的格式，请运行以下命令：

python tools/dataset_converters/drive.py /path/to/training.zip /path/to/test.zip





该脚本将自动调整数据集目录结构，使其满足 MMSegmentation 数据集加载要求。




HRF

请下载 health.zip [https://www5.cs.fau.de/fileadmin/research/datasets/fundus-images/healthy.zip]、glaucoma.zip [https://www5.cs.fau.de/fileadmin/research/datasets/fundus-images/glaucoma.zip]、diabetic_retinopathy.zip [https://www5.cs.fau.de/fileadmin/research/datasets/fundus-images/diabetic_retinopathy.zip]、healthy_manualsegm.zip [https://www5.cs.fau.de/fileadmin/research/datasets/fundus-images/healthy_manualsegm.zip]、glaucoma_manualsegm.zip [https://www5.cs.fau.de/fileadmin/research/datasets/fundus-images/glaucoma_manualsegm.zip] 和 diabetic_retinopathy_manualsegm.zip [https://www5.cs.fau.de/fileadmin/research/datasets/fundus-images/diabetic_retinopathy_manualsegm.zip]，无需解压，可以直接运行以下命令，准备 HRF 数据集：

python tools/dataset_converters/hrf.py /path/to/healthy.zip /path/to/healthy_manualsegm.zip /path/to/glaucoma.zip /path/to/glaucoma_manualsegm.zip /path/to/diabetic_retinopathy.zip /path/to/diabetic_retinopathy_manualsegm.zip





该脚本将自动调整数据集目录结构，使其满足 MMSegmentation 数据集加载要求。




STARE

请下载 stare images.tar [http://cecas.clemson.edu/~ahoover/stare/probing/stare-images.tar]、labels-ah.tar [http://cecas.clemson.edu/~ahoover/stare/probing/labels-ah.tar] 和 labels-vk.tar [http://cecas.clemson.edu/~ahoover/stare/probing/labels-vk.tar]，无需解压，可以直接运行以下命令，准备 STARE 数据集：

python tools/dataset_converters/stare.py /path/to/stare-images.tar /path/to/labels-ah.tar /path/to/labels-vk.tar





该脚本将自动调整数据集目录结构，使其满足 MMSegmentation 数据集加载要求。




Dark Zurich

由于我们只支持在此数据集上的模型测试，因此您只需要下载并解压验证数据集 [https://data.vision.ee.ethz.ch/csakarid/shared/GCMA_UIoU/Dark_Zurich_val_anon.zip]。




Nighttime Driving

由于我们只支持在此数据集上的模型测试，因此您只需要下载并解压验证数据集 [http://data.vision.ee.ethz.ch/daid/NighttimeDriving/NighttimeDrivingTest.zip]。




LoveDA

数据可以从此处 [https://drive.google.com/drive/folders/1ibYV0qwn4yuuh068Rnc-w4tPi0U0c-ti?usp=sharing]下载 LaveDA 数据集。

或者可以从 zenodo [https://zenodo.org/record/5706578#.YZvN7SYRXdF] 下载。下载后，无需解压，直接运行以下命令：

# 下载 Train.zip
wget https://zenodo.org/record/5706578/files/Train.zip
# 下载 Val.zip
wget https://zenodo.org/record/5706578/files/Val.zip
# 下载 Test.zip
wget https://zenodo.org/record/5706578/files/Test.zip





请对于 LoveDA 数据集，请运行以下命令调整数据集目录。

python tools/dataset_converters/loveda.py /path/to/loveDA





可将模型对 LoveDA 的测试集的预测结果上传至到数据集测试服务器 [https://codalab.lisn.upsaclay.fr/competitions/421]，查看评测结果。

有关 LoveDA 的更多详细信息，可查看此处 [https://github.com/Junjue-Wang/LoveDA].




ISPRS Potsdam

Potsdam [https://www.isprs.org/education/benchmarks/UrbanSemLab/2d-sem-label-potsdam.aspx] 城市语义分割数据集用于 2D 语义分割竞赛 —— Potsdam。

数据集可以在竞赛主页 [https://www.isprs.org/education/benchmarks/UrbanSemLab/default.aspx]上请求获得。
这里也提供了BaiduNetdisk [https://pan.baidu.com/s/1K-cLVZnd1X7d8c26FQ-nGg?pwd=mseg]，提取码：mseg、 Google Drive [https://drive.google.com/drive/folders/1w3EJuyUGet6_qmLwGAWZ9vw5ogeG0zLz?usp=sharing]以及OpenDataLab [https://opendatalab.com/ISPRS_Potsdam/download]。
实验中需要下载 ‘2_Ortho_RGB.zip’ 和 ‘5_Labels_all_noBoundary.zip’。

对于 Potsdam 数据集，请运行以下命令调整数据集目录。

python tools/dataset_converters/potsdam.py /path/to/potsdam





在我们的默认设置中，将生成 3456 张图像用于训练和 2016 张图像用于验证。




ISPRS Vaihingen

Vaihingen [https://www.isprs.org/education/benchmarks/UrbanSemLab/2d-sem-label-vaihingen.aspx] 城市语义分割数据集用于 2D 语义分割竞赛 —— Vaihingen。

数据集可以在竞赛主页 [https://www.isprs.org/education/benchmarks/UrbanSemLab/default.aspx]上请求获得。
这里也提供了BaiduNetdisk [https://pan.baidu.com/s/109D3WLrLafsuYtLeerLiiA?pwd=mseg]，提取码：mseg 、 Google Drive [https://drive.google.com/drive/folders/1w3NhvLVA2myVZqOn2pbiDXngNC7NTP_t?usp=sharing]。
实验中需要下载 ‘ISPRS_semantic_labeling_Vaihingen.zip’ 和 ‘ISPRS_semantic_labeling_Vaihingen_ground_truth_eroded_COMPLETE.zip’。

对于 Vaihingen 数据集，请运行以下命令调整数据集目录。

python tools/dataset_converters/vaihingen.py /path/to/vaihingen





在我们的默认设置（clip_size=512, stride_size=256）中，将生成 344 张图像用于训练和 398 张图像用于验证。




iSAID

iSAID 数据集可从 DOTA-v1.0 [https://captain-whu.github.io/DOTA/dataset.html] 下载训练/验证/测试数据集的图像数据，

并从 iSAID [https://captain-whu.github.io/iSAID/dataset.html]下载训练/验证数据集的标注数据。

该数据集是航空图像实例分割和语义分割任务的大规模数据集。

下载 iSAID 数据集后，您可能需要按照以下结构进行数据集准备。

├── data
│   ├── iSAID
│   │   ├── train
│   │   │   ├── images
│   │   │   │   ├── part1.zip
│   │   │   │   ├── part2.zip
│   │   │   │   ├── part3.zip
│   │   │   ├── Semantic_masks
│   │   │   │   ├── images.zip
│   │   ├── val
│   │   │   ├── images
│   │   │   │   ├── part1.zip
│   │   │   ├── Semantic_masks
│   │   │   │   ├── images.zip
│   │   ├── test
│   │   │   ├── images
│   │   │   │   ├── part1.zip
│   │   │   │   ├── part2.zip





python tools/dataset_converters/isaid.py /path/to/iSAID





在我们的默认设置（patch_width=896, patch_height=896, overlap_area=384）中，将生成 33978 张图像用于训练和 11644 张图像用于验证。




LIP(Look Into Person) dataset

该数据集可以从此页面 [https://lip.sysuhcp.com/overview.php]下载。

请运行以下命令来解压数据集。

unzip LIP.zip
cd LIP
unzip TrainVal_images.zip
unzip TrainVal_parsing_annotations.zip
cd TrainVal_parsing_annotations
unzip TrainVal_parsing_annotations.zip
mv train_segmentations ../
mv val_segmentations ../
cd ..





LIP 数据集的内容包括：

├── data
│   ├── LIP
│   │   ├── train_images
│   │   │   ├── 1000_1234574.jpg
│   │   │   ├── ...
│   │   ├── train_segmentations
│   │   │   ├── 1000_1234574.png
│   │   │   ├── ...
│   │   ├── val_images
│   │   │   ├── 100034_483681.jpg
│   │   │   ├── ...
│   │   ├── val_segmentations
│   │   │   ├── 100034_483681.png
│   │   │   ├── ...








Synapse dataset

此数据集可以从此页面 [https://www.synapse.org/#!Synapse:syn3193805/wiki/]下载。

遵循 TransUNet [https://arxiv.org/abs/2102.04306] 的数据准备设定，将原始训练集（30 次扫描）拆分为新的训练集（18 次扫描）和验证集（12 次扫描）。请运行以下命令来准备数据集。

unzip RawData.zip
cd ./RawData/Training





然后创建 train.txt 和 val.txt 以拆分数据集。

根据 TransUnet，以下是数据集的划分。

train.txt

img0005.nii.gz
img0006.nii.gz
img0007.nii.gz
img0009.nii.gz
img0010.nii.gz
img0021.nii.gz
img0023.nii.gz
img0024.nii.gz
img0026.nii.gz
img0027.nii.gz
img0028.nii.gz
img0030.nii.gz
img0031.nii.gz
img0033.nii.gz
img0034.nii.gz
img0037.nii.gz
img0039.nii.gz
img0040.nii.gz





val.txt

img0008.nii.gz
img0022.nii.gz
img0038.nii.gz
img0036.nii.gz
img0032.nii.gz
img0002.nii.gz
img0029.nii.gz
img0003.nii.gz
img0001.nii.gz
img0004.nii.gz
img0025.nii.gz
img0035.nii.gz





synapse 数据集的内容包括：

├── Training
│   ├── img
│   │   ├── img0001.nii.gz
│   │   ├── img0002.nii.gz
│   │   ├── ...
│   ├── label
│   │   ├── label0001.nii.gz
│   │   ├── label0002.nii.gz
│   │   ├── ...
│   ├── train.txt
│   ├── val.txt





然后，使用此命令转换 synapse 数据集。

python tools/dataset_converters/synapse.py --dataset-path /path/to/synapse





注意，MMSegmentation 的默认评估指标（例如 mean dice value）是在 2D 切片图像上计算的，这与 TransUNet [https://arxiv.org/abs/2102.04306] 等一些论文中的 3D 扫描结果是不同的。




REFUGE

在 REFUGE Challenge [https://refuge.grand-challenge.org] 官网上注册并下载 REFUGE 数据集 [https://refuge.grand-challenge.org/REFUGE2Download]。

然后，解压 REFUGE2.zip，原始数据集的内容包括：

├── REFUGE2
│   ├── REFUGE2
│   │   ├── Annotation-Training400.zip
│   │   ├── REFUGE-Test400.zip
│   │   ├── REFUGE-Test-GT.zip
│   │   ├── REFUGE-Training400.zip
│   │   ├── REFUGE-Validation400.zip
│   │   ├── REFUGE-Validation400-GT.zip
│   ├── __MACOSX





请运行以下命令转换 REFUGE 数据集：

python tools/convert_datasets/refuge.py --raw_data_root=/path/to/refuge/REFUGE2/REFUGE2





脚本会将目录结构转换如下：

│   ├── REFUGE
│   │   ├── images
│   │   │   ├── training
│   │   │   ├── validation
│   │   │   ├── test
│   │   ├── annotations
│   │   │   ├── training
│   │   │   ├── validation
│   │   │   ├── test





包含 400 张用于训练的图像、400 张用于验证的图像和 400 张用于测试的图像，这与 REFUGE 2018 数据集相同。




Mapillary Vistas Datasets


	Mapillary Vistas 官方网站 [https://www.mapillary.com/dataset/vistas] 可以下载 Mapillary Vistas 数据集，按照官网要求注册并登陆后，数据可以在这里 [https://www.mapillary.com/dataset/vistas]找到。


	Mapillary Vistas 数据集使用 8-bit with color-palette 来存储标签。不需要进行转换操作。


	假设您已将数据集 zip 文件放在 mmsegmentation/data/mapillary 中


	请运行以下命令来解压数据集。

cd data/mapillary
unzip An-ZjB1Zm61yAZG0ozTymz8I8NqI4x0MrYrh26dq7kPgfu8vf9ImrdaOAVOFYbJ2pNAgUnVGBmbue9lTgdBOb5BbKXIpFs0fpYWqACbrQDChAA2fdX0zS9PcHu7fY8c-FOvyBVxPNYNFQuM.zip







	解压后，您将获得类似于此结构的 Mapillary Vistas 数据集。语义分割 mask 标签在 labels 文件夹中。

mmsegmentation
├── mmseg
├── tools
├── configs
├── data
│   ├── mapillary
│   │   ├── training
│   │   │   ├── images
│   │   │   ├── v1.2
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   └── panoptic
│   │   │   ├── v2.0
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   ├── panoptic
|   │   │   │   └── polygons
│   │   ├── validation
│   │   │   ├── images
|   │   │   ├── v1.2
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   └── panoptic
│   │   │   ├── v2.0
|   │   │   │   ├── instances
|   │   │   │   ├── labels
|   │   │   │   ├── panoptic
|   │   │   │   └── polygons







	您可以在配置中使用 MapillaryDataset_v1 和 Mapillary Dataset_v2 设置数据集版本。
在此处 V1.2 [https://github.com/open-mmlab/mmsegmentation/blob/main/configs/_base_/datasets/mapillary_v1.py] 和 V2.0 [https://github.com/open-mmlab/mmsegmentation/blob/main/configs/_base_/datasets/mapillary_v2.py] 查看 Mapillary Vistas 数据集配置文件







LEVIR-CD

LEVIR-CD [https://justchenhao.github.io/LEVIR/] 大规模遥感建筑变化检测数据集。

数据集可以在主页 [https://justchenhao.github.io/LEVIR/]上请求获得。

数据集的补充版本可以在主页 [https://github.com/S2Looking/Dataset]上请求获得。

请下载数据集的补充版本，然后解压 LEVIR-CD+.zip，数据集的内容包括：

│   ├── LEVIR-CD+
│   │   ├── train
│   │   │   ├── A
│   │   │   ├── B
│   │   │   ├── label
│   │   ├── test
│   │   │   ├── A
│   │   │   ├── B
│   │   │   ├── label





对于 LEVIR-CD 数据集，请运行以下命令无重叠裁剪影像：

python tools/dataset_converters/levircd.py --dataset-path /path/to/LEVIR-CD+ --out_dir /path/to/LEVIR-CD





裁剪后的影像大小为256x256，与原论文保持一致。




BDD100K


	可以从官方网站 [https://bdd-data.berkeley.edu/] 下载 BDD100K数据集（语义分割任务主要是10K数据集），按照官网要求注册并登陆后，数据可以在这里 [https://bdd-data.berkeley.edu/portal.html#download]找到。


	图像数据对应的名称是是10K Images, 语义分割标注对应的名称是Segmentation


	下载后，可以使用以下代码进行解压

unzip ~/bdd100k_images_10k.zip -d ~/mmsegmentation/data/
unzip ~/bdd100k_sem_seg_labels_trainval.zip -d ~/mmsegmentation/data/









就可以得到以下文件结构了：

mmsegmentation
├── mmseg
├── tools
├── configs
├── data
│   ├── bdd100k
│   │   ├── images
│   │   │   └── 10k
|   │   │   │   ├── test
|   │   │   │   ├── train
|   │   │   │   └── val
│   │   └── labels
│   │   │   └── sem_seg
|   │   │   │   ├── colormaps
|   │   │   │   │   ├──train
|   │   │   │   │   └──val
|   │   │   │   ├── masks
|   │   │   │   │   ├──train
|   │   │   │   │   └──val
|   │   │   │   ├── polygons
|   │   │   │   │   ├──sem_seg_train.json
|   │   │   │   │   └──sem_seg_val.json
|   │   │   │   └── rles
|   │   │   │   │   ├──sem_seg_train.json
|   │   │   │   │   └──sem_seg_val.json








NYU


	您可以从 这个链接 [https://drive.google.com/file/d/1wC-io-14RCIL4XTUrQLk6lBqU2AexLVp/view?usp=share_link] 下载 NYU 数据集


	下载完成后，您可以使用 tools/dataset_converters/nyu.py 脚本来解压和组织数据到所需的格式

python tools/dataset_converters/nyu.py nyu.zip












HSI Drive 2.0


	您可以从以下位置下载 HSI Drive 2.0 数据集 here [https://ipaccess.ehu.eus/HSI-Drive/#download] 刚刚向 gded@ehu.eus 发送主题为“下载 HSI-Drive”的电子邮件后 您将收到解压缩文件的密码.


	下载后，按照以下说明解压：

7z x -p"password" ./HSI_Drive_v2_0_Phyton.zip

mv ./HSIDrive20 path_to_mmsegmentation/data
mv ./HSI_Drive_v2_0_release_notes_Python_version.md path_to_mmsegmentation/data
mv ./image_numbering.pdf path_to_mmsegmentation/data







	解压后得到:




mmsegmentation
├── mmseg
├── tools
├── configs
├── data
│   ├── HSIDrive20
│   │   ├── images
│   │   │   ├── training
│   │   │   ├── validation
│   │   │   ├── test
│   │   ├── annotations
│   │   │   ├── training
│   │   │   ├── validation
│   │   │   ├── test
│   │   ├── images_MF
│   │   │   ├── training
│   │   │   ├── validation
│   │   │   ├── test
│   │   ├── RGB
│   │   ├── training_filenames.txt
│   │   ├── validation_filenames.txt
│   │   ├── test_filenames.txt
│   ├── HSI_Drive_v2_0_release_notes_Python_version.md
│   ├── image_numbering.pdf











            

          

      

      

    

  

    
      
          
            
  
教程3：使用预训练模型推理

MMSegmentation 在 Model Zoo 中为语义分割提供了预训练的模型，并支持多个标准数据集，包括 Cityscapes、ADE20K 等。
本说明将展示如何使用现有模型对给定图像进行推理。
关于如何在标准数据集上测试现有模型，请参阅本指南

MMSegmentation 为用户提供了数个接口，以便轻松使用预训练的模型进行推理。


	教程3：使用预训练模型推理


	推理器


	基本使用


	初始化


	可视化预测结果


	模型列表






	推理 API


	mmseg.apis.init_model


	mmseg.apis.inference_model


	mmseg.apis.show_result_pyplot













推理器

在 MMSegmentation 中，我们提供了最方便的方式 MMSegInferencer 来使用模型。您只需 3 行代码就可以获得图像的分割掩膜。


基本使用

以下示例展示了如何使用 MMSegInferencer 对单个图像执行推理。

>>> from mmseg.apis import MMSegInferencer
>>> # 将模型加载到内存中
>>> inferencer = MMSegInferencer(model='deeplabv3plus_r18-d8_4xb2-80k_cityscapes-512x1024')
>>> # 推理
>>> inferencer('demo/demo.png', show=True)





可视化结果应如下所示：


    


此外，您可以使用 MMSegInferencer 来处理一个包含多张图片的 list：

# 输入一个图片 list
>>> images = [image1, image2, ...] # image1 可以是文件路径或 np.ndarray
>>> inferencer(images, show=True, wait_time=0.5) # wait_time 是延迟时间，0 表示无限

# 或输入图像目录
>>> images = $IMAGESDIR
>>> inferencer(images, show=True, wait_time=0.5)

# 保存可视化渲染彩色分割图和预测结果
# out_dir 是保存输出结果的目录，img_out_dir 和 pred_out_dir 为 out_dir 的子目录
# 以保存可视化渲染彩色分割图和预测结果
>>> inferencer(images, out_dir='outputs', img_out_dir='vis', pred_out_dir='pred')





推理器有一个可选参数 return_datasamples，其默认值为 False，推理器的返回值默认为 dict 类型，包括 ‘visualization’ 和 ‘predictions’ 两个 key。
如果 return_datasamples=True 推理器将返回 SegDataSample 或其列表。

result = inferencer('demo/demo.png')
# 结果是一个包含 'visualization' 和 'predictions' 两个 key 的 `dict`
# 'visualization' 包含彩色分割图
print(result['visualization'].shape)
# (512, 683, 3)

# 'predictions' 包含带有标签索引的分割掩膜
print(result['predictions'].shape)
# (512, 683)

result = inferencer('demo/demo.png', return_datasamples=True)
print(type(result))
# <class 'mmseg.structures.seg_data_sample.SegDataSample'>

# 输入一个图片 list
results = inferencer(images)
# 输出为列表
print(type(results['visualization']), results['visualization'][0].shape)
# <class 'list'> (512, 683, 3)
print(type(results['predictions']), results['predictions'][0].shape)
# <class 'list'> (512, 683)

results = inferencer(images, return_datasamples=True)
# <class 'list'>
print(type(results[0]))
# <class 'mmseg.structures.seg_data_sample.SegDataSample'>








初始化

MMSegInferencer 必须使用 model 初始化，该 model 可以是模型名称或一个 Config，甚至可以是配置文件的路径。
模型名称可以在模型的元文件（configs/xxx/metafile.yaml）中找到，比如 maskformer 的一个模型名称是 maskformer_r50-d32_8xb2-160k_ade20k-512x512，如果输入模型名称，模型的权重将自动下载。以下是其他输入参数：


	weights（str，可选）- 权重的路径。如果未指定，并且模型是元文件中的模型名称，则权重将从元文件加载。默认为 None。


	classes（list，可选）- 输入类别用于结果渲染，由于分割模型的预测结构是标签索引的分割图，classes 是一个相应的标签索引的类别列表。若 classes 没有定义，可视化工具将默认使用 cityscapes 的类别。默认为 None。


	palette（list，可选）- 输入调色盘用于结果渲染，它是对应分类的配色列表。若 palette 没有定义，可视化工具将默认使用 cityscapes 的调色盘。默认为 None。


	dataset_name（str，可选）- 数据集名称或别名 [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/utils/class_names.py#L302-L317]，可视化工具将使用数据集的元信息，如类别和配色，但 classes 和 palette 具有更高的优先级。默认为 None。


	device（str，可选）- 运行推理的设备。如果无，则会自动使用可用的设备。默认为 None。


	scope（str，可选）- 模型的作用域。默认为 ‘mmseg’。







可视化预测结果

MMSegInferencer 有4个用于可视化预测的参数，您可以在初始化推理器时使用它们：


	show（bool）- 是否弹出窗口显示图像。默认为 False。


	wait_time（float）- 显示的间隔。默认值为 0。


	img_out_dir（str）- out_dir 的子目录，用于保存渲染有色分割掩膜，因此如果要保存预测掩膜，则必须定义 out_dir。默认为 vis。


	opacity（int，float）- 分割掩膜的透明度。默认值为 0.8。




这些参数的示例请参考基本使用




模型列表

在 MMSegmentation 中有一个非常容易列出所有模型名称的方法

>>> from mmseg.apis import MMSegInferencer
# models 是一个模型名称列表，它们将自动打印
>>> models = MMSegInferencer.list_models('mmseg')










推理 API


mmseg.apis.init_model

从配置文件初始化一个分割器。

参数：


	config（str，Path 或 mmengine.Config）- 配置文件路径或配置对象。


	checkpoint（str，可选）- 权重路径。如果为 None，则模型将不会加载任何权重。


	device（str，可选）- CPU/CUDA 设备选项。默认为 ‘cuda:0’。


	cfg_options（dict，可选）- 用于覆盖所用配置中的某些设置的选项。




返回值：


	nn.Module：构建好的分割器。




示例：

from mmseg.apis import init_model

config_path = 'configs/pspnet/pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py'
checkpoint_path = 'checkpoints/pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth'

# 初始化不带权重的模型
model = init_model(config_path)

# 初始化模型并加载权重
model = init_model(config_path, checkpoint_path)

# 在 CPU 上的初始化模型并加载权重
model = init_model(config_path, checkpoint_path, 'cpu')








mmseg.apis.inference_model

使用分割器推理图像。

参数：


	model（nn.Module）- 加载的分割器


	imgs（str，np.ndarray 或 list[str/np.ndarray]）- 图像文件或加载的图像




返回值：


	SegDataSample 或 list[SegDataSample]：如果 imgs 是列表或元组，则返回相同长度的列表类型结果，否则直接返回分割结果。




注意： SegDataSample [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/structures/seg_data_sample.py] 是 MMSegmentation 的数据结构接口，用作不同组件之间的接口。SegDataSample 实现抽象数据元素 mmengine.structures.BaseDataElement，请参阅 MMEngine [https://github.com/open-mmlab/mmengine] 中的数据元素文档 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/data_element.html]了解更多信息。

SegDataSample 中的参数分为几个部分：


	gt_sem_seg（PixelData）- 语义分割的标注。


	pred_sem_seg（PixelData）- 语义分割的预测。


	seg_logits（PixelData）- 模型最后一层的输出结果。




注意： PixelData [https://github.com/open-mmlab/mmengine/blob/main/mmengine/structures/pixel_data.py] 是像素级标注或预测的数据结构，请参阅 MMEngine [https://github.com/open-mmlab/mmengine] 中的 PixelData 文档 [https://mmengine.readthedocs.io/en/latest/advanced_tutorials/data_element.html]了解更多信息。

示例：

from mmseg.apis import init_model, inference_model

config_path = 'configs/pspnet/pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py'
checkpoint_path = 'checkpoints/pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth'
img_path = 'demo/demo.png'


model = init_model(config_path, checkpoint_path)
result = inference_model(model, img_path)








mmseg.apis.show_result_pyplot

在图像上可视化分割结果。

参数：


	model（nn.Module）- 加载的分割器。


	img（str 或 np.ndarray）- 图像文件名或加载的图像。


	result（SegDataSample）- SegDataSample 预测结果。


	opacity（float）- 绘制分割图的不透明度。默认值为 0.5，必须在 (0，1] 范围内。


	title（str）- pyplot 图的标题。默认值为 ‘’。


	draw_gt（bool）- 是否绘制 GT SegDataSample。默认为 True。


	draw_pred（draws_pred）- 是否绘制预测 SegDataSample。默认为 True。


	wait_time（float）- 显示的间隔，0 是表示“无限”的特殊值。默认为 0。


	show（bool）- 是否展示绘制的图像。默认为 True。


	save_dir（str，可选）- 为所有存储后端保存的文件路径。如果为 None，则后端存储将不会保存任何数据。


	out_file（str，可选）- 输出文件的路径。默认为 None。




返回值：


	np.ndarray：通道为 RGB 的绘制图像。




示例：

from mmseg.apis import init_model, inference_model, show_result_pyplot

config_path = 'configs/pspnet/pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py'
checkpoint_path = 'checkpoints/pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth'
img_path = 'demo/demo.png'


# 从配置文件和权重文件构建模型
model = init_model(config_path, checkpoint_path, device='cuda:0')

# 推理给定图像
result = inference_model(model, img_path)

# 展示分割结果
vis_image = show_result_pyplot(model, img_path, result)

# 保存可视化结果，输出图像将在 `workdirs/result.png` 路径下找到
vis_iamge = show_result_pyplot(model, img_path, result, out_file='work_dirs/result.png')

# 修改展示图像的时间，注意 0 是表示“无限”的特殊值
vis_image = show_result_pyplot(model, img_path, result, wait_time=5)





注意： 如果当前设备没有图形用户界面，建议将 show 设置为 False，并指定 out_file 或 save_dir 来保存结果。如果您想在窗口上显示结果，则不需要特殊设置。









            

          

      

      

    

  

    
      
          
            
  
教程4：使用现有模型进行训练和测试

MMSegmentation 支持在多种设备上训练和测试模型。如下文，具体方式分别为单GPU、分布式以及计算集群的训练和测试。通过本教程，您将知晓如何用 MMSegmentation 提供的脚本进行训练和测试。


在单GPU上训练和测试


在单GPU上训练

tools/train.py 文件提供了在单GPU上部署训练任务的方法。

基础用法如下:

python tools/train.py  ${配置文件} [可选参数]






	--work-dir ${工作路径}: 重新指定工作路径


	--amp: 使用自动混合精度计算


	--resume: 从工作路径中保存的最新检查点文件（checkpoint）恢复训练


	--cfg-options ${需更覆盖的配置}: 覆盖已载入的配置中的部分设置，并且 以 xxx=yyy 格式的键值对 将被合并到配置文件中。
比如： ‘–cfg-option model.encoder.in_channels=6’， 更多细节请看指导。




下面是对于多GPU测试的可选参数:


	--launcher: 执行器的启动方式。允许选择的参数值有 none, pytorch, slurm, mpi。特别的，如果设置为none，测试将非分布式模式下进行。


	--local_rank: 分布式中进程的序号。如果没有指定，默认设置为0。




注意： 命令行参数 --resume 和在配置文件中的参数 load_from 的不同之处：

--resume 只决定是否继续使用工作路径中最新的检查点，它常常用于恢复被意外打断的训练。

load_from 会明确指定被载入的检查点文件，且训练迭代器将从0开始，通常用于微调模型。

如果您希望从指定的检查点上恢复训练您可以使用：

python tools/train.py ${配置文件} --resume --cfg-options load_from=${检查点}





在 CPU 上训练: 如果机器没有 GPU，则在 CPU 上训练的过程是与单GPU训练一致的。如果机器有 GPU 但是不希望使用它们，我们只需要在训练前通过以下方式关闭 GPU 训练功能。

export CUDA_VISIBLE_DEVICES=-1





然后运行上方脚本。




在单GPU上测试

tools/test.py 文件提供了在单 GPU 上启动测试任务的方法。

基础用法如下:

python tools/test.py ${配置文件} ${模型权重文件} [可选参数]





这个工具有几个可选参数，包括：


	--work-dir: 如果指定了路径，结果会保存在该路径下。如果没有指定则会保存在 work_dirs/{配置文件名} 路径下.


	--show: 当 --show-dir 没有指定时，可以使用该参数，在程序运行过程中显示预测结果。


	--show-dir: 绘制了分割掩膜图片的存储文件夹。如果指定了该参数，则可视化的分割掩膜将被保存到 work_dir/timestamp/{指定路径}.


	--wait-time: 多次可视化结果的时间间隔。当 --show 为激活状态时发挥作用。默认为2。


	--cfg-options:  如果被具体指定，以 xxx=yyy 形式的键值对将被合并入配置文件中。




在CPU上测试: 如果机器没有GPU，则在CPU上训练的过程是与单GPU训练一致的。如果机器有GPU，但是不希望使用它们，我们只需要在训练前通过以下方式关闭GPUs训练功能。

export CUDA_VISIBLE_DEVICES=-1





然后运行上方脚本。






多GPU、多机器上训练和测试


在多GPU上训练

OpenMMLab2.0 通过 MMDistributedDataParallel实现 分布式 训练。

tools/dist_train.sh 文件提供了在在多GPU上部署训练任务的方法。

基础用法如下:

sh tools/dist_train.sh ${配置文件} ${GPU数量} [可选参数]





可选参数与上方相同并且还增加了可以指定gpu数量的参数。

示例:

# 模型训练的检查点和日志保存在这个路径下： WORK_DIR=work_dirs/pspnet_r50-d8_4xb4-80k_ade20k-512x512/
# 如果工作路径没有被设定，它将会被自动生成。
sh tools/dist_train.sh configs/pspnet/pspnet_r50-d8_4xb4-80k_ade20k-512x512.py 8 --work-dir work_dirs/pspnet_r50-d8_4xb4-80k_ade20k-512x512





注意: 在训练过程中，检查点和日志保存在work_dirs/下的配置文件的相同文件夹结构下。
不推荐自定义的工作路径，因为评估脚本依赖于源自配置文件名的路径。如果您希望将权重保存在其他地方，请用符号链接，例如：

ln -s ${您的工作路径} ${MMSEG 路径}/work_dirs








在多GPU上测试

tools/dist_test.sh 文件提供了在多GPU上启动测试任务的方法。

基础用法如下:

sh tools/dist_test.sh ${配置文件} ${检查点文件} ${GPU数量} [可选参数]





可选参数与上方相同并且增加了可以指定 gpu 数量的参数。

示例:

./tools/dist_test.sh configs/pspnet/pspnet_r50-d8_4xb2-40k_cityscapes-512x1024.py \
    checkpoints/pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth 4








在单台机器上启动多个任务

如果您在单个机器上运行多个任务，比如：在8卡GPU的单个机器上执行2个各需4卡GPU的训练任务，您需要为每个任务具体指定不同端口（默认29500），从而避免通讯冲突。否则，会有报错信息——RuntimeError: Address already in use（运行错误：地址被使用）。

如果您使用 dist_train.sh 来启动训练任务，您可以通过环境变量 PORT 设置端口。

CUDA_VISIBLE_DEVICES=0,1,2,3 PORT=29500 sh tools/dist_train.sh ${配置文件} 4
CUDA_VISIBLE_DEVICES=4,5,6,7 PORT=29501 sh tools/dist_train.sh ${配置文件} 4








在多台机器上训练

MMSegmentation 的分布式训练依赖 torch.distributed。
因此， 可以通过 PyTorch 的 运行工具 launch utility [https://pytorch.org/docs/stable/distributed.html#launch-utility] 来进行分布式训练。

如果您启动的多台机器简单地通过以太网连接，您可以直接运行下方命令：

在第一个机器上:

NNODES=2 NODE_RANK=0 PORT=${主节点端口} MASTER_ADDR=${主节点地址} sh tools/dist_train.sh ${配置文件} ${GPUS}





在第二个机器上:

NNODES=2 NODE_RANK=1 PORT=${主节点端口} MASTER_ADDR=${主节点地址} sh tools/dist_train.sh ${配置文件} ${GPUS}





通常，如果您没有使用像无限带宽一类的高速网络，这个会过程比较慢。






通过 Slurm 管理任务

Slurm [https://slurm.schedmd.com/] 是一个很好的计算集群作业调度系统。


通过 Slurm 在集群上训练

在一个由Slurm管理的集群上，您可以使用slurm_train.sh来启动训练任务。它同时支持单节点和多节点的训练。

基础用法如下：

[GPUS=${GPUS}] sh tools/slurm_train.sh ${分区} ${任务名} ${配置文件} [可选参数]





下方是一个通过名为 dev 的 Slurm 分区，调用4个 GPU 来训练 PSPNet，并设置工作路径为共享文件系统。

GPUS=4 sh tools/slurm_train.sh dev pspnet configs/pspnet/pspnet_r50-d8_512x1024_40k_cityscapes.py --work-dir work_dir/pspnet





您可以检查 源码 来查看全部的参数和环境变量。




通过 Slurm 在集群上测试

与训练任务相同， MMSegmentation 提供 slurm_test.sh 文件来启动测试任务。

基础用法如下：

[GPUS=${GPUS}] sh tools/slurm_test.sh ${分区} ${任务名} ${配置文件} ${检查点文件} [可选参数]





您可以通过 源码 来查看全部的参数和环境变量。

注意： 使用 Slurm 时，需要设置端口，可从以下方式中选取一种。


	我们更推荐的通过--cfg-options设置端口，因为这不会改变原始配置：

GPUS=4 GPUS_PER_NODE=4 sh tools/slurm_train.sh ${分区} ${任务名} config1.py ${工作路径} --cfg-options env_cfg.dist_cfg.port=29500
GPUS=4 GPUS_PER_NODE=4 sh tools/slurm_train.sh ${任务名} ${工作路径} config2.py ${工作路径} --cfg-options env_cfg.dist_cfg.port=29501







	通过修改配置文件设置不同的通讯端口：

在 config1.py中:

enf_cfg = dict(dist_cfg=dict(backend='nccl', port=29500))





在 config2.py中：

enf_cfg = dict(dist_cfg=dict(backend='nccl', port=29501))





然后您可以通过 config1.py 和 config2.py 同时启动两个任务：

CUDA_VISIBLE_DEVICES=0,1,2,3 GPUS=4 sh tools/slurm_train.sh ${分区} ${任务名} config1.py ${工作路径}
CUDA_VISIBLE_DEVICES=4,5,6,7 GPUS=4 sh tools/slurm_train.sh ${分区} ${任务名} config2.py ${工作路径}







	在命令行中通过环境变量 MASTER_PORT 设置端口 ：




CUDA_VISIBLE_DEVICES=0,1,2,3 GPUS=4 MASTER_PORT=29500 sh tools/slurm_train.sh ${分区} ${任务名} config1.py ${工作路径}
CUDA_VISIBLE_DEVICES=4,5,6,7 GPUS=4 MASTER_PORT=29501 sh tools/slurm_train.sh ${分区} ${任务名} config2.py ${工作路径}










测试并保存分割结果


基础使用

当需要保存测试输出的分割结果，用 --out 指定分割结果输出路径

python tools/test.py ${CONFIG_FILE} ${CHECKPOINT_FILE} --out ${OUTPUT_DIR}





以保存模型 fcn_r50-d8_4xb4-80k_ade20k-512x512 在 ADE20K 验证数据集上的结果为例：

python tools/test.py configs/fcn/fcn_r50-d8_4xb4-80k_ade20k-512x512.py ckpt/fcn_r50-d8_512x512_80k_ade20k_20200614_144016-f8ac5082.pth --out work_dirs/format_results





或者通过配置文件定义 output_dir。例如在 configs/fcn/fcn_r50-d8_4xb4-80k_ade20k-512x512.py 添加 test_evaluator 定义：

test_evaluator = dict(type='IoUMetric', iou_metrics=['mIoU'], output_dir='work_dirs/format_results')





然后执行相同功能的命令不需要再使用 --out：

python tools/test.py configs/fcn/fcn_r50-d8_4xb4-80k_ade20k-512x512.py ckpt/fcn_r50-d8_512x512_80k_ade20k_20200614_144016-f8ac5082.pth





当测试的数据集没有提供标注，评测时没有真值可以参与计算，因此需要设置 format_only=True，
同时需要修改 test_dataloader，由于没有标注，我们需要在数据增强变换中删掉 dict(type='LoadAnnotations')，以下是一个配置示例：

test_evaluator = dict(
    type='IoUMetric',
    iou_metrics=['mIoU'],
    format_only=True,
    output_dir='work_dirs/format_results')
test_dataloader = dict(
    batch_size=1,
    num_workers=4,
    persistent_workers=True,
    sampler=dict(type='DefaultSampler', shuffle=False),
    dataset=dict(
        type = 'ADE20KDataset'
        data_root='data/ade/release_test',
        data_prefix=dict(img_path='testing'),
        # 测试数据变换中没有加载标注
        pipeline=[
            dict(type='LoadImageFromFile'),
            dict(type='Resize', scale=(2048, 512), keep_ratio=True),
            dict(type='PackSegInputs')
        ]))





然后执行测试命令：

python tools/test.py configs/fcn/fcn_r50-d8_4xb4-80k_ade20k-512x512.py ckpt/fcn_r50-d8_512x512_80k_ade20k_20200614_144016-f8ac5082.pth








测试 Cityscapes 数据集并保存输出分割结果

推荐使用 CityscapesMetric 来保存模型在 Cityscapes 数据集上的测试结果，以下是一个配置示例：

test_evaluator = dict(
    type='CityscapesMetric',
    format_only=True,
    keep_results=True,
    output_dir='work_dirs/format_results')
test_dataloader = dict(
    batch_size=1,
    num_workers=4,
    persistent_workers=True,
    sampler=dict(type='DefaultSampler', shuffle=False),
    dataset=dict(
        type='CityscapesDataset',
        data_root='data/cityscapes/',
        data_prefix=dict(img_path='leftImg8bit/test'),
        pipeline=[
            dict(type='LoadImageFromFile'),
            dict(type='Resize', scale=(2048, 1024), keep_ratio=True),
            dict(type='PackSegInputs')
        ]))





然后执行相同的命令，例如：

python tools/test.py configs/fcn/fcn_r18-d8_4xb2-80k_cityscapes-512x1024.py ckpt/fcn_r18-d8_512x1024_80k_cityscapes_20201225_021327-6c50f8b4.pth













            

          

      

      

    

  

    
      
          
            
  
可视化

MMSegmentation 1.x 提供了简便的方式监控训练时的状态以及可视化在模型预测时的数据。


训练状态监控

MMSegmentation 1.x 使用 TensorBoard 来监控训练时候的状态。


TensorBoard 的配置

安装 TensorBoard 的过程可以按照 官方安装指南 [https://www.tensorflow.org/install] ，具体的步骤如下：

pip install tensorboardX
pip install future tensorboard





在配置文件 default_runtime.py 的 vis_backend 中添加 TensorboardVisBackend。

vis_backends = [dict(type='LocalVisBackend'),
                dict(type='TensorboardVisBackend')]
visualizer = dict(
    type='SegLocalVisualizer', vis_backends=vis_backends, name='visualizer')








检查 TensorBoard 中的标量

启动训练实验的命令如下

python tools/train.py configs/pspnet/pspnet_r50-d8_4xb4-80k_ade20k-512x512.py --work-dir work_dir/test_visual





开始训练后找到 work_dir 中的 vis_data 路径，例如：本次特定测试的 vis_data 路径如下所示：

work_dirs/test_visual/20220810_115248/vis_data





vis_data 路径中的标量文件包括了学习率、损失函数和 data_time 等，还记录了指标结果，您可以参考 MMEngine 中的 记录日志教程 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/logging.html] 中的日志教程来帮助记录自己定义的数据。 Tensorboard 的可视化结果使用下面的命令执行：

tensorboard --logdir work_dirs/test_visual/20220810_115248/vis_data










数据和结果的可视化


模型测试或验证期间的可视化数据样本

MMSegmentation 提供了 SegVisualizationHook ，它是一个可以用于可视化 ground truth 和在模型测试和验证期间的预测分割结果的钩子 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/hook.html] 。 它的配置在 default_hooks 中，更多详细信息请参见 执行器教程 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/runner.html]。

例如，在 _base_/schedules/schedule_20k.py 中，修改 SegVisualizationHook 配置，将 draw 设置为 True 以启用网络推理结果的存储，interval 表示预测结果的采样间隔， 设置为 1 时，将保存网络的每个推理结果。 interval 默认设置为 50：

default_hooks = dict(
    timer=dict(type='IterTimerHook'),
    logger=dict(type='LoggerHook', interval=50, log_metric_by_epoch=False),
    param_scheduler=dict(type='ParamSchedulerHook'),
    checkpoint=dict(type='CheckpointHook', by_epoch=False, interval=2000),
    sampler_seed=dict(type='DistSamplerSeedHook'),
    visualization=dict(type='SegVisualizationHook', draw=True, interval=1))






启动训练实验后，可视化结果将在 validation loop 存储到本地文件夹中，或者在一个数据集上启动评估模型时，预测结果将存储在本地。本地的可视化的存储结果保存在 $WORK_DIRS/vis_data 下的 vis_image 中，例如：

work_dirs/test_visual/20220810_115248/vis_data/vis_image





另外，如果在 vis_backends 中添加 TensorboardVisBackend ，如 TensorBoard 的配置，我们还可以运行下面的命令在 TensorBoard 中查看它们：

tensorboard --logdir work_dirs/test_visual/20220810_115248/vis_data








可视化单个数据样本

如果你想可视化单个样本数据，我们建议使用 SegLocalVisualizer 。

SegLocalVisualizer是继承自 MMEngine 中Visualizer 类的子类，适用于 MMSegmentation 可视化，有关Visualizer的详细信息请参考在 MMEngine 中的可视化教程 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/visualization.html] 。

以下是一个关于 SegLocalVisualizer 的示例，首先你可以使用下面的命令下载这个案例中的数据：


  
    
    
    常用工具（待更新）
    

    

    

    
 
  

    
      
          
            
  
常用工具（待更新）

除了训练和测试的脚本，我们在 tools/ 文件夹路径下还提供许多有用的工具。


计算参数量（params）和计算量（ FLOPs） (试验性)

我们基于 flops-counter.pytorch [https://github.com/sovrasov/flops-counter.pytorch]
提供了一个用于计算给定模型参数量和计算量的脚本。

python tools/get_flops.py ${CONFIG_FILE} [--shape ${INPUT_SHAPE}]





您将得到如下的结果：

==============================
Input shape: (3, 2048, 1024)
Flops: 1429.68 GMac
Params: 48.98 M
==============================





注意: 这个工具仍然是试验性的，我们无法保证数字是正确的。您可以拿这些结果做简单的实验的对照，在写技术文档报告或者论文前您需要再次确认一下。

(1) 计算量与输入的形状有关，而参数量与输入的形状无关，默认的输入形状是 (1, 3, 1280, 800)；
(2) 一些运算操作，如 GN 和其他定制的运算操作没有加入到计算量的计算中。




发布模型

在您上传一个模型到云服务器之前，您需要做以下几步：
(1) 将模型权重转成 CPU 张量；
(2) 删除记录优化器状态 (optimizer states)的相关信息；
(3) 计算检查点文件 (checkpoint file) 的哈希编码（hash id）并且将哈希编码加到文件名中。

python tools/publish_model.py ${INPUT_FILENAME} ${OUTPUT_FILENAME}





例如，

python tools/publish_model.py work_dirs/pspnet/latest.pth psp_r50_hszhao_200ep.pth





最终输出文件将是 psp_r50_512x1024_40ki_cityscapes-{hash id}.pth。




导出 ONNX (试验性)

我们提供了一个脚本来导出模型到 ONNX [https://github.com/onnx/onnx] 格式。被转换的模型可以通过工具 Netron [https://github.com/lutzroeder/netron]
来可视化。除此以外，我们同样支持对 PyTorch 和 ONNX 模型的输出结果做对比。

python tools/pytorch2onnx.py \
    ${CONFIG_FILE} \
    --checkpoint ${CHECKPOINT_FILE} \
    --output-file ${ONNX_FILE} \
    --input-img ${INPUT_IMG} \
    --shape ${INPUT_SHAPE} \
    --rescale-shape ${RESCALE_SHAPE} \
    --show \
    --verify \
    --dynamic-export \
    --cfg-options \
      model.test_cfg.mode="whole"





各个参数的描述:


	config : 模型配置文件的路径


	--checkpoint : 模型检查点文件的路径


	--output-file: 输出的 ONNX 模型的路径。如果没有专门指定，它默认是 tmp.onnx


	--input-img : 用来转换和可视化的一张输入图像的路径


	--shape: 模型的输入张量的高和宽。如果没有专门指定，它将被设置成 test_pipeline 的 img_scale


	--rescale-shape: 改变输出的形状。设置这个值来避免 OOM，它仅在 slide 模式下可以用


	--show: 是否打印输出模型的结构。如果没有被专门指定，它将被设置成 False


	--verify: 是否验证一个输出模型的正确性 (correctness)。如果没有被专门指定，它将被设置成 False


	--dynamic-export: 是否导出形状变化的输入与输出的 ONNX 模型。如果没有被专门指定，它将被设置成 False


	--cfg-options: 更新配置选项




注意: 这个工具仍然是试验性的，目前一些自定义操作还没有被支持




评估 ONNX 模型

我们提供 tools/deploy_test.py 去评估不同后端的 ONNX 模型。


先决条件


	安装 onnx 和 onnxruntime-gpu

pip install onnx onnxruntime-gpu







	参考 如何在 MMCV 里构建 tensorrt 插件 [https://mmcv.readthedocs.io/en/latest/tensorrt_plugin.html#how-to-build-tensorrt-plugins-in-mmcv] 安装TensorRT (可选)







使用方法

python tools/deploy_test.py \
    ${CONFIG_FILE} \
    ${MODEL_FILE} \
    ${BACKEND} \
    --out ${OUTPUT_FILE} \
    --eval ${EVALUATION_METRICS} \
    --show \
    --show-dir ${SHOW_DIRECTORY} \
    --cfg-options ${CFG_OPTIONS} \
    --eval-options ${EVALUATION_OPTIONS} \
    --opacity ${OPACITY} \





各个参数的描述:


	config: 模型配置文件的路径


	model: 被转换的模型文件的路径


	backend: 推理的后端，可选项：onnxruntime， tensorrt


	--out: 输出结果成 pickle 格式文件的路径


	--format-only : 不评估直接给输出结果的格式。通常用在当您想把结果输出成一些测试服务器需要的特定格式时。如果没有被专门指定，它将被设置成 False。 注意这个参数是用 --eval 来 手动添加


	--eval: 评估指标，取决于每个数据集的要求，例如 “mIoU” 是大多数据集的指标而 “cityscapes” 仅针对 Cityscapes 数据集。注意这个参数是用 --format-only 来 手动添加


	--show: 是否展示结果


	--show-dir: 涂上结果的图像被保存的文件夹的路径


	--cfg-options: 重写配置文件里的一些设置，xxx=yyy 格式的键值对将被覆盖到配置文件里


	--eval-options: 自定义的评估的选项， xxx=yyy 格式的键值对将成为  dataset.evaluate() 函数的参数变量


	--opacity: 涂上结果的分割图的透明度，范围在 (0, 1] 之间







结果和模型




	模型
	配置文件
	数据集
	评价指标
	PyTorch
	ONNXRuntime
	TensorRT-fp32
	TensorRT-fp16





	FCN
	fcn_r50-d8_512x1024_40k_cityscapes.py
	cityscapes
	mIoU
	72.2
	72.2
	72.2
	72.2



	PSPNet
	pspnet_r50-d8_512x1024_40k_cityscapes.py
	cityscapes
	mIoU
	77.8
	77.8
	77.8
	77.8



	deeplabv3
	deeplabv3_r50-d8_512x1024_40k_cityscapes.py
	cityscapes
	mIoU
	79.0
	79.0
	79.0
	79.0



	deeplabv3+
	deeplabv3plus_r50-d8_512x1024_40k_cityscapes.py
	cityscapes
	mIoU
	79.6
	79.5
	79.5
	79.5



	PSPNet
	pspnet_r50-d8_769x769_40k_cityscapes.py
	cityscapes
	mIoU
	78.2
	78.1
	
	



	deeplabv3
	deeplabv3_r50-d8_769x769_40k_cityscapes.py
	cityscapes
	mIoU
	78.5
	78.3
	
	



	deeplabv3+
	deeplabv3plus_r50-d8_769x769_40k_cityscapes.py
	cityscapes
	mIoU
	78.9
	78.7
	
	





注意: TensorRT 仅在使用 whole mode 测试模式时的配置文件里可用。






导出 TorchScript (试验性)

我们同样提供一个脚本去把模型导出成 TorchScript [https://pytorch.org/docs/stable/jit.html] 格式。您可以使用 pytorch C++ API LibTorch [https://pytorch.org/docs/stable/cpp_index.html] 去推理训练好的模型。
被转换的模型能被像 Netron [https://github.com/lutzroeder/netron] 的工具来可视化。此外，我们还支持 PyTorch 和 TorchScript 模型的输出结果的比较。

python tools/pytorch2torchscript.py \
    ${CONFIG_FILE} \
    --checkpoint ${CHECKPOINT_FILE} \
    --output-file ${ONNX_FILE}
    --shape ${INPUT_SHAPE}
    --verify \
    --show





各个参数的描述:


	config : pytorch 模型的配置文件的路径


	--checkpoint : pytorch 模型的检查点文件的路径


	--output-file: TorchScript 模型输出的路径，如果没有被专门指定，它将被设置成 tmp.pt


	--input-img : 用来转换和可视化的输入图像的路径


	--shape: 模型的输入张量的宽和高。如果没有被专门指定，它将被设置成 512 512


	--show: 是否打印输出模型的追踪图 (traced graph)，如果没有被专门指定，它将被设置成 False


	--verify: 是否验证一个输出模型的正确性 (correctness)，如果没有被专门指定，它将被设置成 False




注意: 目前仅支持 PyTorch>=1.8.0 版本

注意: 这个工具仍然是试验性的，一些自定义操作符目前还不被支持

例子:


	导出 PSPNet 在 cityscapes 数据集上的 pytorch 模型

python tools/pytorch2torchscript.py configs/pspnet/pspnet_r50-d8_512x1024_40k_cityscapes.py \
--checkpoint checkpoints/pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pth \
--output-file checkpoints/pspnet_r50-d8_512x1024_40k_cityscapes_20200605_003338-2966598c.pt \
--shape 512 1024












导出 TensorRT (试验性)

一个导出 ONNX [https://github.com/onnx/onnx] 模型成 TensorRT [https://developer.nvidia.com/tensorrt] 格式的脚本

先决条件


	按照 ONNXRuntime in mmcv [https://mmcv.readthedocs.io/en/latest/deployment/onnxruntime_op.html] 和 TensorRT plugin in mmcv [https://github.com/open-mmlab/mmcv/blob/master/docs/en/deployment/tensorrt_plugin.md] ，用 ONNXRuntime 自定义运算 (custom ops) 和 TensorRT 插件安装 mmcv-full


	使用 pytorch2onnx 将模型从 PyTorch 转成 ONNX




使用方法

python ${MMSEG_PATH}/tools/onnx2tensorrt.py \
    ${CFG_PATH} \
    ${ONNX_PATH} \
    --trt-file ${OUTPUT_TRT_PATH} \
    --min-shape ${MIN_SHAPE} \
    --max-shape ${MAX_SHAPE} \
    --input-img ${INPUT_IMG} \
    --show \
    --verify





各个参数的描述:


	config : 模型的配置文件


	model : 输入的 ONNX 模型的路径


	--trt-file : 输出的 TensorRT 引擎的路径


	--max-shape : 模型的输入的最大形状


	--min-shape : 模型的输入的最小形状


	--fp16 : 做 fp16 模型转换


	--workspace-size : 在 GiB 里的最大工作空间大小 (Max workspace size)


	--input-img : 用来可视化的图像


	--show : 做结果的可视化


	--dataset : Palette provider, 默认为 CityscapesDataset


	--verify : 验证 ONNXRuntime 和 TensorRT 的输出


	--verbose : 当创建 TensorRT 引擎时，是否详细做信息日志。默认为 False




注意: 仅在全图测试模式 (whole mode) 下测试过






其他内容


打印完整的配置文件

tools/print_config.py 会逐字逐句的打印整个配置文件，展开所有的导入。

python tools/print_config.py \
  ${CONFIG} \
  --graph \
  --cfg-options ${OPTIONS [OPTIONS...]} \





各个参数的描述:


	config : pytorch 模型的配置文件的路径


	--graph : 是否打印模型的图 (models graph)


	--cfg-options: 自定义替换配置文件的选项







对训练日志 (training logs) 画图

tools/analyze_logs.py 会画出给定的训练日志文件的 loss/mIoU 曲线，首先需要 pip install seaborn 安装依赖包。

python tools/analyze_logs.py xxx.log.json [--keys ${KEYS}] [--legend ${LEGEND}] [--backend ${BACKEND}] [--style ${STYLE}] [--out ${OUT_FILE}]





示例:


	对 mIoU, mAcc, aAcc 指标画图

python tools/analyze_logs.py log.json --keys mIoU mAcc aAcc --legend mIoU mAcc aAcc







	对 loss 指标画图

python tools/analyze_logs.py log.json --keys loss --legend loss












转换其他仓库的权重

tools/model_converters/ 提供了若干个预训练权重转换脚本，支持将其他仓库的预训练权重的 key 转换为与 MMSegmentation 相匹配的 key。


ViT Swin MiT Transformer 模型


	ViT




tools/model_converters/vit2mmseg.py 将 timm 预训练模型转换到 MMSegmentation。

python tools/model_converters/vit2mmseg.py ${SRC} ${DST}






	Swin

tools/model_converters/swin2mmseg.py 将官方预训练模型转换到 MMSegmentation。

python tools/model_converters/swin2mmseg.py ${SRC} ${DST}







	SegFormer

tools/model_converters/mit2mmseg.py 将官方预训练模型转换到 MMSegmentation。

python tools/model_converters/mit2mmseg.py ${SRC} ${DST}
















模型服务

为了用 TorchServe [https://pytorch.org/serve/] 服务 MMSegmentation 的模型 ， 您可以遵循如下流程:


1. 将 model 从　MMSegmentation 转换到 TorchServe

python tools/mmseg2torchserve.py ${CONFIG_FILE} ${CHECKPOINT_FILE} \
--output-folder ${MODEL_STORE} \
--model-name ${MODEL_NAME}





注意: ${MODEL_STORE} 需要设置为某个文件夹的绝对路径




2. 构建 mmseg-serve 容器镜像 (docker image)

docker build -t mmseg-serve:latest docker/serve/








3. 运行 mmseg-serve

请查阅官方文档: 使用容器运行 TorchServe [https://github.com/pytorch/serve/blob/master/docker/README.md#running-torchserve-in-a-production-docker-environment]

为了在 GPU 环境下使用, 您需要安装 nvidia-docker [https://docs.nvidia.com/datacenter/cloud-native/container-toolkit/install-guide.html]. 若在 CPU 环境下使用，您可以忽略添加 --gpus 参数。

示例:

docker run --rm \
--cpus 8 \
--gpus device=0 \
-p8080:8080 -p8081:8081 -p8082:8082 \
--mount type=bind,source=$MODEL_STORE,target=/home/model-server/model-store \
mmseg-serve:latest





阅读关于推理 (8080), 管理 (8081) 和指标 (8082) APIs 的 文档 [https://github.com/pytorch/serve/blob/072f5d088cce9bb64b2a18af065886c9b01b317b/docs/rest_api.md] 。




4. 测试部署

curl -O https://raw.githubusercontent.com/open-mmlab/mmsegmentation/master/resources/3dogs.jpg
curl http://127.0.0.1:8080/predictions/${MODEL_NAME} -T 3dogs.jpg -o 3dogs_mask.png





得到的响应将是一个 “.png” 的分割掩码.

您可以按照如下方法可视化输出:

import matplotlib.pyplot as plt
import mmcv
plt.imshow(mmcv.imread("3dogs_mask.png", "grayscale"))
plt.show()





看到的东西将会和下图类似:

[image: 3dogs_mask]

然后您可以使用 test_torchserve.py 比较 torchserve 和 pytorch 的结果，并将它们可视化。

python tools/torchserve/test_torchserve.py ${IMAGE_FILE} ${CONFIG_FILE} ${CHECKPOINT_FILE} ${MODEL_NAME}
[--inference-addr ${INFERENCE_ADDR}] [--result-image ${RESULT_IMAGE}] [--device ${DEVICE}]





示例：

python tools/torchserve/test_torchserve.py \
demo/demo.png \
configs/fcn/fcn_r50-d8_512x1024_40k_cityscapes.py \
checkpoint/fcn_r50-d8_512x1024_40k_cityscapes_20200604_192608-efe53f0d.pth \
fcn
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wandb记录特征图可视化

MMSegmentation 1.x 提供了 Weights & Biases 的后端支持，方便对项目代码结果的可视化和管理。


Wandb的配置

安装 Weights & Biases 的过程可以参考 官方安装指南 [https://docs.wandb.ai/quickstart]，具体的步骤如下:

pip install wandb
wandb login





在 vis_backend 中添加 WandbVisBackend。

vis_backends=[dict(type='LocalVisBackend'),
              dict(type='TensorboardVisBackend'),
              dict(type='WandbVisBackend')]








测试数据和结果及特征图的可视化

SegLocalVisualizer 是继承自 MMEngine 中 Visualizer 类的子类，适用于 MMSegmentation 可视化，有关 Visualizer 的详细信息请参考在 MMEngine 中的可视化教程 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/visualization.html] 。

以下是一个关于 SegLocalVisualizer 的示例，首先你可以使用下面的命令下载这个案例中的数据：
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基本概念



	数据流

	数据结构

	模型

	数据集

	数据增强变化

	模型评测

	训练引擎

	训练技巧








自定义组件



	新增模块

	新增自定义数据集

	新增数据增强

	新增评测指标

	自定义运行设定
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数据流

在本章节中，我们将介绍 Runner [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/runner.html] 管理的内部模块之间的数据流和数据格式约定。


数据流概述

Runner [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/design/runner.md] 相当于 MMEngine 中的“集成器”。它覆盖了框架的所有方面，并肩负着组织和调度几乎所有模块的责任，这意味着各模块之间的数据流也由 Runner 控制。 如 MMEngine 中的 Runner 文档 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/runner.html]所示，下图展示了基本的数据流。

[image: Basic dataflow]

虚线边框、灰色填充形状代表不同的数据格式，而实心框表示模块/方法。由于 MMEngine 极大的灵活性和可扩展性，一些重要的基类可以被继承，并且它们的方法可以被覆写。 上图所示数据流仅适用于当用户没有自定义 Runner 中的 TrainLoop、ValLoop 和 TestLoop，并且没有在其自定义模型中覆写 train_step、val_step 和 test_step 方法时。MMSegmentation 中 loop 的默认设置如下：使用IterBasedTrainLoop 训练模型，共计 20000 次迭代，并且在每 2000 次迭代后进行一次验证。

train_cfg = dict(type='IterBasedTrainLoop', max_iters=20000, val_interval=2000)
val_cfg = dict(type='ValLoop')
test_cfg = dict(type='TestLoop')





在上图中，红色线表示 train_step，在每次训练迭代中，数据加载器（dataloader）从存储中加载图像并传输到数据预处理器（data preprocessor），数据预处理器会将图像放到特定的设备上，并将数据堆叠到批处理中，之后模型接受批处理数据作为输入，最后将模型的输出发送给优化器（optimizer）。蓝色线表示 val_step 和 test_step。这两个过程的数据流除了模型输出与 train_step 不同外，其余均和 train_step 类似。由于在评估时模型参数会被冻结，因此模型的输出将被传递给 Evaluator。
来计算指标。




MMSegmentation 中的数据流约定

在上面的图中，我们可以看到基本的数据流。在本节中，我们将分别介绍数据流中涉及的数据的格式约定。


数据加载器到数据预处理器

数据加载器（DataLoader）是 MMEngine 的训练和测试流程中的一个重要组件。
从概念上讲，它源于 PyTorch [https://pytorch.org/] 并保持一致。DataLoader 从文件系统加载数据，原始数据通过数据准备流程后被发送给数据预处理器。

MMSegmentation 在 PackSegInputs [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/datasets/transforms/formatting.py#L12] 中定义了默认数据格式， 它是 train_pipeline 和 test_pipeline 的最后一个组件。有关数据转换 pipeline 的更多信息，请参阅数据转换文档。

在没有任何修改的情况下，PackSegInputs 的返回值通常是一个包含 inputs 和 data_samples 的 dict。以下伪代码展示了 mmseg 中数据加载器输出的数据类型，它是从数据集中获取的一批数据样本，数据加载器将它们打包成一个字典列表。inputs 是输入进模型的张量列表，data_samples 包含了输入图像的 meta information 和相应的 ground truth。

dict(
    inputs=List[torch.Tensor],
    data_samples=List[SegDataSample]
)





注意： SegDataSample [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/structures/seg_data_sample.py] 是 MMSegmentation 的数据结构接口，用于连接不同组件。SegDataSample 实现了抽象数据元素 mmengine.structures.BaseDataElement，更多信息请在  MMEngine [https://github.com/open-mmlab/mmengine] 中参阅 SegDataSample 文档和数据元素文档 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/data_element.html]。




数据预处理器到模型

虽然在上面的图中分开绘制了数据预处理器和模型，但数据预处理器是模型的一部分，因此可以在模型教程中找到数据预处理器章节。

数据预处理器的返回值是一个包含 inputs 和 data_samples 的字典，其中 inputs 是批处理图像的 4D 张量，data_samples 中添加了一些用于数据预处理的额外元信息。当传递给网络时，字典将被解包为两个值。 以下伪代码展示了数据预处理器的返回值和模型的输入值。

dict(
    inputs=torch.Tensor,
    data_samples=List[SegDataSample]
)





class Network(BaseSegmentor):

    def forward(self, inputs: torch.Tensor, data_samples: List[SegDataSample], mode: str):
        pass





注意： 模型的前向传播有 3 种模式，由输入参数 mode 控制，更多信息请参阅模型教程。




模型输出

如模型教程 （中文链接待更新） 所提到的 3 种前向传播具有 3 种输出。
train_step 和 test_step（或 val_step）分别对应于 'loss' 和 'predict'。

在 test_step 或 val_step 中，推理结果会被传递给 Evaluator 。您可以参阅评估文档来获取更多关于 Evaluator 的信息。

在推理后，MMSegmentation 中的 BaseSegmentor [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/models/segmentors/base.py#L15] 会对推理结果进行简单的后处理以打包推理结果。神经网络生成的分割 logits，经过 argmax 操作后的分割 mask 和 ground truth（如果存在）将被打包到类似 SegDataSample 的实例。 postprocess_result [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/models/segmentors/base.py#L132] 的返回值是一个 SegDataSample的List。下图显示了这些 SegDataSample 实例的关键属性。

[image: SegDataSample]

与数据预处理器一致，损失函数也是模型的一部分，它是解码头 [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/models/decode_heads/decode_head.py#L142]的属性之一。

在 MMSegmentation 中，decode_head 的 loss_by_feat [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/models/decode_heads/decode_head.py#L291] 方法是用于计算损失的统一接口。

参数：


	seg_logits (Tensor)：解码头前向函数的输出


	batch_data_samples (List[SegDataSample])：分割数据样本，通常包括如 metainfo 和  gt_sem_seg 等信息




返回值：


	dict[str, Tensor]：一个损失组件的字典




注意：  train_step 将损失传递进 OptimWrapper 以更新模型中的权重，更多信息请参阅 train_step。
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数据结构

为了统一模型和各功能模块之间的输入和输出的接口, 在 OpenMMLab 2.0 MMEngine 中定义了一套抽象数据结构, 实现了基础的增/删/查/改功能, 支持不同设备间的数据迁移, 也支持了如
.cpu(), .cuda(), .get() 和 .detach() 的类字典和张量的操作。具体可以参考 MMEngine 文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/en/advanced_tutorials/data_element.md]。

同样的, MMSegmentation 亦遵循了 OpenMMLab 2.0 各模块间的接口协议, 定义了 SegDataSample 用来封装语义分割任务所需要的数据。


语义分割数据 SegDataSample

SegDataSample 包括了三个主要数据字段 gt_sem_seg, pred_sem_seg 和 seg_logits, 分别用来存放标注信息, 预测结果和预测的未归一化前的 logits 值。




	字段
	类型
	描述





	gt_sem_seg
	PixelData
	图像标注信息.



	pred_instances
	PixelData
	图像预测结果.



	seg_logits
	PixelData
	模型预测未归一化前的 logits 值.





以下示例代码展示了 SegDataSample 的使用方法：

import torch
from mmengine.structures import PixelData
from mmseg.structures import SegDataSample

img_meta = dict(img_shape=(4, 4, 3),
                 pad_shape=(4, 4, 3))
data_sample = SegDataSample()
# 定义 gt_segmentations 用于封装模型的输出信息
gt_segmentations = PixelData(metainfo=img_meta)
gt_segmentations.data = torch.randint(0, 2, (1, 4, 4))

# 增加和处理 SegDataSample　中的属性
data_sample.gt_sem_seg = gt_segmentations
assert 'gt_sem_seg' in data_sample
assert 'data' in data_sample.gt_sem_seg
assert 'img_shape' in data_sample.gt_sem_seg.metainfo_keys()
print(data_sample.gt_sem_seg.shape)
'''
(4, 4)
'''
print(data_sample)
'''
<SegDataSample(

    META INFORMATION

    DATA FIELDS
    gt_sem_seg: <PixelData(

            META INFORMATION
            img_shape: (4, 4, 3)
            pad_shape: (4, 4, 3)

            DATA FIELDS
            data: tensor([[[1, 1, 1, 0],
                         [1, 0, 1, 1],
                         [1, 1, 1, 1],
                         [0, 1, 0, 1]]])
        ) at 0x1c2b4156460>
) at 0x1c2aae44d60>
'''

# 删除和修改 SegDataSample　中的属性
data_sample = SegDataSample()
gt_segmentations = PixelData(metainfo=img_meta)
gt_segmentations.data = torch.randint(0, 2, (1, 4, 4))
data_sample.gt_sem_seg = gt_segmentations
data_sample.gt_sem_seg.set_metainfo(dict(img_shape=(4,4,9), pad_shape=(4,4,9)))
del data_sample.gt_sem_seg.img_shape

# 类张量的操作
data_sample = SegDataSample()
gt_segmentations = PixelData(metainfo=img_meta)
gt_segmentations.data = torch.randint(0, 2, (1, 4, 4))
cuda_gt_segmentations = gt_segmentations.cuda()
cuda_gt_segmentations = gt_segmentations.to('cuda:0')
cpu_gt_segmentations = cuda_gt_segmentations.cpu()
cpu_gt_segmentations = cuda_gt_segmentations.to('cpu')








在 SegDataSample 中自定义新的属性

如果你想在 SegDataSample 中自定义新的属性，你可以参考下面的 SegDataSample [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/structures/seg_data_sample.py] 示例:

class SegDataSample(BaseDataElement):
    ...

    @property
    def xxx_property(self) -> xxxData:
        return self._xxx_property

    @xxx_property.setter
    def xxx_property(self, value: xxxData) -> None:
        self.set_field(value, '_xxx_property', dtype=xxxData)

    @xxx_property.deleter
    def xxx_property(self) -> None:
        del self._xxx_property





这样一个新的属性 xxx_property 就将被增加到 SegDataSample 里面了。
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模型

我们通常将深度学习任务中的神经网络定义为模型，这个模型即是算法的核心。MMEngine [https://github.com/open-mmlab/mmengine] 抽象出了一个统一模型 BaseModel [https://github.com/open-mmlab/mmengine/blob/main/mmengine/model/base_model/base_model.py#L16] 以标准化训练、测试和其他过程。MMSegmentation 实现的所有模型都继承自 BaseModel，并且在 MMSegmention 中，我们实现了前向传播并为语义分割算法添加了一些功能。


常用组件


分割器（Segmentor）

在 MMSegmentation 中，我们将网络架构抽象为分割器，它是一个包含网络所有组件的模型。我们已经实现了编码器解码器（EncoderDecoder）和级联编码器解码器（CascadeEncoderDecoder），它们通常由数据预处理器、骨干网络、解码头和辅助头组成。




数据预处理器（Data preprocessor）

数据预处理器是将数据复制到目标设备并将数据预处理为模型输入格式的部分。




主干网络（Backbone）

主干网络是将图像转换为特征图的部分，例如没有最后全连接层的 ResNet-50。




颈部（Neck）

颈部是连接主干网络和头的部分。它对主干网络生成的原始特征图进行一些改进或重新配置。例如 Feature Pyramid Network（FPN）。




解码头（Decode head）

解码头是将特征图转换为分割掩膜的部分，例如 PSPNet。




辅助头（Auxiliary head）

辅助头是一个可选组件，它将特征图转换为仅用于计算辅助损失的分割掩膜。






基本接口

MMSegmentation 封装 BaseModel 并实现了 BaseSegmentor [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/models/segmentors/base.py#L15] 类，主要提供 forward、train_step、val_step 和 test_step 接口。接下来将详细介绍这些接口。


forward


  
  编码器解码器数据流


  
  级联编码器解码器数据流

forward 方法返回训练、验证、测试和简单推理过程的损失或预测。

该方法应接受三种模式：“tensor”、“predict” 和 “loss”：


	“tensor”：前向推理整个网络并返回张量或张量数组，无需任何后处理，与常见的 nn.Module 相同。


	“predict”：前向推理并返回预测值，这些预测值将被完全处理到 SegDataSample 列表中。


	“loss”：前向推理并根据给定的输入和数据样本返回损失的字典。




注：SegDataSample [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/structures/seg_data_sample.py] 是 MMSegmentation 的数据结构接口，用作不同组件之间的接口。SegDataSample 实现了抽象数据元素 mmengine.structures.BaseDataElement，请参阅 MMMEngine [https://github.com/open-mmlab/mmengine] 中的 SegDataSample 文档 [https://mmsegmentation.readthedocs.io/zh_CN/1.x/advanced_guides/structures.html]和数据元素文档 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/data_element.html]了解更多信息。

注意，此方法不处理在 train_step 方法中完成的反向传播或优化器更新。

参数：


	inputs（torch.Tensor）- 通常为形状是（N, C, …) 的输入张量。


	data_sample（list[SegDataSample [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/structures/seg_data_sample.py]]) - 分割数据样本。它通常包括 metainfo 和 gt_sem_seg 等信息。默认值为 None。


	mode (str) - 返回什么类型的值。默认为 ‘tensor’。




返回值：


	dict 或 list：


	如果 mode == "loss"，则返回用于反向过程和日志记录的损失张量字典。


	如果 mode == "predict"，则返回 SegDataSample 的列表，推理结果将被递增地添加到传递给 forward 方法的 data_sample 参数中，每个 SegDataSeample 包含以下关键词：


	pred_sm_seg (PixelData)：语义分割的预测。


	seg_logits (PixelData)：标准化前语义分割的预测指标。






	如果 mode == "tensor"，则返回张量或张量数组的字典以供自定义使用。











预测模式

我们在配置文档中简要描述了模型配置的字段，这里我们详细介绍 model.test_cfg 字段。model.test_cfg 用于控制前向行为，"predict" 模式下的 forward 方法可以在两种模式下运行：


	whole_inference：如果 cfg.model.test_cfg.mode == 'whole'，则模型将使用完整图像进行推理。

whole_inference 模式的一个示例配置：

model = dict(
  type='EncoderDecoder'
  ...
  test_cfg=dict(mode='whole')
)







	slide_inference：如果 cfg.model.test_cfg.mode == ‘slide’，则模型将通过滑动窗口进行推理。注意： 如果选择 slide 模式，还应指定 cfg.model.test_cfg.stride 和 cfg.model.test_cfg.crop_size。

slide_inference 模式的一个示例配置：

model = dict(
  type='EncoderDecoder'
  ...
  test_cfg=dict(mode='slide', crop_size=256, stride=170)
)












train_step

train_step 方法调用 loss 模式的前向接口以获得损失字典。BaseModel 类实现默认的模型训练过程，包括预处理、模型前向传播、损失计算、优化和反向传播。

参数：


	data (dict or tuple or list) - 从数据集采样的数据。在 MMSegmentation 中，数据字典包含 inputs 和 data_samples 两个字段。


	optim_wrapper (OptimWrapper) - 用于更新模型参数的 OptimWrapper 实例。




注：OptimWrapper [https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/optimizer/optimizer_wrapper.py#L17] 提供了一个用于更新参数的通用接口，请参阅 MMMEngine [https://github.com/open-mmlab/mmengine] 中的优化器封装文档 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/optim_wrapper.html]了解更多信息。

返回值：

-Dict[str, torch.Tensor]：用于记录日志的张量的字典。


  
  train_step 数据流




val_step

val_step 方法调用 predict 模式的前向接口并返回预测结果，预测结果将进一步被传递给评测器的进程接口和钩子的 after_val_inter 接口。

参数：


	data (dict or tuple or list) - 从数据集中采样的数据。在 MMSegmentation 中，数据字典包含 inputs 和 data_samples 两个字段。




返回值：


	list - 给定数据的预测结果。





  
  test_step/val_step 数据流




test_step

BaseModel 中 test_step 与 val_step 的实现相同。






数据预处理器（Data Preprocessor）

MMSegmentation 实现的 SegDataPreProcessor [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/models/data_preprocessor.py#L13] 继承自由 MMEngine [https://github.com/open-mmlab/mmengine] 实现的 BaseDataPreprocessor [https://github.com/open-mmlab/mmengine/blob/main/mmengine/model/base_model/data_preprocessor.py#L18]，提供数据预处理和将数据复制到目标设备的功能。

Runner 在构建阶段将模型传送到指定的设备，而 SegDataPreProcessor [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/models/data_preprocessor.py#L13] 在 train_step、val_step 和 test_step 中将数据传送到指定设备，之后处理后的数据将被进一步传递给模型。

SegDataPreProcessor 构造函数的参数：


	mean (Sequence[Number], 可选) - R、G、B 通道的像素平均值。默认为 None。


	std (Sequence[Number], 可选) - R、G、B 通道的像素标准差。默认为 None。


	size (tuple, 可选) - 固定的填充大小。


	size_divisor (int, 可选) - 填充大小的除法因子。


	pad_val (float, 可选) - 填充值。默认值：0。


	seg_pad_val (float, 可选) - 分割图的填充值。默认值：255。


	bgr_to_rgb (bool) - 是否将图像从 BGR 转换为 RGB。默认为 False。


	rgb_to_bgr (bool) - 是否将图像从 RGB 转换为 BGR。默认为 False。


	batch_augments (list[dict], 可选) - 批量化的数据增强。默认值为 None。




数据将按如下方式处理：


	收集数据并将其移动到目标设备。


	用定义的 pad_val 将输入填充到输入大小，并用定义的 seg_Pad_val 填充分割图。


	将输入堆栈到 batch_input。


	如果输入的形状为 (3, H, W)，则将输入从 BGR 转换为 RGB。


	使用定义的标准差和平均值标准化图像。


	在训练期间进行如 Mixup 和 Cutmix 的批量化数据增强。




forward 方法的参数：


	data (dict) - 从数据加载器采样的数据。


	training (bool) - 是否启用训练时数据增强。




forward 方法的返回值：


	Dict：与模型输入格式相同的数据。
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数据集

在 MMSegmentation 算法库中, 所有 Dataset 类的功能有两个: 加载预处理 之后的数据集的信息, 和将数据送入数据集变换流水线 [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/datasets/basesegdataset.py#L141] 中, 进行数据变换操作. 加载的数据集信息包括两类: 元信息 (meta information), 数据集本身的信息, 例如数据集总共的类别, 和它们对应调色盘信息: 数据信息 (data information) 是指每组数据中图片和对应标签的路径. 下文中介绍了 MMSegmentation 1.x 中数据集的常用接口, 和 mmseg 数据集基类中数据信息加载与修改数据集类别的逻辑, 以及数据集与数据变换流水线 (pipeline) 的关系.


常用接口

以 Cityscapes 为例, 介绍数据集常用接口. 如需运行以下示例, 请在当前工作目录下的 data 目录下载并预处理 Cityscapes 数据集.

实例化 Cityscapes 训练数据集:

from mmengine.registry import init_default_scope
from mmseg.datasets import CityscapesDataset

init_default_scope('mmseg')

data_root = 'data/cityscapes/'
data_prefix=dict(img_path='leftImg8bit/train', seg_map_path='gtFine/train')
train_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(type='LoadAnnotations'),
    dict(type='RandomCrop', crop_size=(512, 1024), cat_max_ratio=0.75),
    dict(type='RandomFlip', prob=0.5),
    dict(type='PackSegInputs')
]

dataset = CityscapesDataset(data_root=data_root, data_prefix=data_prefix, test_mode=False, pipeline=train_pipeline)





查看训练数据集长度:

print(len(dataset))

2975





获取数据信息, 数据信息的类型是一个字典, 包括 'img_path' 字段的存放图片的路径和 'seg_map_path' 字段存放分割标注的路径, 以及标签重映射的字段 'label_map' 和 'reduce_zero_label'(主要功能在下文中介绍), 还有存放已加载标签字段 'seg_fields', 和当前样本的索引字段 'sample_idx'.

# 获取数据集中第一组样本的数据信息
print(dataset.get_data_info(0))

{'img_path': 'data/cityscapes/leftImg8bit/train/aachen/aachen_000000_000019_leftImg8bit.png',
 'seg_map_path': 'data/cityscapes/gtFine/train/aachen/aachen_000000_000019_gtFine_labelTrainIds.png',
 'label_map': None,
 'reduce_zero_label': False,
 'seg_fields': [],
 'sample_idx': 0}





获取数据集元信息, MMSegmentation 的数据集元信息的类型同样是一个字典, 包括 'classes' 字段存放数据集类别, 'palette' 存放数据集类别对应的可视化时调色盘的颜色, 以及标签重映射的字段 'label_map' 和 'reduce_zero_label'.

print(dataset.metainfo)

{'classes': ('road',
  'sidewalk',
  'building',
  'wall',
  'fence',
  'pole',
  'traffic light',
  'traffic sign',
  'vegetation',
  'terrain',
  'sky',
  'person',
  'rider',
  'car',
  'truck',
  'bus',
  'train',
  'motorcycle',
  'bicycle'),
 'palette': [[128, 64, 128],
  [244, 35, 232],
  [70, 70, 70],
  [102, 102, 156],
  [190, 153, 153],
  [153, 153, 153],
  [250, 170, 30],
  [220, 220, 0],
  [107, 142, 35],
  [152, 251, 152],
  [70, 130, 180],
  [220, 20, 60],
  [255, 0, 0],
  [0, 0, 142],
  [0, 0, 70],
  [0, 60, 100],
  [0, 80, 100],
  [0, 0, 230],
  [119, 11, 32]],
 'label_map': None,
 'reduce_zero_label': False}





数据集 __getitem__ 方法的返回值, 是经过数据增强的样本数据的输出, 同样也是一个字典, 包括两个字段, 'inputs' 字段是当前样本经过数据增强操作的图像, 类型为 torch.Tensor, 'data_samples' 字段存放的数据类型是 MMSegmentation 1.x 新添加的数据结构 Segdatasample, 其中gt_sem_seg 字段是经过数据增强的标签数据.

print(dataset[0])

{'inputs': tensor([[[131, 130, 130,  ...,  23,  23,  23],
          [132, 132, 132,  ...,  23,  22,  23],
          [134, 133, 133,  ...,  23,  23,  23],
          ...,
          [ 66,  67,  67,  ...,  71,  71,  71],
          [ 66,  67,  66,  ...,  68,  68,  68],
          [ 67,  67,  66,  ...,  70,  70,  70]],

         [[143, 143, 142,  ...,  28,  28,  29],
          [145, 145, 145,  ...,  28,  28,  29],
          [145, 145, 145,  ...,  27,  28,  29],
          ...,
          [ 75,  75,  76,  ...,  80,  81,  81],
          [ 75,  76,  75,  ...,  80,  80,  80],
          [ 77,  76,  76,  ...,  82,  82,  82]],

         [[126, 125, 126,  ...,  21,  21,  22],
          [127, 127, 128,  ...,  21,  21,  22],
          [127, 127, 126,  ...,  21,  21,  22],
          ...,
          [ 63,  63,  64,  ...,  69,  69,  70],
          [ 64,  65,  64,  ...,  69,  69,  69],
          [ 65,  66,  66,  ...,  72,  71,  71]]], dtype=torch.uint8),
 'data_samples': <SegDataSample(

     META INFORMATION
     img_path: 'data/cityscapes/leftImg8bit/train/aachen/aachen_000000_000019_leftImg8bit.png'
     seg_map_path: 'data/cityscapes/gtFine/train/aachen/aachen_000000_000019_gtFine_labelTrainIds.png'
     img_shape: (512, 1024, 3)
     flip_direction: None
     ori_shape: (1024, 2048)
     flip: False

     DATA FIELDS
     gt_sem_seg: <PixelData(

             META INFORMATION

             DATA FIELDS
             data: tensor([[[2, 2, 2,  ..., 8, 8, 8],
                          [2, 2, 2,  ..., 8, 8, 8],
                          [2, 2, 2,  ..., 8, 8, 8],
                          ...,
                          [0, 0, 0,  ..., 0, 0, 0],
                          [0, 0, 0,  ..., 0, 0, 0],
                          [0, 0, 0,  ..., 0, 0, 0]]])
         )>
     _gt_sem_seg: <PixelData(

             META INFORMATION

             DATA FIELDS
             data: tensor([[[2, 2, 2,  ..., 8, 8, 8],
                          [2, 2, 2,  ..., 8, 8, 8],
                          [2, 2, 2,  ..., 8, 8, 8],
                          ...,
                          [0, 0, 0,  ..., 0, 0, 0],
                          [0, 0, 0,  ..., 0, 0, 0],
                          [0, 0, 0,  ..., 0, 0, 0]]])
         )>
 )}








BaseSegDataset

由于 MMSegmentation 中的所有数据集的基本功能均包括(1) 加载数据集预处理 之后的数据信息和 (2) 将数据送入数据变换流水线中进行数据变换, 因此在 MMSegmentation 中将其中的共同接口抽象成 BaseSegDataset [https://mmsegmentation.readthedocs.io/zh_CN/latest/api.html?highlight=BaseSegDataset#mmseg.datasets.BaseSegDataset]，它继承自 MMEngine 的 BaseDataset [https://github.com/open-mmlab/mmengine/blob/main/docs/en/advanced_tutorials/basedataset.md], 遵循 OpenMMLab 数据集初始化统一流程, 支持高效的内部数据存储格式, 支持数据集拼接、数据集重复采样等功能.
在 MMSegmentation BaseSegDataset 中重新定义了数据信息加载方法（load_data_list）和并新增了 get_label_map 方法用来修改数据集的类别信息.


数据信息加载

数据信息加载的内容是样本数据的图片路径和标签路径, 具体实现在 MMSegmentation 的 BaseSegDataset 的 load_data_list [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/datasets/basesegdataset.py#L231] 中.
主要有两种获取图片和标签的路径方法, 如果当数据集目录按以下目录结构组织, load_data_list [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/datasets/basesegdataset.py#L231]) 会根据数据路径和后缀来解析.

├── data
│   ├── my_dataset
│   │   ├── img_dir
│   │   │   ├── train
│   │   │   │   ├── xxx{img_suffix}
│   │   │   │   ├── yyy{img_suffix}
│   │   │   ├── val
│   │   │   │   ├── zzz{img_suffix}
│   │   ├── ann_dir
│   │   │   ├── train
│   │   │   │   ├── xxx{seg_map_suffix}
│   │   │   │   ├── yyy{seg_map_suffix}
│   │   │   ├── val
│   │   │   │   ├── zzz{seg_map_suffix}





例如 ADE20k 数据集结构如下所示:

├── ade
│   ├── ADEChallengeData2016
│   │   ├── annotations
│   │   │   ├── training
│   │   │   │   ├── ADE_train_00000001.png
│   │   │   │   ├── ...
│   │   │   │── validation
│   │   │   │   ├── ADE_val_00000001.png
│   │   │   │   ├── ...
│   │   ├── images
│   │   │   ├── training
│   │   │   │   ├── ADE_train_00000001.jpg
│   │   │   │   ├── ...
│   │   │   ├── validation
│   │   │   │   ├── ADE_val_00000001.jpg
│   │   │   │   ├── ...





实例化 ADE20k 数据集时，输入图片和标签的路径和后缀:

from mmseg.datasets import ADE20KDataset

ADE20KDataset(data_root = 'data/ade/ADEChallengeData2016',
    data_prefix=dict(img_path='images/training', seg_map_path='annotations/training'),
    img_suffix='.jpg',
    seg_map_suffix='.png',
    reduce_zero_label=True）





如果数据集有标注文件, 实例化数据集时会根据输入的数据集标注文件加载数据信息. 例如, PascalContext 数据集实例, 输入标注文件的内容为:

2008_000008
...





实例化时需要定义 ann_file

PascalContextDataset(data_root='data/VOCdevkit/VOC2010/',
    data_prefix=dict(img_path='JPEGImages', seg_map_path='SegmentationClassContext'),
    ann_file='ImageSets/SegmentationContext/train.txt')








数据集类别修改


	通过输入 metainfo 修改
BaseSegDataset 的子类元信息在数据集实现时定义为类变量，例如 Cityscapes 的 METAINFO 变量:




class CityscapesDataset(BaseSegDataset):
    """Cityscapes dataset.

    The ``img_suffix`` is fixed to '_leftImg8bit.png' and ``seg_map_suffix`` is
    fixed to '_gtFine_labelTrainIds.png' for Cityscapes dataset.
    """
    METAINFO = dict(
        classes=('road', 'sidewalk', 'building', 'wall', 'fence', 'pole',
                 'traffic light', 'traffic sign', 'vegetation', 'terrain',
                 'sky', 'person', 'rider', 'car', 'truck', 'bus', 'train',
                 'motorcycle', 'bicycle'),
        palette=[[128, 64, 128], [244, 35, 232], [70, 70, 70], [102, 102, 156],
                 [190, 153, 153], [153, 153, 153], [250, 170,
                                                    30], [220, 220, 0],
                 [107, 142, 35], [152, 251, 152], [70, 130, 180],
                 [220, 20, 60], [255, 0, 0], [0, 0, 142], [0, 0, 70],
                 [0, 60, 100], [0, 80, 100], [0, 0, 230], [119, 11, 32]])






这里的 'classes' 中定义了 Cityscapes 数据集标签中的类别名, 如果训练时只关注几个交通工具类别, 忽略其他类别,
在实例化 Cityscapes 数据集时通过定义 metainfo 输入参数的 classes 的字段来修改数据集的元信息:

from mmseg.datasets import CityscapesDataset

data_root = 'data/cityscapes/'
data_prefix=dict(img_path='leftImg8bit/train', seg_map_path='gtFine/train')
# metainfo 中只保留以下 classes
metainfo=dict(classes=( 'car', 'truck', 'bus', 'train', 'motorcycle', 'bicycle'))
dataset = CityscapesDataset(data_root=data_root, data_prefix=data_prefix, metainfo=metainfo)

print(dataset.metainfo)

{'classes': ('car', 'truck', 'bus', 'train', 'motorcycle', 'bicycle'),
 'palette': [[0, 0, 142],
  [0, 0, 70],
  [0, 60, 100],
  [0, 80, 100],
  [0, 0, 230],
  [119, 11, 32],
  [128, 64, 128],
  [244, 35, 232],
  [70, 70, 70],
  [102, 102, 156],
  [190, 153, 153],
  [153, 153, 153],
  [250, 170, 30],
  [220, 220, 0],
  [107, 142, 35],
  [152, 251, 152],
  [70, 130, 180],
  [220, 20, 60],
  [255, 0, 0]],
 # 类别索引为 255 的像素，在计算损失时会被忽略
 'label_map': {0: 255,
  1: 255,
  2: 255,
  3: 255,
  4: 255,
  5: 255,
  6: 255,
  7: 255,
  8: 255,
  9: 255,
  10: 255,
  11: 255,
  12: 255,
  13: 0,
  14: 1,
  15: 2,
  16: 3,
  17: 4,
  18: 5},
 'reduce_zero_label': False}





可以看到, 数据集元信息的类别和默认 Cityscapes 不同. 并且, 定义了标签重映射的字段 label_map 用来修改每个分割掩膜上的像素的类别索引, 分割标签类别会根据 label_map, 将类别重映射, 具体实现 [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/datasets/basesegdataset.py#L151]:

gt_semantic_seg_copy = gt_semantic_seg.copy()
for old_id, new_id in results['label_map'].items():
    gt_semantic_seg[gt_semantic_seg_copy == old_id] = new_id






	通过 reduce_zero_label 修改
对于常见的忽略 0 号标签的场景, BaseSegDataset 的子类中可以用 reduce_zero_label 输入参数来控制。reduce_zero_label (默认为 False)
用来控制是否将标签 0 忽略, 当该参数为 True 时(最常见的应用是 ADE20k 数据集), 对分割标签中第 0 个类别对应的类别索引改为 255 (MMSegmentation 模型中计算损失时, 默认忽略 255), 其他类别对应的类别索引减一:




gt_semantic_seg[gt_semantic_seg == 0] = 255
gt_semantic_seg = gt_semantic_seg - 1
gt_semantic_seg[gt_semantic_seg == 254] = 255










数据集与数据变换流水线

在常用接口的例子中可以看到, 输入的参数中定义了数据变换流水线参数 pipeline, 数据集 __getitem__ 方法返回经过数据变换的值.
当数据集输入参数没有定义 pipeline, 返回值和 get_data_info 方法返回值相同, 例如:

from mmseg.datasets import CityscapesDataset

data_root = 'data/cityscapes/'
data_prefix=dict(img_path='leftImg8bit/train', seg_map_path='gtFine/train')
dataset = CityscapesDataset(data_root=data_root, data_prefix=data_prefix, test_mode=False)

print(dataset[0])

{'img_path': 'data/cityscapes/leftImg8bit/train/aachen/aachen_000000_000019_leftImg8bit.png',
 'seg_map_path': 'data/cityscapes/gtFine/train/aachen/aachen_000000_000019_gtFine_labelTrainIds.png',
 'label_map': None,
 'reduce_zero_label': False,
 'seg_fields': [],
 'sample_idx': 0}
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数据增强变化

在本教程中，我们将介绍 MMSegmentation 中数据增强变化流程的设计。

本指南的结构如下：


	数据增强变化


	数据增强变化流程设计


	数据加载


	预处理


	格式修改













数据增强变化流程设计

按照惯例，我们使用 Dataset 和 DataLoader 多进程地加载数据。Dataset 返回与模型 forward 方法的参数相对应的数据项的字典。由于语义分割中的数据可能大小不同，我们在 MMCV 中引入了一种新的 DataContainer 类型，以帮助收集和分发不同大小的数据。参见此处 [https://github.com/open-mmlab/mmcv/blob/master/mmcv/parallel/data_container.py]了解更多详情。

在 MMSegmentation 的 1.x 版本中，所有数据转换都继承自 BaseTransform [https://github.com/open-mmlab/mmcv/blob/2.x/mmcv/transforms/base.py#L6].

转换的输入和输出类型都是字典。一个简单的示例如下：

>>> from mmseg.datasets.transforms import LoadAnnotations
>>> transforms = LoadAnnotations()
>>> img_path = './data/cityscapes/leftImg8bit/train/aachen/aachen_000000_000019_leftImg8bit.png.png'
>>> gt_path = './data/cityscapes/gtFine/train/aachen/aachen_000015_000019_gtFine_instanceTrainIds.png'
>>> results = dict(
>>>     img_path=img_path,
>>>     seg_map_path=gt_path,
>>>     reduce_zero_label=False,
>>>     seg_fields=[])
>>> data_dict = transforms(results)
>>> print(data_dict.keys())
dict_keys(['img_path', 'seg_map_path', 'reduce_zero_label', 'seg_fields', 'gt_seg_map'])





数据准备流程和数据集是解耦的。通常，数据集定义如何处理标注，数据流程定义准备数据字典的所有步骤。流程由一系列操作组成。每个操作都将字典作为输入，并为接下来的转换输出字典。

操作分为数据加载、预处理、格式修改和测试数据增强。

这里是 PSPNet 的流程示例：

crop_size = (512, 1024)
train_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(type='LoadAnnotations'),
    dict(
        type='RandomResize',
        scale=(2048, 1024),
        ratio_range=(0.5, 2.0),
        keep_ratio=True),
    dict(type='RandomCrop', crop_size=crop_size, cat_max_ratio=0.75),
    dict(type='RandomFlip', prob=0.5),
    dict(type='PhotoMetricDistortion'),
    dict(type='PackSegInputs')
]
test_pipeline = [
    dict(type='LoadImageFromFile'),
    dict(type='Resize', scale=(2048, 1024), keep_ratio=True),
    # add loading annotation after ``Resize`` because ground truth
    # does not need to resize data transform
    dict(type='LoadAnnotations'),
    dict(type='PackSegInputs')
]





对于每个操作，我们列出了 添加/更新/删除 相关的字典字段。在流程前，我们可以从数据集直接获得的信息是 img_path 和 seg_map_path。


数据加载

LoadImageFromFile：从文件加载图像。


	添加：img，img_shape，ori_shape




LoadAnnotations：加载数据集提供的语义分割图。


	添加：seg_fields，gt_seg_map







预处理

RandomResize：随机调整图像和分割图大小。

-添加：scale，scale_factor，keep_ratio
-更新：img，img_shape，gt_seg_map

Resize：调整图像和分割图的大小。

-添加：scale，scale_factor，keep_ratio
-更新：img，gt_seg_map，img_shape

RandomCrop：随机裁剪图像和分割图。

-更新：img，gt_seg_map，img_shape

RandomFlip：翻转图像和分割图。

-添加：flip，flip_direction
-更新：img，gt_seg_map

PhotoMetricDistortion：按顺序对图像应用光度失真，每个变换的应用概率为 0.5。随机对比度的位置是第二或倒数第二（分别为下面的模式 0 或 1）。

1.随机亮度
2.随机对比度（模式 0）
3.将颜色从 BGR 转换为 HSV
4.随机饱和度
5.随机色调
6.将颜色从 HSV 转换为 BGR
7.随机对比度（模式 1）






	更新：img







格式修改

PackSegInputs：为语义分段打包输入数据。


	添加：inputs，data_sample


	删除：由 meta_keys 指定的 keys（合并到 data_sample 的 metainfo 中），所有其他 keys
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模型评测

模型评测过程会分别在 ValLoop [https://github.com/open-mmlab/mmengine/blob/main/mmengine/runner/loops.py#L300] 和 TestLoop [https://github.com/open-mmlab/mmengine/blob/main/mmengine/runner/loops.py#L373] 中被执行，用户可以在训练期间或使用配置文件中简单设置的测试脚本进行模型性能评估。ValLoop 和 TestLoop 属于 Runner [https://github.com/open-mmlab/mmengine/blob/main/mmengine/runner/runner.py#L59]，它们会在第一次被调用时构建。由于 dataloader 与 evaluator 是必需的参数，所以要成功构建 ValLoop，在构建 Runner 时必须设置 val_dataloader 和 val_evaluator，TestLoop 亦然。有关 Runner 设计的更多信息，请参阅 MMEngine [https://github.com/open-mmlab/mmengine] 的文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/design/runner.md]。


  
  测试/验证 数据流

在 MMSegmentation 中，默认情况下，我们将 dataloader 和 metrics 的设置写在数据集配置文件中，并将 evaluation loop 的配置写在 schedule_x 配置文件中。

例如，在 ADE20K 配置文件 configs/_base_/dataset/ADE20K.py 中，在第37到48行，我们配置了 val_dataloader，在第51行，我们选择 IoUMetric 作为 evaluator，并设置 mIoU 作为指标：

val_dataloader = dict(
    batch_size=1,
    num_workers=4,
    persistent_workers=True,
    sampler=dict(type='DefaultSampler', shuffle=False),
    dataset=dict(
        type=dataset_type,
        data_root=data_root,
        data_prefix=dict(
            img_path='images/validation',
            seg_map_path='annotations/validation'),
        pipeline=test_pipeline))

val_evaluator = dict(type='IoUMetric', iou_metrics=['mIoU'])





为了能够在训练期间进行评估模型，我们将评估配置添加到了 configs/schedules/schedule_40k.py 文件的第15至16行：

train_cfg = dict(type='IterBasedTrainLoop', max_iters=40000, val_interval=4000)
val_cfg = dict(type='ValLoop')





使用以上两种设置，MMSegmentation 在 40K 迭代训练期间，每 4000 次迭代进行一次模型 mIoU 指标的评估。

如果我们希望在训练后测试模型，则需要将 test_dataloader、test_evaluator 和 test_cfg 配置添加到配置文件中。

test_dataloader = dict(
    batch_size=1,
    num_workers=4,
    persistent_workers=True,
    sampler=dict(type='DefaultSampler', shuffle=False),
    dataset=dict(
        type=dataset_type,
        data_root=data_root,
        data_prefix=dict(
            img_path='images/validation',
            seg_map_path='annotations/validation'),
        pipeline=test_pipeline))

test_evaluator = dict(type='IoUMetric', iou_metrics=['mIoU'])
test_cfg = dict(type='TestLoop')





在 MMSegmentation 中，默认情况下，test_dataloader 和 test_evaluator 的设置与 ValLoop 的 dataloader 和 evaluator 相同，我们可以修改这些设置以满足我们的需要。


IoUMetric

MMSegmentation 基于 MMEngine [https://github.com/open-mmlab/mmengine] 提供的 BaseMetric [https://github.com/open-mmlab/mmengine/blob/main/mmengine/evaluator/metric.py] 实现 IoUMetric [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/evaluation/metrics/iou_metric.py] 和 CityscapesMetric [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/evaluation/metrics/citys_metric.py]，以评估模型的性能。有关统一评估接口的更多详细信息，请参阅文档 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/evaluation.html]。

这里我们简要介绍 IoUMetric 的参数和两种主要方法。

除了 collect_device 和 prefix 之外，IoUMetric 的构建还包含一些其他参数。

构造函数的参数：


	ignore_index（int）- 将在评估中忽略的类别索引。默认值：255。


	iou_metrics（list[str] | str）- 需要计算的指标，可选项包括 ‘mIoU’、’mDice’ 和 ‘mFscore’。


	nan_to_num（int，可选）- 如果指定，NaN 值将被用户定义的数字替换。默认值：None。


	beta（int）- 决定综合评分中 recall 的权重。默认值：1。


	collect_device（str）- 用于在分布式训练期间从不同进程收集结果的设备名称。必须是 ‘cpu’ 或 ‘gpu’。默认为 ‘cpu’。


	prefix（str，可选）- 将添加到指标名称中的前缀，以消除不同 evaluator 的同名指标的歧义。如果参数中未提供前缀，则将使用 self.default_prefix 进行替代。默认为 None。




IoUMetric 实现 IoU 指标的计算，IoUMetric 的两个核心方法是 process 和 compute_metrics。


	process 方法处理一批 data 和 data_samples。


	compute_metrics 方法根据处理的结果计算指标。





IoUMetric.process

参数：


	data_batch（Any）- 来自 dataloader 的一批数据。


	data_samples（Sequence[dict]）- 模型的一批输出。




返回值：

此方法没有返回值，因为处理的结果将存储在 self.results 中，以在处理完所有批次后进行指标的计算。




IoUMetric.compute_metrics

参数：


	results（list）- 每个批次的处理结果。




返回值：


	Dict[str，float] - 计算的指标。指标的名称为 key，值是相应的结果。key 主要包括 aAcc、mIoU、mAcc、mDice、mFscore、mPrecision、mPrecall。









CityscapesMetric

CityscapesMetric 使用由 Cityscapes 官方提供的 CityscapesScripts [https://github.com/mcordts/cityscapesScripts] 进行模型性能的评估。


使用方法

在使用之前，请先安装 cityscapesscripts 包：

pip install cityscapesscripts





由于 IoUMetric 在 MMSegmentation 中作为默认的 evaluator 使用，如果您想使用 CityscapesMetric，则需要自定义配置文件。在自定义配置文件中，应按如下方式替换默认 evaluator。

val_evaluator = dict(type='CityscapesMetric', output_dir='tmp')
test_evaluator = val_evaluator








接口

构造函数的参数：


	output_dir (str) - 预测结果输出的路径


	ignore_index (int) - 将在评估中忽略的类别索引。默认值：255。


	format_only (bool) - 只为提交进行结果格式化而不进行评估。当您希望将结果格式化为特定格式并将其提交给测试服务器时有用。默认为 False。


	keep_results (bool) - 是否保留结果。当 format_only 为 True 时，keep_results 必须为 True。默认为 False。


	collect_device (str) - 用于在分布式训练期间从不同进程收集结果的设备名称。必须是 ‘cpu’ 或 ‘gpu’。默认为 ‘cpu’。


	prefix (str，可选) - 将添加到指标名称中的前缀，以消除不同 evaluator 的同名指标的歧义。如果参数中未提供前缀，则将使用 self.default_prefix 进行替代。默认为 None。





CityscapesMetric.process

该方法将在图像上绘制 mask，并将绘制的图像保存到 work_dir 中。

参数：


	data_batch（dict）- 来自 dataloader 的一批数据。


	data_samples（Sequence[dict]）- 模型的一批输出。




返回值：

此方法没有返回值，因为处理的结果将存储在 self.results 中，以在处理完所有批次后进行指标的计算。




CityscapesMetric.compute_metrics

此方法将调用 cityscapessscripts.evaluation.evalPixelLevelSemanticLabeling 工具来计算指标。

参数：


	results（list）- 数据集的测试结果。




返回值：


	dict[str:float] - Cityscapes 评测结果。
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训练引擎

MMEngine 定义了一些基础循环控制器 [https://github.com/open-mmlab/mmengine/blob/main/mmengine/runner/loops.py] 例如基于轮次的训练循环 (EpochBasedTrainLoop), 基于迭代次数的训练循环 (IterBasedTrainLoop), 标准的验证循环 (ValLoop) 和标准的测试循环 (TestLoop).
OpenMMLab 的算法库如 MMSegmentation 将模型训练, 测试和推理抽象为执行器(Runner) 来处理. 用户可以直接使用 MMEngine 中的默认执行器, 也可以对执行器进行修改以满足定制化需求. 这个文档主要介绍用户如何配置已有的运行设定, 钩子和优化器的基本概念与使用方法.


配置运行设定


配置训练长度

循环控制器指的是训练, 验证和测试时的执行流程, 在配置文件里面使用 train_cfg, val_cfg 和 test_cfg 来构建这些流程. MMSegmentation 在 configs/_base_/schedules 文件夹里面的 train_cfg 设置常用的训练长度.
例如, 使用基于迭代次数的训练循环 (IterBasedTrainLoop) 去训练 80,000 个迭代次数, 并且每 8,000 iteration 做一次验证, 可以如下设置:

train_cfg = dict(type='IterBasedTrainLoop', max_iters=80000, val_interval=8000)








配置训练优化器

这里是一个 SGD 优化器的例子:

optim_wrapper = dict(
    type='OptimWrapper',
    optimizer=dict(type='SGD', lr=0.01, momentum=0.9, weight_decay=0.0005),
    clip_grad=None)





OpenMMLab 支持 PyTorch 里面所有的优化器, 更多细节可以参考 MMEngine 优化器文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/optim_wrapper.md].

需要强调的是, optim_wrapper 是 runner 的变量, 所以需要配置优化器时配置的字段是 optim_wrapper 字段. 更多关于优化器的使用方法, 可以看下面优化器的章节.




配置训练参数调度器

在配置训练参数调度器前, 推荐先了解 MMEngine 文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/en/tutorials/param_scheduler.md] 里面关于参数调度器的基本概念.

以下是一个参数调度器的例子, 训练时前 1,000 个 iteration 时采用线性变化的学习率策略作为训练预热, 从 1,000 iteration 之后直到最后 16,000 个 iteration 时则采用默认的多项式学习率衰减:

param_scheduler = [
    dict(type='LinearLR', by_epoch=False, start_factor=0.1, begin=0, end=1000),
    dict(
        type='PolyLR',
        eta_min=1e-4,
        power=0.9,
        begin=1000,
        end=160000,
        by_epoch=False,
    )
]





注意: 当修改 train_cfg 里面 max_iters 的时候, 请确保参数调度器 param_scheduler 里面的参数也被同时修改.






钩子 (Hook)


介绍

OpenMMLab 将模型训练和测试过程抽象为 Runner, 插入钩子可以实现在 Runner 中不同的训练和测试节点 (例如 “每个训练 iter 前后”, “每个验证 iter 前后” 等不同阶段) 所需要的相应功能. 更多钩子机制的介绍可以参考这里 [https://www.calltutors.com/blog/what-is-hook].

Runner 中所使用的钩子分为两类:


	默认钩子 (default hooks)




它们实现了训练时所必需的功能, 在配置文件中用 default_hooks 定义传给 Runner, Runner 通过 register_default_hooks [https://github.com/open-mmlab/mmengine/blob/main/mmengine/runner/runner.py#L1780] 方法注册.
钩子有对应的优先级, 优先级越高, 越早被执行器调用. 如果优先级一样, 被调用的顺序和钩子注册的顺序一致.
不建议用户修改默认钩子的优先级, 可以参考 mmengine hooks 文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/hook.md] 了解钩子优先级的定义.
下面是 MMSegmentation 中所用到的默认钩子：




	钩子
	功能
	优先级





	IterTimerHook
	记录 iteration 花费的时间.
	NORMAL (50)



	LoggerHook
	从 Runner 里不同的组件中收集日志记录, 并将其输出到终端, JSON 文件, tensorboard, wandb 等下游.
	BELOW_NORMAL (60)



	ParamSchedulerHook
	更新优化器里面的一些超参数, 例如学习率的动量.
	LOW (70)



	CheckpointHook
	规律性地保存 checkpoint 文件.
	VERY_LOW (90)



	DistSamplerSeedHook
	确保分布式采样器 shuffle 是打开的.
	NORMAL (50)



	SegVisualizationHook
	可视化验证和测试过程里的预测结果.
	NORMAL (50)





MMSegmentation 会在 defualt_hooks [https://github.com/open-mmlab/mmsegmentation/blob/main/configs/_base_/schedules/schedule_160k.py#L19-L25] 里面注册一些训练所必需功能的钩子::

default_hooks = dict(
    timer=dict(type='IterTimerHook'),
    logger=dict(type='LoggerHook', interval=50, log_metric_by_epoch=False),
    param_scheduler=dict(type='ParamSchedulerHook'),
    checkpoint=dict(type='CheckpointHook', by_epoch=False, interval=32000),
    sampler_seed=dict(type='DistSamplerSeedHook'),
    visualization=dict(type='SegVisualizationHook'))





以上默认钩子除 SegVisualizationHook 外都是在 MMEngine 中所实现, SegVisualizationHook 是在 MMSegmentation 里被实现的钩子, 之后会专门介绍.


	修改默认的钩子




以 default_hooks 里面的 logger 和 checkpoint 为例, 我们来介绍如何修改 default_hooks 中默认的钩子.

(1) 模型保存配置

default_hooks 使用 checkpoint 字段来初始化模型保存钩子 (CheckpointHook) [https://github.com/open-mmlab/mmengine/blob/main/mmengine/hooks/checkpoint_hook.py#L19].

checkpoint = dict(type='CheckpointHook', interval=1)





用户可以设置 max_keep_ckpts 来只保存少量的检查点或者用 save_optimizer 来决定是否保存 optimizer 的信息.
更多相关参数的细节可以参考这里 [https://mmengine.readthedocs.io/zh_CN/latest/api/generated/mmengine.hooks.CheckpointHook.html#checkpointhook].

(2) 日志配置

日志钩子 (LoggerHook) 被用来收集 执行器 (Runner) 里面不同组件的日志信息然后写入终端, JSON 文件, tensorboard 和 wandb 等地方.

logger=dict(type='LoggerHook', interval=10)





在最新的 1.x 版本的 MMSegmentation 里面, 一些日志钩子 (LoggerHook) 例如 TextLoggerHook, WandbLoggerHook 和 TensorboardLoggerHook 将不再被使用.
作为替代, MMEngine 使用 LogProcessor 来处理上述钩子处理的信息, 它们现在在 MessageHub [https://github.com/open-mmlab/mmengine/blob/main/mmengine/logging/message_hub.py#L17],
WandbVisBackend [https://github.com/open-mmlab/mmengine/blob/main/mmengine/visualization/vis_backend.py#L324] 和 TensorboardVisBackend [https://github.com/open-mmlab/mmengine/blob/main/mmengine/visualization/vis_backend.py#L472] 里面.

具体使用方法如下, 配置可视化器和同时指定可视化后端, 这里使用 Tensorboard 作为可视化器的后端:

# TensorboardVisBackend
visualizer = dict(
    type='SegLocalVisualizer', vis_backends=[dict(type='TensorboardVisBackend')], name='visualizer')





关于更多相关用法, 可以参考 MMEngine 可视化后端用户教程 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/advanced_tutorials/visualization.md].


	自定义钩子 (custom hooks)




自定义钩子在配置通过 custom_hooks 定义, Runner 通过 register_custom_hooks [https://github.com/open-mmlab/mmengine/blob/main/mmengine/runner/runner.py#L1820] 方法注册.
自定义钩子优先级需要在配置文件里设置, 如果没有设置, 则会被默认设置为 NORMAL. 下面是部分 MMEngine 中实现的自定义钩子:




	钩子
	用法





	EMAHook
	在模型训练时使用指数滑动平均 (Exponential Moving Average, EMA).



	EmptyCacheHook
	在训练时释放所有没有被缓存占用的 GPU 显存.



	SyncBuffersHook
	在每个训练 Epoch 结束时同步模型 buffer 里的参数例如 BN 里的 running_mean 和 running_var.





以下是 EMAHook 的用例, 配置文件中, 将已经实现的自定义钩子的配置作为 custom_hooks 列表中的成员.

custom_hooks = [
    dict(type='EMAHook', start_iters=500, priority='NORMAL')
]








SegVisualizationHook

MMSegmentation 实现了 SegVisualizationHook [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/engine/hooks/visualization_hook.py#L17], 用来在验证和测试时可视化预测结果.
SegVisualizationHook 重写了基类 Hook 中的 _after_iter 方法, 在验证或测试时, 根据指定的迭代次数间隔调用 visualizer 的 add_datasample 方法绘制语义分割结果, 具体实现如下:

...
@HOOKS.register_module()
class SegVisualizationHook(Hook):
...
    def _after_iter(self,
                    runner: Runner,
                    batch_idx: int,
                    data_batch: dict,
                    outputs: Sequence[SegDataSample],
                    mode: str = 'val') -> None:
...
        # 如果是训练阶段或者 self.draw 为 False 则直接跳出
        if self.draw is False or mode == 'train':
            return
...
        if self.every_n_inner_iters(batch_idx, self.interval):
            for output in outputs:
                img_path = output.img_path
                img_bytes = self.file_client.get(img_path)
                img = mmcv.imfrombytes(img_bytes, channel_order='rgb')
                window_name = f'{mode}_{osp.basename(img_path)}'

                self._visualizer.add_datasample(
                    window_name,
                    img,
                    data_sample=output,
                    show=self.show,
                    wait_time=self.wait_time,
                    step=runner.iter)






关于可视化更多的细节可以查看这里.






优化器

在上面配置运行设定里, 我们给出了配置训练优化器的简单示例. 本章节将进一步详细介绍在 MMSegmentation 里如何配置优化器.


优化器封装

OpenMMLab 2.0 设计了优化器封装, 它支持不同的训练策略, 包括混合精度训练、梯度累加和梯度截断等, 用户可以根据需求选择合适的训练策略.
优化器封装还定义了一套标准的参数更新流程, 用户可以基于这一套流程, 在同一套代码里, 实现不同训练策略的切换. 如果想了解更多, 可以参考 MMEngine 优化器封装文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/optim_wrapper.md].

以下是 MMSegmentation 中常用的使用方法:


配置 PyTorch 支持的优化器

OpenMMLab 2.0 支持 PyTorch 原生所有优化器, 参考这里 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/optim_wrapper.md#%E7%AE%80%E5%8D%95%E9%85%8D%E7%BD%AE].

在配置文件中设置训练时 Runner 所使用的优化器, 需要定义 optim_wrapper, 而不是 optimizer, 下面是一个配置训练中优化器的例子:

optim_wrapper = dict(
    type='OptimWrapper',
    optimizer=dict(type='SGD', lr=0.01, momentum=0.9, weight_decay=0.0005),
    clip_grad=None)








配置梯度裁剪

当模型训练需要使用梯度裁剪的训练技巧式, 可以按照如下示例进行配置:

optimizer = dict(type='SGD', lr=0.01, momentum=0.9, weight_decay=0.0001)
optim_wrapper = dict(type='OptimWrapper', optimizer=optimizer,
                        clip_grad=dict(max_norm=0.01, norm_type=2))





这里 max_norm 指的是裁剪后梯度的最大值,  norm_type 指的是裁剪梯度时使用的范数. 相关方法可参考 torch.nn.utils.clip_grad_norm_ [https://pytorch.org/docs/stable/generated/torch.nn.utils.clip_grad_norm_.html].




配置混合精度训练

当需要使用混合精度训练降低内存时, 可以使用 AmpOptimWrapper, 具体配置如下:

optimizer = dict(type='SGD', lr=0.01, momentum=0.9, weight_decay=0.0001)
optim_wrapper = dict(type='AmpOptimWrapper', optimizer=optimizer)





AmpOptimWrapper [https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/optimizer/amp_optimizer_wrapper.py#L20] 中 loss_scale 的默认设置是 dynamic.




配置模型网络不同层的超参数

在模型训练中, 如果想在优化器里为不同参数分别设置优化策略, 例如设置不同的学习率、权重衰减等超参数, 可以通过设置配置文件里 optim_wrapper 中的 paramwise_cfg 来实现.

下面的配置文件以 ViT optim_wrapper [https://github.com/open-mmlab/mmsegmentation/blob/main/configs/vit/vit_vit-b16-ln_mln_upernet_8xb2-160k_ade20k-512x512.py#L15-L27] 为例介绍 paramwise_cfg 参数使用.
训练时将 pos_embed, mask_token, norm 模块的 weight decay 参数的系数设置成 0.
即: 在训练时, 这些模块的 weight decay 将被变为 weight_decay * decay_mult=0.

optimizer = dict(
        type='AdamW', lr=0.00006, betas=(0.9, 0.999), weight_decay=0.01)
optim_wrapper = dict(
    type='OptimWrapper',
    optimizer=optimizer,
    paramwise_cfg=dict(
        custom_keys={
            'pos_embed': dict(decay_mult=0.),
            'cls_token': dict(decay_mult=0.),
            'norm': dict(decay_mult=0.)
        }))





其中 decay_mult 指的是对应参数的权重衰减的系数.
关于更多 paramwise_cfg 的使用可以在 MMEngine 优化器封装文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/optim_wrapper.md] 里面查到.






优化器封装构造器

默认的优化器封装构造器 DefaultOptimWrapperConstructor [https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/optimizer/default_constructor.py#L19] 根据输入的 optim_wrapper 和 optim_wrapper 中定义的 paramwise_cfg 来构建训练中使用的优化器. 当 DefaultOptimWrapperConstructor [https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/optimizer/default_constructor.py#L19] 功能不能满足需求时, 可以自定义优化器封装构造器来实现超参数的配置.

MMSegmentation 中的实现了 LearningRateDecayOptimizerConstructor [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/engine/optimizers/layer_decay_optimizer_constructor.py#L104], 可以对以 ConvNeXt, BEiT 和 MAE 为骨干网络的模型训练时, 骨干网络的模型参数的学习率按照定义的衰减比例（decay_rate）逐层递减, 在配置文件中的配置如下:

optim_wrapper = dict(
    _delete_=True,
    type='AmpOptimWrapper',
    optimizer=dict(
        type='AdamW', lr=0.0001, betas=(0.9, 0.999), weight_decay=0.05),
    paramwise_cfg={
        'decay_rate': 0.9,
        'decay_type': 'stage_wise',
        'num_layers': 12
    },
    constructor='LearningRateDecayOptimizerConstructor',
    loss_scale='dynamic')





_delete_=True 的作用是 OpenMMLab Config 中的忽略继承的配置, 在该代码片段中忽略继承的 optim_wrapper 配置, 更多 _delete_ 字段的内容可以参考 MMEngine 文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/advanced_tutorials/config.md#%E5%88%A0%E9%99%A4%E5%AD%97%E5%85%B8%E4%B8%AD%E7%9A%84-key].
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训练技巧

MMSegmentation 支持如下训练技巧：


主干网络和解码头组件使用不同的学习率 (Learning Rate, LR)

在语义分割里，一些方法会让解码头组件的学习率大于主干网络的学习率，这样可以获得更好的表现或更快的收敛。

在 MMSegmentation 里面，您也可以在配置文件里添加如下行来让解码头组件的学习率是主干组件的10倍。

optim_wrapper=dict(
    paramwise_cfg = dict(
        custom_keys={
            'head': dict(lr_mult=10.)}))





通过这种修改，任何被分组到 'head' 的参数的学习率都将乘以10。您也可以参照 MMEngine 文档 [https://mmengine.readthedocs.io/zh_CN/latest/tutorials/optim_wrapper.html#id6]  获取更详细的信息。




在线难样本挖掘 (Online Hard Example Mining, OHEM)

MMSegmentation 中实现了像素采样器，训练时可以对特定像素进行采样，例如 OHEM(Online Hard Example Mining)，可以解决样本不平衡问题，
如下例子是使用 PSPNet 训练并采用 OHEM 策略的配置：

_base_ = './pspnet_r50-d8_512x1024_40k_cityscapes.py'
model=dict(
    decode_head=dict(
        sampler=dict(type='OHEMPixelSampler', thresh=0.7, min_kept=100000)) )





通过这种方式，只有置信分数在0.7以下的像素值点会被拿来训练。在训练时我们至少要保留100000个像素值点。如果 thresh 并未被指定，前 min_kept
个损失的像素值点才会被选择。




类别平衡损失 (Class Balanced Loss)

对于不平衡类别分布的数据集，您也许可以改变每个类别的损失权重。这里以 cityscapes 数据集为例：

_base_ = './pspnet_r50-d8_512x1024_40k_cityscapes.py'
model=dict(
    decode_head=dict(
        loss_decode=dict(
            type='CrossEntropyLoss', use_sigmoid=False, loss_weight=1.0,
            # DeepLab 对 cityscapes 使用这种权重
            class_weight=[0.8373, 0.9180, 0.8660, 1.0345, 1.0166, 0.9969, 0.9754,
                        1.0489, 0.8786, 1.0023, 0.9539, 0.9843, 1.1116, 0.9037,
                        1.0865, 1.0955, 1.0865, 1.1529, 1.0507])))





class_weight 将被作为 weight 参数，传递给 CrossEntropyLoss。详细信息请参照 PyTorch 文档 [https://pytorch.org/docs/stable/nn.html?highlight=crossentropy#torch.nn.CrossEntropyLoss] 。




同时使用多种损失函数 (Multiple Losses)

对于训练时损失函数的计算，我们目前支持多个损失函数同时使用。 以 unet 使用 DRIVE 数据集训练为例，
使用 CrossEntropyLoss 和 DiceLoss 的 1:3 的加权和作为损失函数。配置文件写为:

_base_ = './fcn_unet_s5-d16_64x64_40k_drive.py'
model = dict(
    decode_head=dict(loss_decode=[
        dict(type='CrossEntropyLoss', loss_name='loss_ce', loss_weight=1.0),
        dict(type='DiceLoss', loss_name='loss_dice', loss_weight=3.0)
    ]),
    auxiliary_head=dict(loss_decode=[
        dict(type='CrossEntropyLoss', loss_name='loss_ce', loss_weight=1.0),
        dict(type='DiceLoss', loss_name='loss_dice', loss_weight=3.0)
    ]),
)





通过这种方式，确定训练过程中损失函数的权重 loss_weight 和在训练日志里的名字 loss_name。

注意： loss_name 的名字必须带有 loss_ 前缀，这样它才能被包括在计算图里。
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新增模块


开发新组件

我们可以自定义 模型文档 中介绍的所有组件，例如主干网络（backbone）、头（head）、损失函数（loss function）和数据预处理器（data preprocessor）。


添加新的主干网络（backbone）

在这里，我们以 MobileNet 为例展示如何开发新的主干网络。


	创建一个新文件 mmseg/models/backbones/mobilenet.py。

import torch.nn as nn

from mmseg.registry import MODELS


@MODELS.register_module()
class MobileNet(nn.Module):

    def __init__(self, arg1, arg2):
        pass

    def forward(self, x):  # should return a tuple
        pass

    def init_weights(self, pretrained=None):
        pass







	在 mmseg/models/backbones/__init__.py 中引入模块。

from .mobilenet import MobileNet







	在配置文件中使用它。

model = dict(
    ...
    backbone=dict(
        type='MobileNet',
        arg1=xxx,
        arg2=xxx),
    ...












添加新的头（head）

在 MMSegmentation 中，我们提供 BaseDecodeHead [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/models/decode_heads/decode_head.py#L17] 用于开发所有分割头。
所有新实现的解码头都应该从中派生出来。
接下来我们以 PSPNet [https://arxiv.org/abs/1612.01105] 为例说明如何开发新的头。

首先，在 mmseg/models/decode_heads/psp_head.py 中添加一个新的解码头。
PSPNet 实现了用于分割解码的解码头。
为了实现解码头，在新模块中我们需要执行以下三个函数。

from mmseg.registry import MODELS

@MODELS.register_module()
class PSPHead(BaseDecodeHead):

    def __init__(self, pool_scales=(1, 2, 3, 6), **kwargs):
        super(PSPHead, self).__init__(**kwargs)

    def init_weights(self):
        pass

    def forward(self, inputs):
        pass





接下来，用户需要在 mmseg/models/decode_heads/__init__.py 中添加模块，这样相应的注册器就可以找到并加载它们。

PSPNet 的配置文件如下

norm_cfg = dict(type='SyncBN', requires_grad=True)
model = dict(
    type='EncoderDecoder',
    pretrained='pretrain_model/resnet50_v1c_trick-2cccc1ad.pth',
    backbone=dict(
        type='ResNetV1c',
        depth=50,
        num_stages=4,
        out_indices=(0, 1, 2, 3),
        dilations=(1, 1, 2, 4),
        strides=(1, 2, 1, 1),
        norm_cfg=norm_cfg,
        norm_eval=False,
        style='pytorch',
        contract_dilation=True),
    decode_head=dict(
        type='PSPHead',
        in_channels=2048,
        in_index=3,
        channels=512,
        pool_scales=(1, 2, 3, 6),
        dropout_ratio=0.1,
        num_classes=19,
        norm_cfg=norm_cfg,
        align_corners=False,
        loss_decode=dict(
            type='CrossEntropyLoss', use_sigmoid=False, loss_weight=1.0)))









添加新的损失函数（loss）

假设您想为分割解码添加一个叫做 MyLoss 的新的损失函数。
要添加新的损失函数，用户需要在 mmseg/models/loss/my_loss.py 中实现它。
修饰器 weighted_loss 可以对损失的每个元素进行加权。

import torch
import torch.nn as nn

from mmseg.registry import MODELS
from .utils import weighted_loss

@weighted_loss
def my_loss(pred, target):
    assert pred.size() == target.size() and target.numel() > 0
    loss = torch.abs(pred - target)
    return loss

@MODELS.register_module()
class MyLoss(nn.Module):

    def __init__(self, reduction='mean', loss_weight=1.0):
        super(MyLoss, self).__init__()
        self.reduction = reduction
        self.loss_weight = loss_weight

    def forward(self,
                pred,
                target,
                weight=None,
                avg_factor=None,
                reduction_override=None):
        assert reduction_override in (None, 'none', 'mean', 'sum')
        reduction = (
            reduction_override if reduction_override else self.reduction)
        loss = self.loss_weight * my_loss(
            pred, target, weight, reduction=reduction, avg_factor=avg_factor)
        return loss





然后，用户需要将其添加到 mmseg/models/loss/__init__.py 中。

from .my_loss import MyLoss, my_loss






要使用它，请修改 loss_xx 字段。
然后需要修改头中的 loss_decode 字段。
loss_weight 可用于平衡多重损失。

loss_decode=dict(type='MyLoss', loss_weight=1.0))








添加新的数据预处理器（data preprocessor）

在 MMSegmentation 1.x 版本中，我们使用 SegDataPreProcessor [https://github.com/open-mmlab/mmsegmentation/blob/main/mmseg/models/data_preprocessor.py#L13] 将数据复制到目标设备，并将数据预处理为默认的模型输入格式。这里我们将展示如何开发一个新的数据预处理器。


	创建一个新文件 mmseg/models/my_datapreprocessor.py。

from mmengine.model import BaseDataPreprocessor

from mmseg.registry import MODELS

@MODELS.register_module()
class MyDataPreProcessor(BaseDataPreprocessor):
    def __init__(self, **kwargs):
        super().__init__(**kwargs)

    def forward(self, data: dict, training: bool=False) -> Dict[str, Any]:
        # TODO Define the logic for data pre-processing in the forward method
        pass







	在 mmseg/models/__init__.py 中导入数据预处理器

from .my_datapreprocessor import MyDataPreProcessor







	在配置文件中使用它。

model = dict(
    data_preprocessor=dict(type='MyDataPreProcessor)
    ...
)














开发新的分割器（segmentor）

分割器是一种户可以通过添加自定义组件和定义算法执行逻辑来自定义其算法的算法架构。请参考模型文档了解更多详情。

由于 MMSegmentation 中的 BaseSegmenter [https://github.com/open-mmlab/mmsegmentation/blob/1.x/mmseg/models/segmentors/base.py#L15] 统一了前向过程的三种模式，为了开发新的分割器，用户需要重写与 loss、predict 和 tensor 相对应的 loss、predict 和 _forward 方法。

这里我们将展示如何开发一个新的分割器。


	创建一个新文件 mmseg/models/segmentors/my_segmentor.py。

 from typing import Dict, Optional, Union

 import torch

 from mmseg.registry import MODELS
 from mmseg.models import BaseSegmentor

 @MODELS.register_module()
 class MySegmentor(BaseSegmentor):
     def __init__(self, **kwargs):
         super().__init__(**kwargs)
         # TODO users should build components of the network here

     def loss(self, inputs: Tensor, data_samples: SampleList) -> dict:
         """Calculate losses from a batch of inputs and data samples."""
         pass

     def predict(self, inputs: Tensor, data_samples: OptSampleList=None) -> SampleList:
         """Predict results from a batch of inputs and data samples with post-
         processing."""
         pass

    def _forward(self,
              inputs: Tensor,
              data_samples: OptSampleList = None) -> Tuple[List[Tensor]]:
         """Network forward process.

         Usually includes backbone, neck and head forward without any post-
         processing.
         """
         pass







	在 mmseg/models/segmentors/__init__.py 中导入分割器。

from .my_segmentor import MySegmentor







	在配置文件中使用它。

model = dict(
    type='MySegmentor'
    ...
)
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新增自定义数据集


新增自定义数据集

在这里，我们展示如何构建一个新的数据集。


	创建一个新文件 mmseg/datasets/example.py

from mmseg.registry import DATASETS
from .basesegdataset import BaseSegDataset


@DATASETS.register_module()
class ExampleDataset(BaseSegDataset):

    METAINFO = dict(
        classes=('xxx', 'xxx', ...),
        palette=[[x, x, x], [x, x, x], ...])

    def __init__(self, arg1, arg2):
        pass







	在 mmseg/datasets/__init__.py 中导入模块

from .example import ExampleDataset







	通过创建一个新的数据集配置文件 configs/_base_/datasets/example_dataset.py 来使用它

dataset_type = 'ExampleDataset'
data_root = 'data/example/'
...







	在 mmseg/utils/class_names.py 中补充数据集元信息

def example_classes():
    return [
        'xxx', 'xxx',
        ...
    ]

def example_palette():
    return [
        [x, x, x], [x, x, x],
        ...
    ]
dataset_aliases ={
    'example': ['example', ...],
    ...
}









注意： 如果新数据集不满足 mmseg 的要求，则需要在 tools/dataset_converters/ 中准备一个数据集预处理脚本




通过重新组织数据来定制数据集

最简单的方法是将您的数据集进行转化，并组织成文件夹的形式。

如下的文件结构就是一个例子。

├── data
│   ├── my_dataset
│   │   ├── img_dir
│   │   │   ├── train
│   │   │   │   ├── xxx{img_suffix}
│   │   │   │   ├── yyy{img_suffix}
│   │   │   │   ├── zzz{img_suffix}
│   │   │   ├── val
│   │   ├── ann_dir
│   │   │   ├── train
│   │   │   │   ├── xxx{seg_map_suffix}
│   │   │   │   ├── yyy{seg_map_suffix}
│   │   │   │   ├── zzz{seg_map_suffix}
│   │   │   ├── val






一个训练对将由 img_dir/ann_dir 里同样首缀的文件组成。

有些数据集不会发布测试集或测试集的标注，如果没有测试集的标注，我们就无法在本地进行评估模型，因此我们在配置文件中将验证集设置为默认测试集。

关于如何构建自己的数据集或实现新的数据集类，请参阅数据集指南以获取更多详细信息。

注意： 标注是跟图像同样的形状 (H, W)，其中的像素值的范围是 [0, num_classes - 1]。
您也可以使用 pillow [https://pillow.readthedocs.io/en/stable/handbook/concepts.html#palette] 的 'P' 模式去创建包含颜色的标注。




通过混合数据去定制数据集

MMSegmentation 同样支持混合数据集去训练。
当前它支持拼接 (concat), 重复 (repeat) 和多图混合 (multi-image mix) 数据集。


重复数据集

我们使用 RepeatDataset 作为包装 (wrapper) 去重复数据集。
例如，假设原始数据集是 Dataset_A，为了重复它，配置文件如下：

dataset_A_train = dict(
    type='RepeatDataset',
    times=N,
    dataset=dict(  # 这是 Dataset_A 数据集的原始配置
        type='Dataset_A',
        ...
        pipeline=train_pipeline
    )
)








拼接数据集

如果要拼接不同的数据集，可以按如下方式连接数据集配置。

dataset_A_train = dict()
dataset_B_train = dict()
concatenate_dataset = dict(
    type='ConcatDataset',
    datasets=[dataset_A_train, dataset_B_train])





下面是一个更复杂的示例，它分别重复 Dataset_A 和 Dataset_B N 次和 M 次，然后连接重复的数据集。

dataset_A_train = dict(
    type='RepeatDataset',
    times=N,
    dataset=dict(
        type='Dataset_A',
        ...
        pipeline=train_pipeline
    )
)
dataset_A_val = dict(
    ...
    pipeline=test_pipeline
)
dataset_A_test = dict(
    ...
    pipeline=test_pipeline
)
dataset_B_train = dict(
    type='RepeatDataset',
    times=M,
    dataset=dict(
        type='Dataset_B',
        ...
        pipeline=train_pipeline
    )
)
train_dataloader = dict(
    dataset=dict(
        type='ConcatDataset',
        datasets=[dataset_A_train, dataset_B_train]))

val_dataloader = dict(dataset=dataset_A_val)
test_dataloader = dict(dataset=dataset_A_test)






您可以参考 mmengine 的基础数据集教程 [https://mmengine.readthedocs.io/zh_CN/latest/advanced_tutorials/basedataset.html]以了解更多详细信息




多图混合集

我们使用 MultiImageMixDataset 作为包装（wrapper）去混合多个数据集的图片。
MultiImageMixDataset可以被类似 mosaic 和 mixup 的多图混合数据増广使用。

MultiImageMixDataset 与 Mosaic 数据増广一起使用的例子：

train_pipeline = [
    dict(type='RandomMosaic', prob=1),
    dict(type='Resize', img_scale=(1024, 512), keep_ratio=True),
    dict(type='RandomFlip', prob=0.5),
    dict(type='PackSegInputs')
]

train_dataset = dict(
    type='MultiImageMixDataset',
    dataset=dict(
        type=dataset_type,
        reduce_zero_label=False,
        img_dir=data_root + "images/train",
        ann_dir=data_root + "annotations/train",
        pipeline=[
            dict(type='LoadImageFromFile'),
            dict(type='LoadAnnotations'),
        ]
    ),
    pipeline=train_pipeline
)
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新增数据增强


自定义数据增强

自定义数据增强必须继承 BaseTransform 并实现 transform 函数。这里我们使用一个简单的翻转变换作为示例：

import random
import mmcv
from mmcv.transforms import BaseTransform, TRANSFORMS

@TRANSFORMS.register_module()
class MyFlip(BaseTransform):
    def __init__(self, direction: str):
        super().__init__()
        self.direction = direction

    def transform(self, results: dict) -> dict:
        img = results['img']
        results['img'] = mmcv.imflip(img, direction=self.direction)
        return results





此外，新的类需要被导入。

from .my_pipeline import MyFlip





这样，我们就可以实例化一个 MyFlip 对象并使用它来处理数据字典。

import numpy as np

transform = MyFlip(direction='horizontal')
data_dict = {'img': np.random.rand(224, 224, 3)}
data_dict = transform(data_dict)
processed_img = data_dict['img']





或者，我们可以在配置文件中的数据流程中使用 MyFlip 变换。

pipeline = [
    ...
    dict(type='MyFlip', direction='horizontal'),
    ...
]





需要注意，如果要在配置文件中使用 MyFlip，必须确保在运行时导入了包含 MyFlip 的文件。
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新增评测指标


使用 MMSegmentation 的源代码进行开发

在这里，我们用 CustomMetric 作为例子来展示如何开发一个新的评测指标。


	创建一个新文件 mmseg/evaluation/metrics/custom_metric.py。

from typing import List, Sequence

from mmengine.evaluator import BaseMetric

from mmseg.registry import METRICS


@METRICS.register_module()
class CustomMetric(BaseMetric):

    def __init__(self, arg1, arg2):
        """
        The metric first processes each batch of data_samples and predictions,
        and appends the processed results to the results list. Then it
        collects all results together from all ranks if distributed training
        is used. Finally, it computes the metrics of the entire dataset.
        """

    def process(self, data_batch: dict, data_samples: Sequence[dict]) -> None:
        pass

    def compute_metrics(self, results: list) -> dict:
        pass

    def evaluate(self, size: int) -> dict:
        pass





在上面的示例中，CustomMetric 是 BaseMetric 的子类。它有三个方法：process，compute_metrics 和 evaluate。


	process() 处理一批数据样本和预测。处理后的结果需要显示地传给 self.results ，将在处理所有数据样本后用于计算指标。更多细节请参考 MMEngine 文档 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/design/evaluation.md]


	compute_metrics() 用于从处理后的结果中计算指标。


	evaluate() 是一个接口，用于计算指标并返回结果。它将由 ValLoop 或 TestLoop 在 Runner 中调用。在大多数情况下，您不需要重写此方法，但如果您想做一些额外的工作，可以重写它。




注意： 您可以在这里 [https://github.com/open-mmlab/mmengine/blob/main/mmengine/runner/loops.py#L366] 找到 Runner 调用 evaluate() 方法的过程。Runner 是训练和测试过程的执行器，您可以在训练引擎文档中找到有关它的详细信息。



	在 mmseg/evaluation/metrics/__init__.py 中导入新的指标。

from .custom_metric import CustomMetric
__all__ = ['CustomMetric', ...]







	在配置文件中设置新的评测指标

val_evaluator = dict(type='CustomMetric', arg1=xxx, arg2=xxx)
test_evaluator = dict(type='CustomMetric', arg1=xxx, arg2=xxx)












使用发布版本的 MMSegmentation 进行开发

上面的示例展示了如何使用 MMSegmentation 的源代码开发新指标。如果您想使用 MMSegmentation 的发布版本开发新指标，可以按照以下步骤操作。


	创建一个新文件 /Path/to/metrics/custom_metric.py，实现 process，compute_metrics 和 evaluate 方法，evaluate 方法是可选的。


	在代码或配置文件中导入新的指标。

from path.to.metrics import CustomMetric





或者

custom_imports = dict(imports=['/Path/to/metrics'], allow_failed_imports=False)

val_evaluator = dict(type='CustomMetric', arg1=xxx, arg2=xxx)
test_evaluator = dict(type='CustomMetric', arg1=xxx, arg2=xxx)
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自定义运行设定


实现自定义钩子


Step 1: 创建一个新的钩子

MMEngine 已实现了训练和测试常用的钩子 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/hook.md],
当有定制化需求时, 可以按照如下示例实现适用于自身训练需求的钩子, 例如想修改一个超参数 model.hyper_paramete 的值, 让它随着训练迭代次数而变化:

# Copyright (c) OpenMMLab. All rights reserved.
from typing import Optional, Sequence

from mmengine.hooks import Hook
from mmengine.model import is_model_wrapper

from mmseg.registry import HOOKS


@HOOKS.register_module()
class NewHook(Hook):
    """Docstring for NewHook.
    """

    def __init__(self, a: int, b: int) -> None:
        self.a = a
        self.b = b

    def before_train_iter(self,
                          runner,
                          batch_idx: int,
                          data_batch: Optional[Sequence[dict]] = None) -> None:
        cur_iter = runner.iter
        # 当模型被包在 wrapper 里时获取这个模型
        if is_model_wrapper(runner.model):
          model = runner.model.module
        model.hyper_parameter = self.a * cur_iter + self.b








Step 2: 导入一个新的钩子

为了让上面定义的模块可以被执行的程序发现, 这个模块需要先被导入主命名空间 (main namespace) 里面,
假设 NewHook 在 mmseg/engine/hooks/new_hook.py 里面, 有两种方式去实现它:


	修改 mmseg/engine/hooks/__init__.py 来导入它.
新定义的模块应该在 mmseg/engine/hooks/__init__.py 里面导入, 这样注册器可以发现并添加这个新的模块:




from .new_hook import NewHook

__all__ = [..., NewHook]






	在配置文件里使用 custom_imports 来手动导入它.




custom_imports = dict(imports=['mmseg.engine.hooks.new_hook'], allow_failed_imports=False)








Step 3: 修改配置文件

可以按照如下方式, 在训练或测试中配置并使用自定义的钩子. 不同钩子在同一位点的优先级可以参考这里 [https://github.com/open-mmlab/mmengine/blob/main/docs/zh_cn/tutorials/hook.md#%E5%86%85%E7%BD%AE%E9%92%A9%E5%AD%90], 自定义钩子如果没有指定优先, 默认是 NORMAL.

custom_hooks = [
    dict(type='NewHook', a=a_value, b=b_value, priority='ABOVE_NORMAL')
]










实现自定义优化器


Step 1: 创建一个新的优化器

如果增加一个叫作 MyOptimizer 的优化器, 它有参数 a, b 和 c. 推荐在 mmseg/engine/optimizers/my_optimizer.py 文件中实现

from mmseg.registry import OPTIMIZERS
from torch.optim import Optimizer


@OPTIMIZERS.register_module()
class MyOptimizer(Optimizer):

    def __init__(self, a, b, c)








Step 2: 导入一个新的优化器

为了让上面定义的模块可以被执行的程序发现, 这个模块需要先被导入主命名空间 (main namespace) 里面,
假设 MyOptimizer 在 mmseg/engine/optimizers/my_optimizer.py 里面, 有两种方式去实现它:


	修改 mmseg/engine/optimizers/__init__.py 来导入它.
新定义的模块应该在 mmseg/engine/optimizers/__init__.py 里面导入, 这样注册器可以发现并添加这个新的模块:




from .my_optimizer import MyOptimizer






	在配置文件里使用 custom_imports 来手动导入它.




custom_imports = dict(imports=['mmseg.engine.optimizers.my_optimizer'], allow_failed_imports=False)








Step 3: 修改配置文件

随后需要修改配置文件 optim_wrapper 里的 optimizer 参数, 如果要使用你自己的优化器 MyOptimizer, 字段可以被修改成:

optim_wrapper = dict(type='OptimWrapper',
                     optimizer=dict(type='MyOptimizer',
                                    a=a_value, b=b_value, c=c_value),
                     clip_grad=None)










实现自定义优化器封装构造器


Step 1: 创建一个新的优化器封装构造器

构造器可以用来创建优化器, 优化器包, 以及自定义模型网络不同层的超参数. 一些模型的优化器可能会根据特定的参数而调整, 例如 BatchNorm 层的 weight decay. 使用者可以通过自定义优化器构造器来精细化设定不同参数的优化策略.

from mmengine.optim import DefaultOptimWrapperConstructor
from mmseg.registry import OPTIM_WRAPPER_CONSTRUCTORS

@OPTIM_WRAPPER_CONSTRUCTORS.register_module()
class LearningRateDecayOptimizerConstructor(DefaultOptimWrapperConstructor):
    def __init__(self, optim_wrapper_cfg, paramwise_cfg=None):

    def __call__(self, model):

        return my_optimizer





默认的优化器构造器在这里 [https://github.com/open-mmlab/mmengine/blob/main/mmengine/optim/optimizer/default_constructor.py#L19] 被实现, 它也可以用来作为新的优化器构造器的模板.




Step 2: 导入一个新的优化器封装构造器

为了让上面定义的模块可以被执行的程序发现, 这个模块需要先被导入主命名空间 (main namespace) 里面, 假设 MyOptimizerConstructor 在 mmseg/engine/optimizers/my_optimizer_constructor.py 里面, 有两种方式去实现它:


	修改 mmseg/engine/optimizers/__init__.py 来导入它.
新定义的模块应该在 mmseg/engine/optimizers/__init__.py 里面导入, 这样注册器可以发现并添加这个新的模块:




from .my_optimizer_constructor import MyOptimizerConstructor






	在配置文件里使用 custom_imports 来手动导入它.




custom_imports = dict(imports=['mmseg.engine.optimizers.my_optimizer_constructor'], allow_failed_imports=False)








Step 3: 修改配置文件

随后需要修改配置文件 optim_wrapper  里的 constructor 参数, 如果要使用你自己的优化器封装构造器 MyOptimizerConstructor, 字段可以被修改成:

optim_wrapper = dict(type='OptimWrapper',
                     constructor='MyOptimizerConstructor',
                     clip_grad=None)
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从 MMSegmentation 0.x 迁移


引言

本指南介绍了 MMSegmentation 0.x 和 MMSegmentation1.x 在表现和 API 方面的基本区别，以及这些与迁移过程的关系。




新的依赖

MMSegmentation 1.x 依赖于一些新的软件包，您可以准备一个新的干净环境，然后根据安装教程重新安装。

或手动安装以下软件包。


	MMEngine [https://github.com/open-mmlab/mmengine]：MMEngine 是 OpenMMLab 2.0 架构的核心，我们将许多与计算机视觉无关的内容从 MMCV 拆分到 MMEngine 中。


	MMCV [https://github.com/open-mmlab/mmcv]：OpenMMLab 的计算机视觉包。这不是一个新的依赖，但您需要将其升级到 2.0.0 或以上的版本。


	MMClassification [https://github.com/open-mmlab/mmclassification]（可选）：OpenMMLab 的图像分类工具箱和基准。这不是一个新的依赖，但您需要将其升级到 1.0.0rc6 版本。


	MMDetection [https://github.com/open-mmlab/mmdetection](可选): OpenMMLab 的目标检测工具箱和基准。这不是一个新的依赖，但您需要将其升级到 3.0.0 或以上的版本。







启动训练

OpenMMLab 2.0 的主要改进是发布了 MMEngine，它为启动训练任务的统一接口提供了通用且强大的执行器。

与 MMSeg 0.x 相比，MMSeg 1.x 在 tools/train.py 中提供的命令行参数更少



	功能
	原版
	新版



	加载预训练模型
	--load_from=$CHECKPOINT
	--cfg-options load_from=$CHECKPOINT



	从特定检查点恢复训练
	--resume-from=$CHECKPOINT
	--resume=$CHECKPOINT



	从最新的检查点恢复训练
	--auto-resume
	--resume='auto'



	训练期间是否不评估检查点
	--no-validate
	--cfg-options val_cfg=None val_dataloader=None val_evaluator=None



	指定训练设备
	--gpu-id=$DEVICE_ID
	-



	是否为不同进程设置不同的种子
	--diff-seed
	--cfg-options randomness.diff_rank_seed=True


	是否为 CUDNN 后端设置确定性选项
	--deterministic
	--cfg-options randomness.deterministic=True





测试启动

与训练启动类似，MMSegmentation 1.x 的测试启动脚本在 tools/test.py 中仅提供关键命令行参数，以下是测试启动脚本的区别，更多关于测试启动的细节请参考这里。



	功能
	0.x
	1.x



	指定评测指标
	--eval mIoU
	--cfg-options test_evaluator.type=IoUMetric



	测试时数据增强
	--aug-test
	--tta



	测试时是否只保存预测结果不计算评测指标
	--format-only
	--cfg-options test_evaluator.format_only=True







配置文件


模型设置

model.backend、model.neck、model.decode_head 和 model.loss 字段没有更改。

添加 model.data_preprocessor 字段以配置 DataPreProcessor，包括：


	mean（Sequence，可选）：R、G、B 通道的像素平均值。默认为 None。


	std（Sequence，可选）：R、G、B 通道的像素标准差。默认为 None。


	size（Sequence，可选）：固定的填充大小。


	size_divisor（int，可选）：填充图像可以被当前值整除。


	seg_pad_val（float，可选）：分割图的填充值。默认值：255。


	padding_mode（str）：填充类型。默认值：’constant’。


	constant：常量值填充，值由 pad_val 指定。






	bgr_to_rgb（bool）：是否将图像从 BGR 转换为 RGB。默认为 False。


	rgb_to_bgr（bool）：是否将图像从 RGB 转换为 BGR。默认为 False。




注：
有关详细信息，请参阅模型文档。




数据集设置

data 的更改：

原版 data 字段被拆分为 train_dataloader、val_dataloader 和 test_dataloader，允许我们以细粒度配置它们。例如，您可以在训练和测试期间指定不同的采样器和批次大小。
samples_per_gpu 重命名为 batch_size。
workers_per_gpu 重命名为 num_workers。



	原版
	
data = dict(
    samples_per_gpu=4,
    workers_per_gpu=4,
    train=dict(...),
    val=dict(...),
    test=dict(...),
)







	新版
	
train_dataloader = dict(
    batch_size=4,
    num_workers=4,
    dataset=dict(...),
    sampler=dict(type='DefaultSampler', shuffle=True)  # 必须
)

val_dataloader = dict(
    batch_size=4,
    num_workers=4,
    dataset=dict(...),
    sampler=dict(type='DefaultSampler', shuffle=False)  # 必须
)

test_dataloader = val_dataloader
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包结构更改

本节包含您对 MMSeg 0.x 和 1.x 之间的变化可能感到好奇的内容。



	MMSegmentation 0.x
	MMSegmentation 1.x



	mmseg.api
	mmseg.api
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mmseg.apis




mmseg.datasets


datasets




transforms






mmseg.engine


hooks


	
class mmseg.engine.hooks.SegVisualizationHook(draw: bool = False, interval: int = 50, show: bool = False, wait_time: float = 0.0, backend_args: Optional[dict] = None)

	Segmentation Visualization Hook. Used to visualize validation and
testing process prediction results.

In the testing phase:


	
	If show is True, it means that only the prediction results are
	visualized without storing data, so vis_backends needs to
be excluded.










	参数

	
	draw (bool) – whether to draw prediction results. If it is False,
it means that no drawing will be done. Defaults to False.


	interval (int) – The interval of visualization. Defaults to 50.


	show (bool) – Whether to display the drawn image. Default to False.


	wait_time (float) – The interval of show (s). Defaults to 0.


	backend_args (dict, Optional) – Arguments to instantiate a file backend.
See https://mmengine.readthedocs.io/en/latest/api/fileio.htm
for details. Defaults to None.
Notes: mmcv>=2.0.0rc4, mmengine>=0.2.0 required.









	
after_test_iter(runner: mmengine.runner.runner.Runner, batch_idx: int, data_batch: dict, outputs: Sequence[mmseg.structures.seg_data_sample.SegDataSample]) → None

	Run after every testing iterations.


	参数

	
	runner (Runner) – The runner of the testing process.


	batch_idx (int) – The index of the current batch in the val loop.


	data_batch (dict) – Data from dataloader.


	outputs (Sequence[SegDataSample]) – A batch of data samples
that contain annotations and predictions.













	
after_val_iter(runner: mmengine.runner.runner.Runner, batch_idx: int, data_batch: dict, outputs: Sequence[mmseg.structures.seg_data_sample.SegDataSample]) → None

	Run after every self.interval validation iterations.


	参数

	
	runner (Runner) – The runner of the validation process.


	batch_idx (int) – The index of the current batch in the val loop.


	data_batch (dict) – Data from dataloader.


	outputs (Sequence[SegDataSample]]) – A batch of data samples
that contain annotations and predictions.



















optimizers


	
class mmseg.engine.optimizers.ForceDefaultOptimWrapperConstructor(optim_wrapper_cfg: dict, paramwise_cfg: Optional[dict] = None)

	Default constructor with forced optimizer settings.

This constructor extends the default constructor to add an option for
forcing default optimizer settings. This is useful for ensuring that
certain parameters or layers strictly adhere to pre-defined default
settings, regardless of any custom settings specified.

By default, each parameter share the same optimizer settings, and we
provide an argument paramwise_cfg to specify parameter-wise settings.
It is a dict and may contain various fields like ‘custom_keys’,
‘bias_lr_mult’, etc., as well as the additional field
force_default_settings which allows for enforcing default settings on
optimizer parameters.


	custom_keys (dict): Specified parameters-wise settings by keys. If
one of the keys in custom_keys is a substring of the name of one
parameter, then the setting of the parameter will be specified by
custom_keys[key] and other setting like bias_lr_mult etc. will
be ignored. It should be noted that the aforementioned key is the
longest key that is a substring of the name of the parameter. If there
are multiple matched keys with the same length, then the key with lower
alphabet order will be chosen.
custom_keys[key] should be a dict and may contain fields lr_mult
and decay_mult. See Example 2 below.


	bias_lr_mult (float): It will be multiplied to the learning
rate for all bias parameters (except for those in normalization
layers and offset layers of DCN).


	bias_decay_mult (float): It will be multiplied to the weight
decay for all bias parameters (except for those in
normalization layers, depthwise conv layers, offset layers of DCN).


	norm_decay_mult (float): It will be multiplied to the weight
decay for all weight and bias parameters of normalization
layers.


	flat_decay_mult (float): It will be multiplied to the weight
decay for all one-dimensional parameters


	dwconv_decay_mult (float): It will be multiplied to the weight
decay for all weight and bias parameters of depthwise conv
layers.


	dcn_offset_lr_mult (float): It will be multiplied to the learning
rate for parameters of offset layer in the deformable convs
of a model.


	bypass_duplicate (bool): If true, the duplicate parameters
would not be added into optimizer. Defaults to False.


	force_default_settings (bool): If true, this will override any
custom settings defined by custom_keys and enforce the use of
default settings for optimizer parameters like bias_lr_mult.
This is particularly useful when you want to ensure that certain layers
or parameters adhere strictly to the pre-defined default settings.





注解

1. If the option dcn_offset_lr_mult is used, the constructor will
override the effect of bias_lr_mult in the bias of offset layer.
So be careful when using both bias_lr_mult and
dcn_offset_lr_mult. If you wish to apply both of them to the offset
layer in deformable convs, set dcn_offset_lr_mult to the original
dcn_offset_lr_mult * bias_lr_mult.

2. If the option dcn_offset_lr_mult is used, the constructor will
apply it to all the DCN layers in the model. So be careful when the
model contains multiple DCN layers in places other than backbone.

3. When the option force_default_settings is true, it will override
any custom settings provided in custom_keys. This ensures that the
default settings for the optimizer parameters are used.




	参数

	
	optim_wrapper_cfg (dict) – The config dict of the optimizer wrapper.

Required fields of optim_wrapper_cfg are


	type: class name of the OptimizerWrapper


	optimizer: The configuration of optimizer.




Optional fields of optim_wrapper_cfg are


	any arguments of the corresponding optimizer wrapper type,
e.g., accumulative_counts, clip_grad, etc.




Required fields of optimizer are


	type: class name of the optimizer.




Optional fields of optimizer are


	any arguments of the corresponding optimizer type, e.g.,
lr, weight_decay, momentum, etc.







	paramwise_cfg (dict, optional) – Parameter-wise options.









	Example 1:
	>>> model = torch.nn.modules.Conv1d(1, 1, 1)
>>> optim_wrapper_cfg = dict(
>>>     dict(type='OptimWrapper', optimizer=dict(type='SGD', lr=0.01,
>>>         momentum=0.9, weight_decay=0.0001))
>>> paramwise_cfg = dict(norm_decay_mult=0.)
>>> optim_wrapper_builder = DefaultOptimWrapperConstructor(
>>>     optim_wrapper_cfg, paramwise_cfg)
>>> optim_wrapper = optim_wrapper_builder(model)







	Example 2:
	>>> # assume model have attribute model.backbone and model.cls_head
>>> optim_wrapper_cfg = dict(type='OptimWrapper', optimizer=dict(
>>>     type='SGD', lr=0.01, weight_decay=0.95))
>>> paramwise_cfg = dict(custom_keys={
>>>     'backbone': dict(lr_mult=0.1, decay_mult=0.9)})
>>> optim_wrapper_builder = DefaultOptimWrapperConstructor(
>>>     optim_wrapper_cfg, paramwise_cfg)
>>> optim_wrapper = optim_wrapper_builder(model)
>>> # Then the `lr` and `weight_decay` for model.backbone is
>>> # (0.01 * 0.1, 0.95 * 0.9). `lr` and `weight_decay` for
>>> # model.cls_head is (0.01, 0.95).










	
add_params(params: List[dict], module: torch.nn.modules.module.Module, prefix: str = '', is_dcn_module: Optional[Union[int, float]] = None) → None

	Add all parameters of module to the params list.

The parameters of the given module will be added to the list of param
groups, with specific rules defined by paramwise_cfg.


	参数

	
	params (list[dict]) – A list of param groups, it will be modified
in place.


	module (nn.Module) – The module to be added.


	prefix (str) – The prefix of the module


	is_dcn_module (int|float|None) – If the current module is a
submodule of DCN, is_dcn_module will be passed to
control conv_offset layer’s learning rate. Defaults to None.

















	
class mmseg.engine.optimizers.LayerDecayOptimizerConstructor(optim_wrapper_cfg, paramwise_cfg)

	Different learning rates are set for different layers of backbone.

Note: Currently, this optimizer constructor is built for BEiT,
and it will be deprecated.
Please use LearningRateDecayOptimizerConstructor instead.






	
class mmseg.engine.optimizers.LearningRateDecayOptimizerConstructor(optim_wrapper_cfg: dict, paramwise_cfg: Optional[dict] = None)

	Different learning rates are set for different layers of backbone.

Note: Currently, this optimizer constructor is built for ConvNeXt,
BEiT and MAE.


	
add_params(params, module, **kwargs)

	Add all parameters of module to the params list.

The parameters of the given module will be added to the list of param
groups, with specific rules defined by paramwise_cfg.


	参数

	
	params (list[dict]) – A list of param groups, it will be modified
in place.


	module (nn.Module) – The module to be added.





















mmseg.evaluation


metrics


	
class mmseg.evaluation.metrics.CityscapesMetric(output_dir: str, ignore_index: int = 255, format_only: bool = False, keep_results: bool = False, collect_device: str = 'cpu', prefix: Optional[str] = None, **kwargs)

	Cityscapes evaluation metric.


	参数

	
	output_dir (str) – The directory for output prediction


	ignore_index (int) – Index that will be ignored in evaluation.
Default: 255.


	format_only (bool) – Only format result for results commit without
perform evaluation. It is useful when you want to format the result
to a specific format and submit it to the test server.
Defaults to False.


	keep_results (bool) – Whether to keep the results. When format_only
is True, keep_results must be True. Defaults to False.


	collect_device (str) – Device name used for collecting results from
different ranks during distributed training. Must be ‘cpu’ or
‘gpu’. Defaults to ‘cpu’.


	prefix (str, optional) – The prefix that will be added in the metric
names to disambiguate homonymous metrics of different evaluators.
If prefix is not provided in the argument, self.default_prefix
will be used instead. Defaults to None.









	
compute_metrics(results: list) → Dict[str, float]

	Compute the metrics from processed results.


	参数

	results (list) – Testing results of the dataset.



	返回

	float]: Cityscapes evaluation results.



	返回类型

	dict[str










	
process(data_batch: dict, data_samples: Sequence[dict]) → None

	Process one batch of data and data_samples.

The processed results should be stored in self.results, which will
be used to computed the metrics when all batches have been processed.


	参数

	
	data_batch (dict) – A batch of data from the dataloader.


	data_samples (Sequence[dict]) – A batch of outputs from the model.

















	
class mmseg.evaluation.metrics.DepthMetric(depth_metrics: Optional[List[str]] = None, min_depth_eval: float = 0.0, max_depth_eval: float = inf, crop_type: Optional[str] = None, depth_scale_factor: float = 1.0, collect_device: str = 'cpu', output_dir: Optional[str] = None, format_only: bool = False, prefix: Optional[str] = None, **kwargs)

	Depth estimation evaluation metric.


	参数

	
	depth_metrics (List[str], optional) – List of metrics to compute. If
not specified, defaults to all metrics in self.METRICS.


	min_depth_eval (float) – Minimum depth value for evaluation.
Defaults to 0.0.


	max_depth_eval (float) – Maximum depth value for evaluation.
Defaults to infinity.


	crop_type (str, optional) – Specifies the type of cropping to be used
during evaluation. This option can affect how the evaluation mask
is generated. Currently, ‘nyu_crop’ is supported, but other
types can be added in future. Defaults to None if no cropping
should be applied.


	depth_scale_factor (float) – Factor to scale the depth values.
Defaults to 1.0.


	collect_device (str) – Device name used for collecting results from
different ranks during distributed training. Must be ‘cpu’ or
‘gpu’. Defaults to ‘cpu’.


	output_dir (str) – The directory for output prediction. Defaults to
None.


	format_only (bool) – Only format result for results commit without
perform evaluation. It is useful when you want to save the result
to a specific format and submit it to the test server.
Defaults to False.


	prefix (str, optional) – The prefix that will be added in the metric
names to disambiguate homonymous metrics of different evaluators.
If prefix is not provided in the argument, self.default_prefix
will be used instead. Defaults to None.









	
compute_metrics(results: list) → Dict[str, float]

	Compute the metrics from processed results.


	参数

	results (list) – The processed results of each batch.



	返回

	
	The computed metrics. The keys are the names of
	the metrics, and the values are corresponding results. The keys
are identical with self.metrics.









	返回类型

	Dict[str, float]










	
process(data_batch: dict, data_samples: Sequence[dict]) → None

	Process one batch of data and data_samples.

The processed results should be stored in self.results, which will
be used to compute the metrics when all batches have been processed.


	参数

	
	data_batch (dict) – A batch of data from the dataloader.


	data_samples (Sequence[dict]) – A batch of outputs from the model.

















	
class mmseg.evaluation.metrics.IoUMetric(ignore_index: int = 255, iou_metrics: List[str] = ['mIoU'], nan_to_num: Optional[int] = None, beta: int = 1, collect_device: str = 'cpu', output_dir: Optional[str] = None, format_only: bool = False, prefix: Optional[str] = None, **kwargs)

	IoU evaluation metric.


	参数

	
	ignore_index (int) – Index that will be ignored in evaluation.
Default: 255.


	iou_metrics (list[str] | str) – Metrics to be calculated, the options
includes ‘mIoU’, ‘mDice’ and ‘mFscore’.


	nan_to_num (int, optional) – If specified, NaN values will be replaced
by the numbers defined by the user. Default: None.


	beta (int) – Determines the weight of recall in the combined score.
Default: 1.


	collect_device (str) – Device name used for collecting results from
different ranks during distributed training. Must be ‘cpu’ or
‘gpu’. Defaults to ‘cpu’.


	output_dir (str) – The directory for output prediction. Defaults to
None.


	format_only (bool) – Only format result for results commit without
perform evaluation. It is useful when you want to save the result
to a specific format and submit it to the test server.
Defaults to False.


	prefix (str, optional) – The prefix that will be added in the metric
names to disambiguate homonymous metrics of different evaluators.
If prefix is not provided in the argument, self.default_prefix
will be used instead. Defaults to None.









	
compute_metrics(results: list) → Dict[str, float]

	Compute the metrics from processed results.


	参数

	results (list) – The processed results of each batch.



	返回

	
	The computed metrics. The keys are the names of
	the metrics, and the values are corresponding results. The key
mainly includes aAcc, mIoU, mAcc, mDice, mFscore, mPrecision,
mRecall.









	返回类型

	Dict[str, float]










	
static intersect_and_union(pred_label: torch._VariableFunctionsClass.tensor, label: torch._VariableFunctionsClass.tensor, num_classes: int, ignore_index: int)

	Calculate Intersection and Union.


	参数

	
	pred_label (torch.tensor) – Prediction segmentation map
or predict result filename. The shape is (H, W).


	label (torch.tensor) – Ground truth segmentation map
or label filename. The shape is (H, W).


	num_classes (int) – Number of categories.


	ignore_index (int) – Index that will be ignored in evaluation.






	返回

	
	The intersection of prediction and ground truth
	histogram on all classes.



	torch.Tensor: The union of prediction and ground truth histogram on
	all classes.





torch.Tensor: The prediction histogram on all classes.
torch.Tensor: The ground truth histogram on all classes.





	返回类型

	torch.Tensor










	
process(data_batch: dict, data_samples: Sequence[dict]) → None

	Process one batch of data and data_samples.

The processed results should be stored in self.results, which will
be used to compute the metrics when all batches have been processed.


	参数

	
	data_batch (dict) – A batch of data from the dataloader.


	data_samples (Sequence[dict]) – A batch of outputs from the model.













	
static total_area_to_metrics(total_area_intersect: numpy.ndarray, total_area_union: numpy.ndarray, total_area_pred_label: numpy.ndarray, total_area_label: numpy.ndarray, metrics: List[str] = ['mIoU'], nan_to_num: Optional[int] = None, beta: int = 1)

	Calculate evaluation metrics
:param total_area_intersect: The intersection of prediction


and ground truth histogram on all classes.





	参数

	
	total_area_union (np.ndarray) – The union of prediction and ground
truth histogram on all classes.


	total_area_pred_label (np.ndarray) – The prediction histogram on
all classes.


	total_area_label (np.ndarray) – The ground truth histogram on
all classes.


	metrics (List[str] | str) – Metrics to be evaluated, ‘mIoU’ and
‘mDice’.


	nan_to_num (int, optional) – If specified, NaN values will be
replaced by the numbers defined by the user. Default: None.


	beta (int) – Determines the weight of recall in the combined score.
Default: 1.






	返回

	
	per category evaluation metrics,
	shape (num_classes, ).









	返回类型

	Dict[str, np.ndarray]


















mmseg.models


backbones




decode_heads




segmentors




losses




necks




utils






mmseg.structures


structures


	
class mmseg.structures.BasePixelSampler(**kwargs)

	Base class of pixel sampler.


	
abstract sample(seg_logit, seg_label)

	Placeholder for sample function.










	
class mmseg.structures.OHEMPixelSampler(context, thresh=None, min_kept=100000)

	Online Hard Example Mining Sampler for segmentation.


	参数

	
	context (nn.Module) – The context of sampler, subclass of
BaseDecodeHead.


	thresh (float, optional) – The threshold for hard example selection.
Below which, are prediction with low confidence. If not
specified, the hard examples will be pixels of top min_kept
loss. Default: None.


	min_kept (int, optional) – The minimum number of predictions to keep.
Default: 100000.









	
sample(seg_logit, seg_label)

	Sample pixels that have high loss or with low prediction confidence.


	参数

	
	seg_logit (torch.Tensor) – segmentation logits, shape (N, C, H, W)


	seg_label (torch.Tensor) – segmentation label, shape (N, 1, H, W)






	返回

	segmentation weight, shape (N, H, W)



	返回类型

	torch.Tensor














	
class mmseg.structures.SegDataSample(*, metainfo: Optional[dict] = None, **kwargs)

	A data structure interface of MMSegmentation. They are used as
interfaces between different components.

The attributes in SegDataSample are divided into several parts:



	``gt_sem_seg``(PixelData): Ground truth of semantic segmentation.


	``pred_sem_seg``(PixelData): Prediction of semantic segmentation.


	``seg_logits``(PixelData): Predicted logits of semantic segmentation.







实际案例

>>> import torch
>>> import numpy as np
>>> from mmengine.structures import PixelData
>>> from mmseg.structures import SegDataSample





>>> data_sample = SegDataSample()
>>> img_meta = dict(img_shape=(4, 4, 3),
...                 pad_shape=(4, 4, 3))
>>> gt_segmentations = PixelData(metainfo=img_meta)
>>> gt_segmentations.data = torch.randint(0, 2, (1, 4, 4))
>>> data_sample.gt_sem_seg = gt_segmentations
>>> assert 'img_shape' in data_sample.gt_sem_seg.metainfo_keys()
>>> data_sample.gt_sem_seg.shape
(4, 4)
>>> print(data_sample)






<SegDataSample(


META INFORMATION

DATA FIELDS
gt_sem_seg: <PixelData(



META INFORMATION
img_shape: (4, 4, 3)
pad_shape: (4, 4, 3)

DATA FIELDS
data: tensor([[[1, 1, 1, 0],


[1, 0, 1, 1],
[1, 1, 1, 1],
[0, 1, 0, 1]]])







) at 0x1c2b4156460>







) at 0x1c2aae44d60>

>>> data_sample = SegDataSample()
>>> gt_sem_seg_data = dict(sem_seg=torch.rand(1, 4, 4))
>>> gt_sem_seg = PixelData(**gt_sem_seg_data)
>>> data_sample.gt_sem_seg = gt_sem_seg
>>> assert 'gt_sem_seg' in data_sample
>>> assert 'sem_seg' in data_sample.gt_sem_seg













	
mmseg.structures.build_pixel_sampler(cfg, **default_args)

	Build pixel sampler for segmentation map.








sampler


	
class mmseg.structures.sampler.BasePixelSampler(**kwargs)

	Base class of pixel sampler.


	
abstract sample(seg_logit, seg_label)

	Placeholder for sample function.










	
class mmseg.structures.sampler.OHEMPixelSampler(context, thresh=None, min_kept=100000)

	Online Hard Example Mining Sampler for segmentation.


	参数

	
	context (nn.Module) – The context of sampler, subclass of
BaseDecodeHead.


	thresh (float, optional) – The threshold for hard example selection.
Below which, are prediction with low confidence. If not
specified, the hard examples will be pixels of top min_kept
loss. Default: None.


	min_kept (int, optional) – The minimum number of predictions to keep.
Default: 100000.









	
sample(seg_logit, seg_label)

	Sample pixels that have high loss or with low prediction confidence.


	参数

	
	seg_logit (torch.Tensor) – segmentation logits, shape (N, C, H, W)


	seg_label (torch.Tensor) – segmentation label, shape (N, 1, H, W)






	返回

	segmentation weight, shape (N, H, W)



	返回类型

	torch.Tensor














	
mmseg.structures.sampler.build_pixel_sampler(cfg, **default_args)

	Build pixel sampler for segmentation map.
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标准与模型库


共同设定


	我们默认使用 4 卡分布式训练


	所有 PyTorch 风格的 ImageNet 预训练网络由我们自己训练，和 论文 [https://arxiv.org/pdf/1812.01187.pdf] 保持一致。
我们的 ResNet 网络是基于 ResNetV1c 的变种，在这里输入层的 7x7 卷积被 3个 3x3 取代


	为了在不同的硬件上保持一致，我们以 torch.cuda.max_memory_allocated() 的最大值作为 GPU 占用率，同时设置 torch.backends.cudnn.benchmark=False。
注意，这通常比 nvidia-smi 显示的要少


	我们以网络 forward 和后处理的时间加和作为推理时间，除去数据加载时间。我们使用脚本 tools/benchmark.py 来获取推理时间，它在 torch.backends.cudnn.benchmark=False 的设定下，计算 200 张图片的平均推理时间


	在框架中，有两种推理模式


	slide 模式（滑动模式）：测试的配置文件字段 test_cfg 会是 dict(mode='slide', crop_size=(769, 769), stride=(513, 513)).
在这个模式下，从原图中裁剪多个小图分别输入网络中进行推理。小图的大小和小图之间的距离由 crop_size 和 stride 决定，重合区域会进行平均


	whole 模式 （全图模式）：测试的配置文件字段 test_cfg 会是 dict(mode='whole'). 在这个模式下，全图会被直接输入到网络中进行推理。
对于 769x769 下训练的模型，我们默认使用 slide 进行推理，其余模型用 whole 进行推理






	对于输入大小为 8x+1 （比如769），我们使用 align_corners=True。其余情况，对于输入大小为 8x (比如 512，1024)，我们使用 align_corners=False







基线


FCN

请参考 FCN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/fcn] 获得详细信息。




PSPNet

请参考 PSPNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/pspnet] 获得详细信息。




DeepLabV3

请参考 DeepLabV3 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/deeplabv3] 获得详细信息。




PSANet

请参考 PSANet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/psanet] 获得详细信息。




DeepLabV3+

请参考 DeepLabV3+ [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/deeplabv3plus] 获得详细信息。




UPerNet

请参考 UPerNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/upernet] 获得详细信息。




NonLocal Net

请参考 NonLocal Net [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/nlnet] 获得详细信息。




EncNet

请参考 EncNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/encnet] 获得详细信息。




CCNet

请参考 CCNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/ccnet] 获得详细信息。




DANet

请参考 DANet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/danet] 获得详细信息。




APCNet

请参考 APCNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/apcnet] 获得详细信息。




HRNet

请参考 HRNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/hrnet] 获得详细信息。




GCNet

请参考 GCNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/gcnet] 获得详细信息。




DMNet

请参考 DMNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/dmnet] 获得详细信息。




ANN

请参考 ANN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/ann] 获得详细信息。




OCRNet

请参考 OCRNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/ocrnet] 获得详细信息。




Fast-SCNN

请参考 Fast-SCNN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/fastscnn] 获得详细信息。




ResNeSt

请参考 ResNeSt [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/resnest] 获得详细信息。




Semantic FPN

请参考 Semantic FPN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/semfpn] 获得详细信息。




PointRend

请参考 PointRend [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/point_rend] 获得详细信息。




MobileNetV2

请参考 MobileNetV2 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/mobilenet_v2] 获得详细信息。




MobileNetV3

请参考 MobileNetV3 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/mobilenet_v3] 获得详细信息。




EMANet

请参考 EMANet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/emanet] 获得详细信息。




DNLNet

请参考 DNLNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/dnlnet] 获得详细信息。




CGNet

请参考 CGNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/cgnet] 获得详细信息。




Mixed Precision (FP16) Training

请参考 Mixed Precision (FP16) Training 在 BiSeNetV2 训练的样例 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/bisenetv2/bisenetv2_fcn_fp16_4x4_1024x1024_160k_cityscapes.py] 获得详细信息。






速度标定（待更新）


硬件


	8 NVIDIA Tesla V100 (32G) GPUs


	Intel(R) Xeon(R) Gold 6148 CPU @ 2.40GHz







软件环境


	Python 3.7


	PyTorch 1.5


	CUDA 10.1


	CUDNN 7.6.03


	NCCL 2.4.08







训练速度

为了公平比较，我们全部使用 ResNet-101V1c 进行标定。输入大小为 1024x512，批量样本数为 2。

训练速度如下表，指标为每次迭代的时间，以秒为单位，越低越快。




	Implementation
	PSPNet (s/iter)
	DeepLabV3+ (s/iter)





	MMSegmentation
	0.83
	0.85



	SegmenTron
	0.84
	0.85



	CASILVision
	1.15
	N/A



	vedaseg
	0.95
	1.25





注意：DeepLabV3+ 的输出步长为 8。
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模型库统计数据


	论文数量: 53


	ABSTRACT: 1


	ALGORITHM: 41


	BACKBONE: 11






	模型数量: 628


	[ALGORITHM] ANN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/ann] (16 ckpts)


	[ALGORITHM] APCNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/apcnet] (12 ckpts)


	[BACKBONE] BEiT [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/beit] (2 ckpts)


	[ALGORITHM] BiSeNetV1 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/bisenetv1] (11 ckpts)


	[ALGORITHM] BiSeNetV2 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/bisenetv2] (4 ckpts)


	[ALGORITHM] CCNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/ccnet] (16 ckpts)


	[ALGORITHM] CGNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/cgnet] (2 ckpts)


	[BACKBONE] ConvNeXt [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/convnext] (6 ckpts)


	[ALGORITHM] DANet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/danet] (16 ckpts)


	[ALGORITHM] DDRNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/ddrnet] (2 ckpts)


	[ALGORITHM] DeepLabV3 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/deeplabv3] (41 ckpts)


	[ALGORITHM] DeepLabV3+ [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/deeplabv3plus] (43 ckpts)


	[ALGORITHM] DMNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/dmnet] (12 ckpts)


	[ALGORITHM] DNLNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/dnlnet] (12 ckpts)


	[ALGORITHM] DPT [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/dpt] (1 ckpts)


	[ABSTRACT] DSDL: Standard Description Language for DataSet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/dsdl] (2 ckpts)


	[ALGORITHM] EMANet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/emanet] (4 ckpts)


	[ALGORITHM] EncNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/encnet] (12 ckpts)


	[ALGORITHM] ERFNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/erfnet] (1 ckpts)


	[ALGORITHM] FastFCN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/fastfcn] (12 ckpts)


	[ALGORITHM] Fast-SCNN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/fastscnn] (1 ckpts)


	[ALGORITHM] FCN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/fcn] (41 ckpts)


	[ALGORITHM] GCNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/gcnet] (16 ckpts)


	[BACKBONE] HRNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/hrnet] (37 ckpts)


	[ALGORITHM] ICNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/icnet] (12 ckpts)


	[ALGORITHM] ISANet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/isanet] (16 ckpts)


	[ALGORITHM] K-Net [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/knet] (7 ckpts)


	[BACKBONE] MAE [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/mae] (1 ckpts)


	[ALGORITHM] Mask2Former [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/mask2former] (13 ckpts)


	[ALGORITHM] MaskFormer [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/maskformer] (4 ckpts)


	[BACKBONE] MobileNetV2 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/mobilenet_v2] (8 ckpts)


	[BACKBONE] MobileNetV3 [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/mobilenet_v3] (4 ckpts)


	[ALGORITHM] NonLocal Net [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/nonlocal_net] (16 ckpts)


	[ALGORITHM] OCRNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/ocrnet] (24 ckpts)


	[ALGORITHM] PIDNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/pidnet] (3 ckpts)


	[ALGORITHM] PointRend [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/point_rend] (4 ckpts)


	[BACKBONE] PoolFormer [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/poolformer] (5 ckpts)


	[ALGORITHM] PSANet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/psanet] (16 ckpts)


	[ALGORITHM] PSPNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/pspnet] (54 ckpts)


	[BACKBONE] ResNeSt [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/resnest] (8 ckpts)


	[ALGORITHM] SAN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/san] (2 ckpts)


	[ALGORITHM] SegFormer [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/segformer] (13 ckpts)


	[ALGORITHM] Segmenter [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/segmenter] (5 ckpts)


	[ALGORITHM] SegNeXt [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/segnext] (4 ckpts)


	[ALGORITHM] Semantic FPN [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/sem_fpn] (4 ckpts)


	[ALGORITHM] SETR [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/setr] (7 ckpts)


	[ALGORITHM] STDC [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/stdc] (4 ckpts)


	[BACKBONE] Swin Transformer [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/swin] (6 ckpts)


	[BACKBONE] Twins [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/twins] (12 ckpts)


	[ALGORITHM] UNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/unet] (25 ckpts)


	[ALGORITHM] UPerNet [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/upernet] (16 ckpts)


	[BACKBONE] Vision Transformer [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/vit] (11 ckpts)


	[ALGORITHM] VPD [https://github.com/open-mmlab/mmsegmentation/blob/master/configs/vpd] (2 ckpts)
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      	add_params() (mmseg.engine.optimizers.ForceDefaultOptimWrapperConstructor 方法)

      
        	(mmseg.engine.optimizers.LearningRateDecayOptimizerConstructor 方法)


      


  

  	
      	after_test_iter() (mmseg.engine.hooks.SegVisualizationHook 方法)


      	after_val_iter() (mmseg.engine.hooks.SegVisualizationHook 方法)


  





B


  	
      	BasePixelSampler (mmseg.structures 中的类)

      
        	(mmseg.structures.sampler 中的类)


      


  

  	
      	build_pixel_sampler() (在 mmseg.structures 模块中)

      
        	(在 mmseg.structures.sampler 模块中)


      


  





C


  	
      	CityscapesMetric (mmseg.evaluation.metrics 中的类)


      	compute_metrics() (mmseg.evaluation.metrics.CityscapesMetric 方法)

      
        	(mmseg.evaluation.metrics.DepthMetric 方法)


        	(mmseg.evaluation.metrics.IoUMetric 方法)
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      	DepthMetric (mmseg.evaluation.metrics 中的类)


  





F


  	
      	ForceDefaultOptimWrapperConstructor (mmseg.engine.optimizers 中的类)
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      	intersect_and_union() (mmseg.evaluation.metrics.IoUMetric 静态方法)


  

  	
      	IoUMetric (mmseg.evaluation.metrics 中的类)
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      	LayerDecayOptimizerConstructor (mmseg.engine.optimizers 中的类)


  

  	
      	LearningRateDecayOptimizerConstructor (mmseg.engine.optimizers 中的类)
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        	模块


      


      	
    mmseg.structures.sampler

      
        	模块
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      	OHEMPixelSampler (mmseg.structures 中的类)

      
        	(mmseg.structures.sampler 中的类)
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      	process() (mmseg.evaluation.metrics.CityscapesMetric 方法)

      
        	(mmseg.evaluation.metrics.DepthMetric 方法)


        	(mmseg.evaluation.metrics.IoUMetric 方法)


      


  





S


  	
      	sample() (mmseg.structures.BasePixelSampler 方法)

      
        	(mmseg.structures.OHEMPixelSampler 方法)


        	(mmseg.structures.sampler.BasePixelSampler 方法)


        	(mmseg.structures.sampler.OHEMPixelSampler 方法)


      


  

  	
      	SegDataSample (mmseg.structures 中的类)


      	SegVisualizationHook (mmseg.engine.hooks 中的类)
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      	total_area_to_metrics() (mmseg.evaluation.metrics.IoUMetric 静态方法)
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概述

本章节向您介绍 MMSegmentation 框架以及语义分割相关的基本概念。我们还提供了关于 MMSegmentation 的详细教程链接。


什么是语义分割？

语义分割是将图像中属于同一目标类别的部分聚类在一起的任务。它也是一种像素级预测任务，因为图像中的每一个像素都将根据类别进行分类。该任务的一些示例基准有 Cityscapes [https://www.cityscapes-dataset.com/benchmarks/], PASCAL VOC [http://host.robots.ox.ac.uk/pascal/VOC/voc2012/] 和 ADE20K [https://groups.csail.mit.edu/vision/datasets/ADE20K/] 。通常用平均交并比 (Mean IoU) 和像素准确率 (Pixel Accuracy) 这两个指标来评估模型。




什么是 MMSegmentation?

MMSegmentation 是一个工具箱，它为语义分割任务的统一实现和模型评估提供了一个框架，并且高质量实现了常用的语义分割方法和数据集。

MMSeg 主要包含了 apis, structures, datasets, models, engine, evaluation 和 visualization 这七个主要部分。


	apis 提供了模型推理的高级api


	structures 提供了分割任务的数据结构 SegDataSample


	datasets 支持用于语义分割的多种数据集


	transforms 包含多种数据增强变换






	models 是分割器最重要的部分，包含了分割器的不同组件


	segmentors 定义了所有分割模型类


	data_preprocessors 用于预处理模型的输入数据


	backbones 包含各种骨干网络，可将图像映射为特征图


	necks 包含各种模型颈部组件，用于连接分割头和骨干网络


	decode_heads 包含各种分割头，将特征图作为输入，并预测分割结果


	losses 包含各种损失函数






	engine 是运行时组件的一部分，扩展了 MMEngine [https://github.com/open-mmlab/mmengine] 的功能


	optimizers 提供了优化器和优化器封装


	hooks 提供了 runner 的各种钩子






	evaluation 提供了评估模型性能的不同指标


	visualization 分割结果的可视化工具







如何使用本指南？

以下是详细步骤，将带您一步步学习如何使用 MMSegmentation :


	有关安装说明，请参阅 开始你的第一步。


	对于初学者来说，MMSegmentation 是开始语义分割之旅的最好选择，因为这里实现了许多 SOTA 模型以及经典的模型 model 。另外，将各类组件和高级 API 結合使用，可以更便捷的执行分割任务。关于 MMSegmentation 的基本用法，请参考下面的教程：


	配置


	数据预处理


	推理


	训练和测试






	如果你想了解 MMSegmentation 工作的基本类和功能，请参考下面的教程来深入研究：


	数据流


	结构


	模型


	数据集


	评估






	MMSegmentation 也为用户自定义和一些前沿的研究提供了教程，请参考下面的教程来建立你自己的分割项目：


	添加新的模型


	添加新的数据集


	添加新的 transform


	自定义 runtime






	如果您更熟悉 MMSegmentation v0.x , 以下是 MMSegmentation v0.x 迁移到 v1.x 的文档


	迁移











参考来源


	https://paperswithcode.com/task/semantic-segmentation/codeless#task-home
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在 mmsegmentation projects 中贡献一个标准格式的数据集


	在开始您的贡献流程前，请先阅读《OpenMMLab 贡献代码指南》 [https://mmcv.readthedocs.io/zh_CN/latest/community/contributing.html]，以详细的了解 OpenMMLab 代码库的代码贡献流程。


	该教程以 Gaofen Image Dataset (GID) [https://www.sciencedirect.com/science/article/pii/S0034425719303414] 高分 2 号卫星所拍摄的遥感图像语义分割数据集作为样例，来演示在 mmsegmentation 中的数据集贡献流程。





步骤 1： 配置 mmsegmentation 开发所需必要环境


	开发所必需的环境安装请参考中文快速入门指南 [https://github.com/open-mmlab/mmsegmentation/blob/main/docs/zh_cn/get_started.md]或英文 get_started [https://github.com/open-mmlab/mmsegmentation/blob/main/docs/en/get_started.md]。


	如果您已安装了最新版的 pytorch、mmcv、mmengine，那么您可以跳过步骤 1 至步骤 2。


	注： 在此处无需安装 mmsegmentation，只需安装开发 mmsegmentation 所必需的 pytorch、mmcv、mmengine 等即可。




新建虚拟环境（如已有合适的开发环境，可跳过）


	从官方网站 [https://docs.conda.io/en/latest/miniconda.html]下载并安装 Miniconda


	创建一个 conda 环境，并激活




conda create --name openmmlab python=3.8 -y
conda activate openmmlab





安装 pytorch （如环境下已安装 pytorch，可跳过）


	参考 official instructions [https://pytorch.org/get-started/locally/] 安装 PyTorch




使用 mim 安装 mmcv、mmengine


	使用 MIM [https://github.com/open-mmlab/mim] 安装 MMCV [https://github.com/open-mmlab/mmcv]




pip install -U openmim
mim install mmengine
mim install "mmcv>=2.0.0"








步骤 2：代码贡献前的准备工作


2.1 Fork mmsegmentation 仓库


	通过浏览器打开mmsegmentation 官方仓库 [https://github.com/open-mmlab/mmsegmentation/tree/main]。


	登录您的 GitHub 账户，以下步骤均需在 GitHub 登录的情况下进行。


	Fork mmsegmentation 仓库
[image: image]


	Fork 之后，mmsegmentation 仓库将会出现在您的个人仓库中。







2.2 在您的代码编写软件中 git clone mmsegmentation

这里以 VSCODE 为例


	打开 VSCODE，新建终端窗口并激活您在步骤 1 中所安装的虚拟环境。


	在您 GitHub 的个人仓库中找到您 Fork 的 mmsegmentation 仓库，复制其链接。
[image: image]


	在终端中执行命令

git clone {您所复制的个人仓库的链接}





[image: image]
注： 如提示以下信息，请在 GitHub 中添加 SSH 秘钥 [https://docs.github.com/en/authentication/connecting-to-github-with-ssh/generating-a-new-ssh-key-and-adding-it-to-the-ssh-agent]
[image: image]



	进入 mmsegmentation 目录（之后的操作均在 mmsegmentation 目录下）。

cd mmsegmentation







	在终端中执行以下命令，添加官方仓库为上游仓库。

git remote add upstream git@github.com:open-mmlab/mmsegmentation.git







	使用以下命令检查 remote 是否添加成功。

git remote -v





[image: image]








2.3 切换目录至 mmsegmentation 并从源码安装mmsegmentation

在mmsegmentation目录下执行pip install -v -e .，通过源码构建方式安装 mmsegmentaion 库。
安装完成后，您将能看到如下图所示的文件树。
[image: image]




2.4 切换分支为 dev-1.x

正如您在 mmsegmentation 官网 [https://github.com/open-mmlab/mmsegmentation/tree/main]所见，该仓库有许多分支，默认分支main为稳定的发行版本，以及用于贡献者进行开发的dev-1.x分支。dev-1.x分支是贡献者们用来提交创意和 PR 的分支，dev-1.x分支的内容会被周期性的合入到main分支。
[image: image]

回到 VSCODE 中，在终端执行命令

git checkout dev-1.x








2.5 创新属于自己的新分支

在基于dev-1.x分支下，使用如下命令，创建属于您自己的分支。

# git checkout -b 您的GitHubID/您的分支想要实现的功能的名字
# git checkout -b AI-Tianlong/support_GID_dataset
git checkout -b {您的GitHubID/您的分支想要实现的功能的名字}








2.6 配置 pre-commit

OpenMMLab 仓库对代码质量有着较高的要求，所有提交的 PR 必须要通过代码格式检查。pre-commit 详细配置参阅配置 pre-commit [https://mmcv.readthedocs.io/zh_CN/latest/community/contributing.html#pre-commit]。






步骤 3：在mmsegmentation/projects下贡献您的代码

先对 GID 数据集进行分析

这里以贡献高分 2 号遥感图像语义分割数据集 GID 为例，GID 数据集是由我国自主研发的高分 2 号卫星所拍摄的光学遥感图像所创建，经图像预处理后共提供了 150 张 6800x7200 像素的 RGB 三通道遥感图像。并提供了两种不同类别数的数据标注，一种是包含 5 类有效物体的 RGB 标签，另一种是包含 15 类有效物体的 RGB 标签。本教程将针对 5 类标签进行数据集贡献流程讲解。

GID 的 5 类有效标签分别为：0-背景-[0,0,0](mask 标签值-标签名称-RGB 标签值)、1-建筑-[255,0,0]、2-农田-[0,255,0]、3-森林-[0,0,255]、4-草地-[255,255,0]、5-水-[0,0,255]。在语义分割任务中，标签是与原图尺寸一致的单通道图像，标签图像中的像素值为真实样本图像中对应像素所包含的物体的类别。GID 数据集提供的是具有 RGB 三通道的彩色标签，为了模型的训练需要将 RGB 标签转换为 mask 标签。并且由于图像尺寸为 6800x7200 像素，对于神经网络的训练来有些过大，所以将每张图像裁切成了没有重叠的 512x512 的图像以便进行训练。
[image: image]


3.1 在mmsegmentation/projects下创建新的项目文件夹

在mmsegmentation/projects下创建文件夹gid_dataset
[image: image]




3.2 贡献您的数据集代码

为了最终能将您在 projects 中贡献的代码更加顺畅的移入核心库中（对代码要求质量更高），非常建议按照核心库的目录来编辑您的数据集文件。
关于数据集有 4 个必要的文件：


	1  mmseg/datasets/gid.py 定义了数据集的尾缀、CLASSES、PALETTE、reduce_zero_label等


	2 configs/_base_/gid.py GID 数据集的配置文件，定义了数据集的dataset_type（数据集类型，mmseg/datasets/gid.py中注册的数据集的类名）、data_root(数据集所在的根目录，建议将数据集通过软连接的方式将数据集放至mmsegmentation/data)、train_pipline(训练的数据流)、test_pipline(测试和验证时的数据流)、img_rations(多尺度预测时的多尺度配置)、tta_pipeline（多尺度预测）、train_dataloader(训练集的数据加载器)、val_dataloader(验证集的数据加载器)、test_dataloader(测试集的数据加载器)、val_evaluator(验证集的评估器)、test_evaluator(测试集的评估器)。


	3 使用了 GID 数据集的模型训练配置文件
这个是可选的，但是强烈建议您添加。在核心库中，所贡献的数据集需要和参考文献中所提出的结果精度对齐，为了后期将您贡献的代码合并入核心库。如您的算力充足，最好能提供对应的模型配置文件在您贡献的数据集上所验证的结果以及相应的权重文件，并撰写较为详细的README.md文档。示例参考结果 [https://github.com/open-mmlab/mmsegmentation/tree/main/configs/deeplabv3plus#mapillary-vistas-v12]
[image: image]


	4 使用如下命令格式： 撰写docs/zh_cn/user_guides/2_dataset_prepare.md来添加您的数据集介绍，包括但不限于数据集的下载方式，数据集目录结构、数据集生成等一些必要性的文字性描述和运行命令。以更好地帮助用户能更快的实现数据集的准备工作。







3.3 贡献tools/dataset_converters/gid.py

由于 GID 数据集是由未经过切分的 6800x7200 图像所构成的数据集，并且没有划分训练集、验证集与测试集。以及其标签为 RGB 彩色标签，需要将标签转换为单通道的 mask label。为了方便训练，首先将 GID 数据集进行裁切和标签转换，并进行数据集划分，构建为 mmsegmentation 所支持的格式。

# tools/dataset_converters/gid.py
import argparse
import glob
import math
import os
import os.path as osp
from PIL import Image

import mmcv
import numpy as np
from mmengine.utils import ProgressBar, mkdir_or_exist

def parse_args():
    parser = argparse.ArgumentParser(
        description='Convert GID dataset to mmsegmentation format')
    parser.add_argument('dataset_img_path', help='GID images folder path')
    parser.add_argument('dataset_label_path', help='GID labels folder path')
    parser.add_argument('--tmp_dir', help='path of the temporary directory')
    parser.add_argument('-o', '--out_dir', help='output path', default='data/gid')
    parser.add_argument(
        '--clip_size',
        type=int,
        help='clipped size of image after preparation',
        default=256)
    parser.add_argument(
        '--stride_size',
        type=int,
        help='stride of clipping original images',
        default=256)
    args = parser.parse_args()
    return args

GID_COLORMAP = dict(
    Background=(0, 0, 0), #0-背景-黑色
    Building=(255, 0, 0), #1-建筑-红色
    Farmland=(0, 255, 0), #2-农田-绿色
    Forest=(0, 0, 255), #3-森林-蓝色
    Meadow=(255, 255, 0),#4-草地-黄色
    Water=(0, 0, 255)#5-水-蓝色
)
palette = list(GID_COLORMAP.values())
classes = list(GID_COLORMAP.keys())

#############用列表来存一个 RGB 和一个类别的对应################
def colormap2label(palette):
    colormap2label_list = np.zeros(256**3, dtype = np.longlong)
    for i, colormap in enumerate(palette):
        colormap2label_list[(colormap[0] * 256 + colormap[1])*256+colormap[2]] = i
    return colormap2label_list

#############给定那个列表，和vis_png然后生成masks_png################
def label_indices(RGB_label, colormap2label_list):
    RGB_label = RGB_label.astype('int32')
    idx = (RGB_label[:, :, 0] * 256 + RGB_label[:, :, 1]) * 256 + RGB_label[:, :, 2]
    # print(idx.shape)
    return colormap2label_list[idx]

def RGB2mask(RGB_label, colormap2label_list):
    # RGB_label = np.array(Image.open(RGB_label).convert('RGB')) #打开RGB_png
    mask_label = label_indices(RGB_label, colormap2label_list) # .numpy()
    return mask_label

colormap2label_list = colormap2label(palette)

def clip_big_image(image_path, clip_save_dir, args, to_label=False):
    """
    Original image of GID dataset is very large, thus pre-processing
    of them is adopted. Given fixed clip size and stride size to generate
    clipped image, the intersection　of width and height is determined.
    For example, given one 6800 x 7200 original image, the clip size is
    256 and stride size is 256, thus it would generate 29 x 27 = 783 images
    whose size are all 256 x 256.

    """

    image = mmcv.imread(image_path, channel_order='rgb')
    # image = mmcv.bgr2gray(image)

    h, w, c = image.shape
    clip_size = args.clip_size
    stride_size = args.stride_size

    num_rows = math.ceil((h - clip_size) / stride_size) if math.ceil(
        (h - clip_size) /
        stride_size) * stride_size + clip_size >= h else math.ceil(
            (h - clip_size) / stride_size) + 1
    num_cols = math.ceil((w - clip_size) / stride_size) if math.ceil(
        (w - clip_size) /
        stride_size) * stride_size + clip_size >= w else math.ceil(
            (w - clip_size) / stride_size) + 1

    x, y = np.meshgrid(np.arange(num_cols + 1), np.arange(num_rows + 1))
    xmin = x * clip_size
    ymin = y * clip_size

    xmin = xmin.ravel()
    ymin = ymin.ravel()
    xmin_offset = np.where(xmin + clip_size > w, w - xmin - clip_size,
                           np.zeros_like(xmin))
    ymin_offset = np.where(ymin + clip_size > h, h - ymin - clip_size,
                           np.zeros_like(ymin))
    boxes = np.stack([
        xmin + xmin_offset, ymin + ymin_offset,
        np.minimum(xmin + clip_size, w),
        np.minimum(ymin + clip_size, h)
    ], axis=1)

    if to_label:
        image = RGB2mask(image, colormap2label_list) #这里得改一下

    for count, box in enumerate(boxes):
        start_x, start_y, end_x, end_y = box
        clipped_image = image[start_y:end_y,
                              start_x:end_x] if to_label else image[
                                  start_y:end_y, start_x:end_x, :]
        img_name = osp.basename(image_path).replace('.tif', '')
        img_name = img_name.replace('_label', '')
        if count % 3 == 0:
            mmcv.imwrite(
                clipped_image.astype(np.uint8),
                osp.join(
                    clip_save_dir.replace('train', 'val'),
                    f'{img_name}_{start_x}_{start_y}_{end_x}_{end_y}.png'))
        else:
            mmcv.imwrite(
                clipped_image.astype(np.uint8),
                osp.join(
                    clip_save_dir,
                    f'{img_name}_{start_x}_{start_y}_{end_x}_{end_y}.png'))
        count += 1

def main():
    args = parse_args()

    """
    According to this paper: https://ieeexplore.ieee.org/document/9343296/
    select 15 images contained in GID, , which cover the whole six
    categories, to generate train set and validation set.

    According to Paper: https://ieeexplore.ieee.org/document/9343296/

    """

    if args.out_dir is None:
        out_dir = osp.join('data', 'gid')
    else:
        out_dir = args.out_dir

    print('Making directories...')
    mkdir_or_exist(osp.join(out_dir, 'img_dir', 'train'))
    mkdir_or_exist(osp.join(out_dir, 'img_dir', 'val'))
    mkdir_or_exist(osp.join(out_dir, 'ann_dir', 'train'))
    mkdir_or_exist(osp.join(out_dir, 'ann_dir', 'val'))

    src_path_list = glob.glob(os.path.join(args.dataset_img_path, '*.tif'))
    print(f'Find {len(src_path_list)} pictures')

    prog_bar = ProgressBar(len(src_path_list))

    dst_img_dir = osp.join(out_dir, 'img_dir', 'train')
    dst_label_dir = osp.join(out_dir, 'ann_dir', 'train')

    for i, img_path in enumerate(src_path_list):
        label_path = osp.join(args.dataset_label_path, osp.basename(img_path.replace('.tif', '_label.tif')))

        clip_big_image(img_path, dst_img_dir, args, to_label=False)
        clip_big_image(label_path, dst_label_dir, args, to_label=True)
        prog_bar.update()

    print('Done!')

if __name__ == '__main__':
    main()








3.4 贡献mmseg/datasets/gid.py

可参考projects/mapillary_dataset/mmseg/datasets/mapillary.py [https://github.com/open-mmlab/mmsegmentation/blob/main/projects/mapillary_dataset/mmseg/datasets/mapillary.py]并在此基础上修改相应变量以适配您的数据集。

# mmseg/datasets/gid.py
# Copyright (c) OpenMMLab. All rights reserved.
from mmseg.datasets.basesegdataset import BaseSegDataset
from mmseg.registry import DATASETS

# 注册数据集类
@DATASETS.register_module()
class GID_Dataset(BaseSegDataset):
    """Gaofen Image Dataset (GID)

    Dataset paper link:
    https://www.sciencedirect.com/science/article/pii/S0034425719303414
    https://x-ytong.github.io/project/GID.html

    GID  6 classes: background(others), built-up, farmland, forest, meadow, water

    In This example, select 10 images from GID dataset as training set,
    and select 5 images as validation set.
    The selected images are listed as follows:

    GF2_PMS1__L1A0000647767-MSS1
    GF2_PMS1__L1A0001064454-MSS1
    GF2_PMS1__L1A0001348919-MSS1
    GF2_PMS1__L1A0001680851-MSS1
    GF2_PMS1__L1A0001680853-MSS1
    GF2_PMS1__L1A0001680857-MSS1
    GF2_PMS1__L1A0001757429-MSS1
    GF2_PMS2__L1A0000607681-MSS2
    GF2_PMS2__L1A0000635115-MSS2
    GF2_PMS2__L1A0000658637-MSS2
    GF2_PMS2__L1A0001206072-MSS2
    GF2_PMS2__L1A0001471436-MSS2
    GF2_PMS2__L1A0001642620-MSS2
    GF2_PMS2__L1A0001787089-MSS2
    GF2_PMS2__L1A0001838560-MSS2

    The ``img_suffix`` is fixed to '.tif' and ``seg_map_suffix`` is
    fixed to '.tif' for GID.
    """
    METAINFO = dict(
        classes=('Others', 'Built-up', 'Farmland', 'Forest',
                 'Meadow', 'Water'),

        palette=[[0, 0, 0], [255, 0, 0], [0, 255, 0], [0, 255, 255],
                 [255, 255, 0], [0, 0, 255]])

    def __init__(self,
                 img_suffix='.png',
                 seg_map_suffix='.png',
                 reduce_zero_label=None,
                 **kwargs) -> None:
        super().__init__(
            img_suffix=img_suffix,
            seg_map_suffix=seg_map_suffix,
            reduce_zero_label=reduce_zero_label,
            **kwargs)








3.5 贡献使用 GID 的训练 config file

_base_ = [
    '../../../configs/_base_/models/deeplabv3plus_r50-d8.py',
    './_base_/datasets/gid.py',
    '../../../configs/_base_/default_runtime.py',
    '../../../configs/_base_/schedules/schedule_240k.py'
]
custom_imports = dict(
    imports=['projects.gid_dataset.mmseg.datasets.gid'])

crop_size = (256, 256)
data_preprocessor = dict(size=crop_size)
model = dict(
    data_preprocessor=data_preprocessor,
    pretrained='open-mmlab://resnet101_v1c',
    backbone=dict(depth=101),
    decode_head=dict(num_classes=6),
    auxiliary_head=dict(num_classes=6))









3.6 撰写docs/zh_cn/user_guides/2_dataset_prepare.md

Gaofen Image Dataset (GID)


	GID 数据集可在此处 [https://x-ytong.github.io/project/Five-Billion-Pixels.html]进行下载。


	GID 数据集包含 150 张 6800x7200 的大尺寸图像，标签为 RGB 标签。


	此处选择 15 张图像生成训练集和验证集，该 15 张图像包含了所有六类信息。所选的图像名称如下：




  GF2_PMS1__L1A0000647767-MSS1
  GF2_PMS1__L1A0001064454-MSS1
  GF2_PMS1__L1A0001348919-MSS1
  GF2_PMS1__L1A0001680851-MSS1
  GF2_PMS1__L1A0001680853-MSS1
  GF2_PMS1__L1A0001680857-MSS1
  GF2_PMS1__L1A0001757429-MSS1
  GF2_PMS2__L1A0000607681-MSS2
  GF2_PMS2__L1A0000635115-MSS2
  GF2_PMS2__L1A0000658637-MSS2
  GF2_PMS2__L1A0001206072-MSS2
  GF2_PMS2__L1A0001471436-MSS2
  GF2_PMS2__L1A0001642620-MSS2
  GF2_PMS2__L1A0001787089-MSS2
  GF2_PMS2__L1A0001838560-MSS2





执行以下命令进行裁切及标签的转换，需要修改为您所存储 15 张图像及标签的路径。

python projects/gid_dataset/tools/dataset_converters/gid.py [15 张图像的路径] [15 张标签的路径]





完成裁切后的 GID 数据结构如下：

mmsegmentation
├── mmseg
├── tools
├── configs
├── data
│   ├── gid
│   │   ├── ann_dir
|   │   │   │   ├── train
|   │   │   │   ├── val
│   │   ├── img_dir
|   │   │   │   ├── train
|   │   │   │   ├── val









3.7 贡献的代码及文档通过pre-commit检查

使用命令

git add .
git commit -m "添加描述"
git push








3.8 在 GitHub 中向 mmsegmentation 提交 PR

具体步骤可见《OpenMMLab 贡献代码指南》 [https://mmcv.readthedocs.io/zh_CN/latest/community/contributing.html]
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NPU (华为 昇腾)


使用方法

请参考 MMCV 的安装文档 [https://mmcv.readthedocs.io/en/latest/get_started/build.html#build-mmcv-full-on-ascend-npu-machine] 来安装 NPU 版本的 MMCV。

以下展示单机四卡场景的运行指令:

bash tools/dist_train.sh configs/deeplabv3/deeplabv3_r50-d8_4xb2-40k_cityscapes-512x1024.py 4





以下展示单机单卡下的运行指令:

python tools/train.py configs/deeplabv3/deeplabv3_r50-d8_4xb2-40k_cityscapes-512x1024.py








模型验证结果




	Model
	mIoU
	Config
	Download





	deeplabv3
	78.85
	config
	log



	deeplabv3plus
	79.23
	config
	log



	hrnet
	78.1
	config
	log



	fcn
	74.15
	config
	log



	icnet
	69.25
	config
	log



	pspnet
	77.21
	config
	log



	unet
	68.86
	config
	log



	upernet
	77.81
	config
	log



	apcnet
	78.02
	config
	log



	bisenetv1
	76.04
	config
	log



	bisenetv2
	72.44
	config
	log





注意:


	如果没有特别标记，NPU 上的使用混合精度训练的结果与使用 FP32 的 GPU 上的结果相同。




以上模型结果由华为昇腾团队提供







            

          

      

      

    

  

  
    
    
    常见问题解答（FAQ）
    

    

    

    
 
  

    
      
          
            
  
常见问题解答（FAQ）

我们在这里列出了使用时的一些常见问题及其相应的解决方案。 如果您发现有一些问题被遗漏，请随时提 PR 丰富这个列表。 如果您无法在此获得帮助，请使用 issue 模板 [https://github.com/open-mmlab/mmsegmentation/blob/dev-1.x/.github/ISSUE_TEMPLATE/error-report.md/]创建问题，但是请在模板中填写所有必填信息，这有助于我们更快定位问题。


安装

兼容的 MMSegmentation 和 MMCV 版本如下。请安装正确版本的 MMCV 以避免安装问题。




	MMSegmentation version
	MMCV version
	MMEngine version
	MMClassification (optional) version
	MMDetection (optional) version





	dev-1.x branch
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	main branch
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	1.2.2
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	1.2.1
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	1.2.0
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	1.1.2
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	1.1.1
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	1.1.0
	mmcv >= 2.0.0
	MMEngine >= 0.7.4
	mmpretrain>=1.0.0rc7
	mmdet >= 3.0.0



	1.0.0
	mmcv >= 2.0.0rc4
	MMEngine >= 0.7.1
	mmcls==1.0.0rc6
	mmdet >= 3.0.0



	1.0.0rc6
	mmcv >= 2.0.0rc4
	MMEngine >= 0.5.0
	mmcls>=1.0.0rc0
	mmdet >= 3.0.0rc6



	1.0.0rc5
	mmcv >= 2.0.0rc4
	MMEngine >= 0.2.0
	mmcls>=1.0.0rc0
	mmdet>=3.0.0rc6



	1.0.0rc4
	mmcv == 2.0.0rc3
	MMEngine >= 0.1.0
	mmcls>=1.0.0rc0
	mmdet>=3.0.0rc4, \<=3.0.0rc5



	1.0.0rc3
	mmcv == 2.0.0rc3
	MMEngine >= 0.1.0
	mmcls>=1.0.0rc0
	mmdet>=3.0.0rc4, \<=3.0.0rc5



	1.0.0rc2
	mmcv == 2.0.0rc3
	MMEngine >= 0.1.0
	mmcls>=1.0.0rc0
	mmdet>=3.0.0rc4, \<=3.0.0rc5



	1.0.0rc1
	mmcv >= 2.0.0rc1, \<=2.0.0rc3>
	MMEngine >= 0.1.0
	mmcls>=1.0.0rc0
	Not required



	1.0.0rc0
	mmcv >= 2.0.0rc1, \<=2.0.0rc3>
	MMEngine >= 0.1.0
	mmcls>=1.0.0rc0
	Not required





如果您已经安装了版本不合适的 mmcv，请先运行pip uninstall mmcv卸载已安装的 mmcv，如您先前安装的为 mmcv-full（存在于 OpenMMLab 1.x），请运行pip uninstall mmcv-full进行卸载。


	如出现 “No module named ‘mmcv’”


	使用pip uninstall mmcv卸载环境中现有的 mmcv


	按照安装说明安装对应的 mmcv











如何获知模型训练时需要的显卡数量


	看模型的 config 文件命名。可以参考了解配置文件中的配置文件命名风格部分。比如，对于名字为segformer_mit-b0_8xb1-160k_cityscapes-1024x1024.py的 config 文件，8xb1代表训练其对应的模型需要的卡数为 8，每张卡中的 batch size 为 1。


	看模型的 log 文件。点开该模型的 log 文件，并在其中搜索nGPU，在nGPU后的数字个数即训练时所需的卡数。比如，在 log 文件中搜索nGPU得到nGPU 0,1,2,3,4,5,6,7的记录，则说明训练该模型需要使用八张卡。







auxiliary head 是什么

简单来说，这是一个提高准确率的深度监督技术。在训练阶段，decode_head用于输出语义分割的结果，auxiliary_head 只是增加了一个辅助损失，其产生的分割结果对你的模型结果没有影响，仅在在训练中起作用。您可以阅读这篇论文 [https://arxiv.org/pdf/1612.01105.pdf]了解更多信息。




运行测试脚本时如何输出绘制分割掩膜的图像

在测试脚本中，我们提供了--out参数来控制是否输出保存预测的分割掩膜图像。您可以运行以下命令输出测试结果：

python tools/test.py ${CONFIG_FILE} ${CHECKPOINT_FILE} --out ${OUTPUT_DIR}





更多用例细节可查阅文档 [https://github.com/open-mmlab/mmsegmentation/blob/dev-1.x/docs/zh_cn/user_guides/4_train_test.md#%E6%B5%8B%E8%AF%95%E5%B9%B6%E4%BF%9D%E5%AD%98%E5%88%86%E5%89%B2%E7%BB%93%E6%9E%9C]，PR #2712 [https://github.com/open-mmlab/mmsegmentation/pull/2712] 以及迁移文档 [https://github.com/open-mmlab/mmsegmentation/blob/dev-1.x/docs/zh_cn/migration/interface.md#%E6%B5%8B%E8%AF%95%E5%90%AF%E5%8A%A8]了解相关说明。




如何处理二值分割任务?

MMSegmentation 使用 num_classes 和 out_channels 来控制模型最后一层 self.conv_seg 的输出。更多细节可以参考 这里 [https://github.com/open-mmlab/mmsegmentation/blob/dev-1.x/mmseg/models/decode_heads/decode_head.py]。

num_classes 应该和数据集本身类别个数一致，当是二值分割时，数据集只有前景和背景两类，所以 num_classes 为 2. out_channels 控制模型最后一层的输出的通道数，通常和 num_classes 相等，但当二值分割时候，可以有两种处理方法, 分别是：


	设置 out_channels=2，在训练时以 Cross Entropy Loss 作为损失函数，在推理时使用 F.softmax() 归一化 logits 值，然后通过 argmax() 得到每个像素的预测结果。


	设置 out_channels=1，在训练时以 Binary Cross Entropy Loss 作为损失函数，在推理时使用 F.sigmoid() 和 threshold 得到预测结果，threshold 默认为 0.3。




对于实现上述两种计算二值分割的方法，需要在 decode_head 和 auxiliary_head 的配置里修改。下面是对样例 pspnet_unet_s5-d16.py [https://github.com/open-mmlab/mmsegmentation/blob/dev-1.x/configs/_base_/models/pspnet_unet_s5-d16.py] 做出的对应修改。


	(1) num_classes=2, out_channels=2 并在 CrossEntropyLoss 里面设置 use_sigmoid=False。




decode_head=dict(
    type='PSPHead',
    in_channels=64,
    in_index=4,
    num_classes=2,
    out_channels=2,
    loss_decode=dict(
        type='CrossEntropyLoss', use_sigmoid=False, loss_weight=1.0)),
auxiliary_head=dict(
    type='FCNHead',
    in_channels=128,
    in_index=3,
    num_classes=2,
    out_channels=2,
    loss_decode=dict(
        type='CrossEntropyLoss', use_sigmoid=False, loss_weight=0.4)),






	(2) num_classes=2, out_channels=1 并在 CrossEntropyLoss 里面设置 use_sigmoid=True.




decode_head=dict(
    type='PSPHead',
    in_channels=64,
    in_index=4,
    num_classes=2,
    out_channels=1,
    loss_decode=dict(
        type='CrossEntropyLoss', use_sigmoid=True, loss_weight=1.0)),
auxiliary_head=dict(
    type='FCNHead',
    in_channels=128,
    in_index=3,
    num_classes=2,
    out_channels=1,
    loss_decode=dict(
        type='CrossEntropyLoss', use_sigmoid=True, loss_weight=0.4)),








reduce_zero_label 的作用

数据集中 reduce_zero_label 参数类型为布尔类型，默认为 False，它的功能是为了忽略数据集 label 0。具体做法是将 label 0 改为 255，其余 label 相应编号减 1，同时 decode head 里将 255 设为 ignore index，即不参与 loss 计算。
以下是 reduce_zero_label 具体实现逻辑:

if self.reduce_zero_label:
    # avoid using underflow conversion
    gt_semantic_seg[gt_semantic_seg == 0] = 255
    gt_semantic_seg = gt_semantic_seg - 1
    gt_semantic_seg[gt_semantic_seg == 254] = 255





关于您的数据集是否需要使用 reduce_zero_label，有以下两类情况：


	例如在 Potsdam [https://github.com/open-mmlab/mmsegmentation/blob/1.x/docs/en/user_guides/2_dataset_prepare.md#isprs-potsdam] 数据集上，有 0-不透水面、1-建筑、2-低矮植被、3-树、4-汽车、5-杂乱，六类。但该数据集提供了两种 RGB 标签，一种为图像边缘处有黑色像素的标签，另一种是没有黑色边缘的标签。对于有黑色边缘的标签，在 dataset_converters.py [https://github.com/open-mmlab/mmsegmentation/blob/dev-1.x/tools/dataset_converters/potsdam.py]中，其将黑色边缘转换为 label 0，其余标签分别为 1-不透水面、2-建筑、3-低矮植被、4-树、5-汽车、6-杂乱，那么此时，就应该在数据集 potsdam.py [https://github.com/open-mmlab/mmsegmentation/blob/ff95416c3b5ce8d62b9289f743531398efce534f/mmseg/datasets/potsdam.py#L23] 中将reduce_zero_label=True。如果使用的是没有黑色边缘的标签，那么 mask label 中只有 0-5，此时就应该使reduce_zero_label=False。需要结合您的实际情况来使用。


	例如在第 0 类为 background 类别的数据集上，如果您最终是需要将背景和您的其余类别分开时，是不需要使用reduce_zero_label的，此时在数据集中应该将其设置为reduce_zero_label=False




注意: 使用 reduce_zero_label 请确认数据集原始类别个数，如果只有两类，需要关闭 reduce_zero_label 即设置 reduce_zero_label=False。
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教程5：模型部署




MMSegmentation 模型部署


	教程5：模型部署


	MMSegmentation 模型部署


	安装


	安装 mmseg


	安装 mmdeploy






	模型转换


	模型规范
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MMSegmentation [https://github.com/open-mmlab/mmsegmentation/tree/main] 又称mmseg，是一个基于 PyTorch 的开源对象分割工具箱。它是 OpenMMLab [https://openmmlab.com/] 项目的一部分。


安装


安装 mmseg

请参考官网安装指南 [https://mmsegmentation.readthedocs.io/en/latest/get_started.html]。




安装 mmdeploy

mmdeploy 有以下几种安装方式:

方式一： 安装预编译包

请参考安装概述 [https://mmdeploy.readthedocs.io/zh_CN/latest/get_started.html#mmdeploy]

方式二： 一键式脚本安装

如果部署平台是 Ubuntu 18.04 及以上版本， 请参考脚本安装说明，完成安装过程。
比如，以下命令可以安装 mmdeploy 以及配套的推理引擎——ONNX Runtime.

git clone --recursive -b main https://github.com/open-mmlab/mmdeploy.git
cd mmdeploy
python3 tools/scripts/build_ubuntu_x64_ort.py $(nproc)
export PYTHONPATH=$(pwd)/build/lib:$PYTHONPATH
export LD_LIBRARY_PATH=$(pwd)/../mmdeploy-dep/onnxruntime-linux-x64-1.8.1/lib/:$LD_LIBRARY_PATH





说明:


	把 $(pwd)/build/lib 添加到 PYTHONPATH，目的是为了加载 mmdeploy SDK python 包 mmdeploy_runtime，在章节 SDK模型推理中讲述其用法。


	在使用 ONNX Runtime推理后端模型时，需要加载自定义算子库，需要把 ONNX Runtime 库的路径加入环境变量 LD_LIBRARY_PATH中。




方式三： 源码安装

在方式一、二都满足不了的情况下，请参考源码安装说明 安装 mmdeploy 以及所需推理引擎。






模型转换

你可以使用 tools/deploy.py [https://github.com/open-mmlab/mmdeploy/tree/main/tools/deploy.py] 把 mmseg 模型一键式转换为推理后端模型。
该工具的详细使用说明请参考这里 [https://github.com/open-mmlab/mmdeploy/tree/main/docs/en/02-how-to-run/convert_model.md#usage].

以下，我们将演示如何把 unet 转换为 onnx 模型。

cd mmdeploy

# download unet model from mmseg model zoo
mim download mmsegmentation --config unet-s5-d16_fcn_4xb4-160k_cityscapes-512x1024 --dest .

# convert mmseg model to onnxruntime model with dynamic shape
python tools/deploy.py \
    configs/mmseg/segmentation_onnxruntime_dynamic.py \
    unet-s5-d16_fcn_4xb4-160k_cityscapes-512x1024.py \
    fcn_unet_s5-d16_4x4_512x1024_160k_cityscapes_20211210_145204-6860854e.pth \
    demo/resources/cityscapes.png \
    --work-dir mmdeploy_models/mmseg/ort \
    --device cpu \
    --show \
    --dump-info





转换的关键之一是使用正确的配置文件。项目中已内置了各后端部署配置文件 [https://github.com/open-mmlab/mmdeploy/tree/main/configs/mmseg]。
文件的命名模式是：

segmentation_{backend}-{precision}_{static | dynamic}_{shape}.py





其中：


	{backend}: 推理后端名称。比如，onnxruntime、tensorrt、pplnn、ncnn、openvino、coreml 等等


	{precision}: 推理精度。比如，fp16、int8。不填表示 fp32


	{static | dynamic}: 动态、静态 shape


	{shape}: 模型输入的 shape 或者 shape 范围




在上例中，你也可以把 unet 转为其他后端模型。比如使用segmentation_tensorrt-fp16_dynamic-512x1024-2048x2048.py，把模型转为 tensorrt-fp16 模型。


小技巧

当转 tensorrt 模型时, –device 需要被设置为 “cuda”






模型规范

在使用转换后的模型进行推理之前，有必要了解转换结果的结构。 它存放在 --work-dir 指定的路路径下。

上例中的mmdeploy_models/mmseg/ort，结构如下：

mmdeploy_models/mmseg/ort
├── deploy.json
├── detail.json
├── end2end.onnx
└── pipeline.json





重要的是：


	end2end.onnx: 推理引擎文件。可用 ONNX Runtime 推理


	*.json:  mmdeploy SDK 推理所需的 meta 信息




整个文件夹被定义为mmdeploy SDK model。换言之，mmdeploy SDK model既包括推理引擎，也包括推理 meta 信息。




模型推理


后端模型推理

以上述模型转换后的 end2end.onnx 为例，你可以使用如下代码进行推理：

from mmdeploy.apis.utils import build_task_processor
from mmdeploy.utils import get_input_shape, load_config
import torch

deploy_cfg = 'configs/mmseg/segmentation_onnxruntime_dynamic.py'
model_cfg = './unet-s5-d16_fcn_4xb4-160k_cityscapes-512x1024.py'
device = 'cpu'
backend_model = ['./mmdeploy_models/mmseg/ort/end2end.onnx']
image = './demo/resources/cityscapes.png'

# read deploy_cfg and model_cfg
deploy_cfg, model_cfg = load_config(deploy_cfg, model_cfg)

# build task and backend model
task_processor = build_task_processor(model_cfg, deploy_cfg, device)
model = task_processor.build_backend_model(backend_model)

# process input image
input_shape = get_input_shape(deploy_cfg)
model_inputs, _ = task_processor.create_input(image, input_shape)

# do model inference
with torch.no_grad():
    result = model.test_step(model_inputs)

# visualize results
task_processor.visualize(
    image=image,
    model=model,
    result=result[0],
    window_name='visualize',
    output_file='./output_segmentation.png')








SDK 模型推理

你也可以参考如下代码，对 SDK model 进行推理：

from mmdeploy_runtime import Segmentor
import cv2
import numpy as np

img = cv2.imread('./demo/resources/cityscapes.png')

# create a classifier
segmentor = Segmentor(model_path='./mmdeploy_models/mmseg/ort', device_name='cpu', device_id=0)
# perform inference
seg = segmentor(img)

# visualize inference result
## random a palette with size 256x3
palette = np.random.randint(0, 256, size=(256, 3))
color_seg = np.zeros((seg.shape[0], seg.shape[1], 3), dtype=np.uint8)
for label, color in enumerate(palette):
    color_seg[seg == label, :] = color
# convert to BGR
color_seg = color_seg[..., ::-1]
img = img * 0.5 + color_seg * 0.5
img = img.astype(np.uint8)
cv2.imwrite('output_segmentation.png', img)





除了python API，mmdeploy SDK 还提供了诸如 C、C++、C#、Java等多语言接口。
你可以参考样例 [https://github.com/open-mmlab/mmdeploy/tree/main/demo]学习其他语言接口的使用方法。






模型支持列表




	Model
	TorchScript
	OnnxRuntime
	TensorRT
	ncnn
	PPLNN
	OpenVino





	FCN
	Y
	Y
	Y
	Y
	Y
	Y



	PSPNet*
	Y
	Y
	Y
	Y
	Y
	Y



	DeepLabV3
	Y
	Y
	Y
	Y
	Y
	Y



	DeepLabV3+
	Y
	Y
	Y
	Y
	Y
	Y



	Fast-SCNN*
	Y
	Y
	Y
	N
	Y
	Y



	UNet
	Y
	Y
	Y
	Y
	Y
	Y



	ANN*
	Y
	Y
	Y
	N
	N
	N



	APCNet
	Y
	Y
	Y
	Y
	N
	N



	BiSeNetV1
	Y
	Y
	Y
	Y
	N
	Y



	BiSeNetV2
	Y
	Y
	Y
	Y
	N
	Y



	CGNet
	Y
	Y
	Y
	Y
	N
	Y



	DMNet
	?
	Y
	N
	N
	N
	N



	DNLNet
	?
	Y
	Y
	Y
	N
	Y



	EMANet
	Y
	Y
	Y
	N
	N
	Y



	EncNet
	Y
	Y
	Y
	N
	N
	Y



	ERFNet
	Y
	Y
	Y
	Y
	N
	Y



	FastFCN
	Y
	Y
	Y
	Y
	N
	Y



	GCNet
	Y
	Y
	Y
	N
	N
	N



	ICNet*
	Y
	Y
	Y
	N
	N
	Y



	ISANet*
	N
	Y
	Y
	N
	N
	Y



	NonLocal Net
	?
	Y
	Y
	Y
	N
	Y



	OCRNet
	Y
	Y
	Y
	Y
	N
	Y



	PointRend*
	Y
	Y
	Y
	N
	N
	N



	Semantic FPN
	Y
	Y
	Y
	Y
	N
	Y



	STDC
	Y
	Y
	Y
	Y
	N
	Y



	UPerNet*
	N
	Y
	Y
	N
	N
	N



	DANet
	?
	Y
	Y
	N
	N
	Y



	Segmenter*
	N
	Y
	Y
	Y
	N
	Y



	SegFormer*
	?
	Y
	Y
	N
	N
	Y



	SETR
	?
	Y
	N
	N
	N
	Y



	CCNet
	?
	N
	N
	N
	N
	N



	PSANet
	?
	N
	N
	N
	N
	N



	DPT
	?
	N
	N
	N
	N
	N








注意事项


	所有 mmseg 模型仅支持 “whole” 推理模式。


	
  
    
    
    将 MMSeg 模型调优及部署到 NVIDIA Jetson 平台教程
    

    

    

    
 
  

    
      
          
            
  
将 MMSeg 模型调优及部署到 NVIDIA Jetson 平台教程


	请先查阅MMSegmentation 模型部署 [https://github.com/open-mmlab/mmsegmentation/blob/main/docs/zh_cn/user_guides/5_deployment.md]文档。


	本教程所用 mmsegmentation 版本： v1.1.2


	本教程所用 NVIDIA Jetson 设备： NVIDIA Jetson AGX Orin 64G
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